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Abstract—This study aims to explore the Near Sets and Tol-
erance Near Sets methodologies for clustering task. The groups
generated by the approach should be used to represent classes
and allow the application of classification methods. This work
has been developed and tested for mango color classification
and significant results were obtained. One problem noted was
the large number of groups generated and there is need for
adaptations of the method tested previously. The method is
currently under development and is based on methodology of
Tolerance Near Sets and statistical approaches. It is expected
that the approach to be developed presenting significant results
in the clustering process.

Abstract—Este trabalho tem o objetivo de explorar a metodolo-
gia de Near Sets e Tolerance Near Sets na tarefa de agrupamento
de elementos. Os grupos gerados pela abordagem, devem ser
utilizados para representação de classes e permitir a aplicação de
métodos de classificação. Este trabalho foi desenvolvido e testado
para o agrupamento de cores de mangas, onde foram obtidos
resultados significativos. Um problema observado, foi o grande
número de grupos gerados e existe necessidade de adaptações
do método de agrupamento previamente testado. O método
atualmente está em desenvolvimento e é baseado na metodologia
de Tolerance Near Sets e abordagens estatı́sticas. Espera-se que a
abordagem a ser desenvolvida apresente resultados significativos
no processo de agrupamento.
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I. INTRODUÇÃO

Nas áreas de visão computacional e reconhecimento de
padrões, técnicas de agrupamento (clustering) têm sido uti-
lizadas na geração de grupos de forma não supervisionada e
aplicadas em diferentes estudos, tais como seleção automática
de frutas [1], explosões solares [2], entre outras. Cada agru-
pamento pode ser utilizado para representar elementos com
diferentes caracterı́sticas, como por exemplo, tipos de frutas.
Técnicas de agrupamento são categorizadas como abordagens
de aprendizado de máquina não supervisionado e são utilizadas
para criar grupos por meio do estabelecimento de relaciona-
mentos entre elementos. Técnicas de agrupamento buscam
encontrar uma estrutura em suas entradas, não contendo
informações prévias sobre os grupos a serem formados [3].
Dentre essas técnicas são comuns o single/complete-linkage
clustering [4], o K-means [5], e mais recentemente abordagens
baseadas em Near Sets [6].

A abordagem explorada neste trabalho, é baseada em Near
Sets e Tolerance Near Sets (TNS) para o agrupamento de
elementos. Near Sets provê formalidades para identificar,
comparar e mensurar a semelhança de objetos (elementos) com
base em suas caracterı́sticas. TNS, uma sub-categoria de Near
Sets, utiliza um limiar de tolerância para estabelecer relações
entre os objetos [6]. Em relação a outras abordagens como
K-means, métodos baseados em TNS tem se apresentado de
forma eficiente no processo de agrupamento [2].

Near Sets quando aplicado na comparação de imagens
opera sobre seus descritores determinando a diferença entre
as imagens em comparação. Essa diferença é mensurada (por
equações como distância euclidiana), e o resultado obtido
é verificado por um limiar de tolerância, indicando se os
elementos são semelhantes. Uma das vantagens dessa técnica
é a possibilidade de comparar vários objetos entre si em um
determinado contexto.

Neste trabalho, foi desenvolvido uma metodologia baseada
em TNS para geração de grupos de classes utilizando atributos
extraı́dos de imagens visando a segmentação. O algoritmo com
a metodologia proposta foi testado em imagens de mangas
visando a segmentação por qualidade de frutas baseado em
cores.

Contribuições: Este trabalho propõe uma abordagem,
baseada em TNS para tarefa de agrupamento de elementos
(imagens), se preocupando com o problema de geração exces-
siva de grupos. A tarefa de agrupamento já é realizada e a
parte do método que está em desenvolvimento é a redução do
número de grupos por meio de junção.

A. Trabalhos Relacionados

Algoritmos de agrupamento são frequentemente explorados
na área de aprendizado de máquina e podem ser categorizados
como hierárquicos como single linkage clustering [4], basea-
dos em particionamento como o K-means [5], baseados em
modelos como Expectation-Maximization [7], entre outros.

Em algoritmos hierárquicos como o single-linkage cluster-
ing e o complete-linkage clustering, o agrupamento parte do
princı́pio onde inicialmente existe um elemento por classe. A
partir desse princı́pio são estabelecidas as semelhanças entre as
classes através dos elementos contidos em cada classe inicial.
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O processo de comparação entre classes é o que diferencia as
técnicas de single-linkage clustering e o complete-linkage clus-
tering. O single-linkage clustering considera a distância entre
os menores elementos de cada classe enquanto que o complete-
linkage clustering as maiores distâncias. Ainda nessa categoria
existe o average-linkage clustering que considera a distância
entre classes através da média de alguns elementos [4].

O K-means é um algoritmo clássico de mineração de
dados que permite estabelecer K grupos em um processo
de agrupamento. Esse algoritmo consiste em particionar uma
população de N elementos (por meio de suas caracterı́sticas)
em K conjuntos. Elementos com caracterı́sticas semelhantes
são inseridos no mesmo conjunto [5].

Baseado em Near Sets, o método Tolerance Near Sets (TNS)
tem sido explorado na literatura para o desenvolvimento de
algoritmos de agrupamento de imagens, como no contexto
de explosões solares [2]. Essa abordagem consiste na busca
de combinações de grupos possı́veis para diferentes objetos e
considera a possibilidade de um objeto estar contido em mais
de uma classe. O método desenvolvido foi comparado com o
K-means e apresentou resultados significativos em relação a
essa técnica. A aplicação de TNS demonstrou caracterı́sticas
importantes em processos de comparação, como a possibili-
dade de um objeto estar contido em mais de uma classe e a
utilização do limiar de tolerância, e por isso é um interessante
campo de pesquisa.

II. FUNDAMENTOS TÉCNICOS

A. Near Sets

Near Sets é um fundamento teórico que descreve que
dois objetos são similares se eles contêm caracterı́sticas com
as mesmas descrições [2]. Near Sets funciona como um
framework matemático e opera como a percepção humana.
Near Sets considera que objetos são similares se tiverem
caracterı́sticas comuns. Objetos de conjuntos em Near Sets são
identificados usando uma relação de indiscernibilidade [6].
Algumas definições de Near Sets úteis para este trabalho são
apresentadas a seguir:

Definição 1. Objeto: Um objeto x é algo que existe no mundo
real que pode ser percebido e descrito por suas caracterı́sticas,
por exemplo, imagens obtidas por câmeras que podem ser
discriminadas por descritores.

Definição 2. Função de descrição: A função de descrição
é responsável por retornar um valor que representa uma
caracterı́stica perceptı́vel do objeto. O conjunto dessas funções
é responsável pela descrição do objeto.

Definição 3. Sistema perceptivo: Um sistema perceptivo <
O,F > consiste de um conjunto não vazio O de objetos de
amostra e um conjunto não vazio F de funções reais/descrição,
φ ∈ F tal que φ : O → R. Sistemas perceptivos são aplicados
na comparação de novos objetos.

Definição 4. Descrição do objeto: A descrição do objeto é
um vetor composto por um conjunto de funções de descrição

B, sendo que B ⊂ F . O vetor de descrição de um objeto
perceptual x ∈ O é apresentado na equação (1)

φB(x) = (φ1(x), φ2(x), ...φi(x), ..., φl(x)) (1)

sendo l o tamanho do vetor φB, e cada φi(x) em φB(x) uma
função de descrição que é parte da descrição do objeto x ∈ O.
Esse vetor é útil para descrever objetos por suas caracterı́sticas.

Definição 5. Relação de indiscernibilidade e relação de indis-
cernibilidade fraca: A relação de indiscernibilidade perceptual
determina a diferença entre as caracterı́sticas dos objetos
que estão sendo comparados. A relação de indiscernibilidade
perceptual B é representada na equação (2).

B(x) = (x, y) ∈ O ×O : ∀φi ∈ B.φi(x) = φj(x) (2)

Essa relação permite determinar a equivalência entre objetos
e permitindo agrupar os que possuem caracterı́sticas semel-
hantes. Considerando φi∃F é importante determinar a relação
de indiscernibilidade perceptual fraca φi, que é representada
na equação (3).

φi(x) = (x, y) ∈ O ×O : ∃φi ∈ B.φi(x) = φj(x) (3)

Essa relação, diferentemente da relação de indiscernibilidade
perceptual que considera a similaridade entre objetos com base
em todas caracterı́sticas, indica que a similaridade pode ser
indicada por apenas algumas caracterı́sticas.

Definição 6. Tolerance Near Sets (TNS): TNS fornece uma
base matemática para a definição de similaridade entre um
par de objetos. Essa definição é dada por um espaço de
tolerância que é um grau de relaxamento para uma relação
de indicernibilidade. Um espaço de tolerância < X, ξ > é
constituı́do de uma relação de tolerância ξ sobre X ⊆ O que é
reflexiva e simétrica. Sendo ξ ∈ R, para cada B ⊆ F a relação
de tolerância perceptual é definida conforme a equação (4)

∼= B, ε = (x, y)∃O ×O : ||φ(x)− φ(y)||2 < ε. (4)

Essa relação em conjunto com as outras definições são
utilizadas na metodologia proposta, onde a aplicação e os
resultados são apresentados nas seções seguintes.

III. METODOLOGIA E EXPERIMENTOS

A metodologia utilizada neste trabalho segue os princı́pios
de Tolerance Near Sets considerando descritores de cores
(luminosidade e ı́ndices de dimensões de cores) como car-
acterı́sticas a serem comparadas e uma etapa de agrupamento
de imagens diferenciada.

Com um conjunto de 200 imagens de mangas em diferentes
estados de maturação foram estabelecidos dois sub-conjuntos,
um para amostras e outro para validar a abordagem proposta.
Dessas imagens, 100 foram utilizadas para através de um pro-
cesso de particionamento, gerar 1000 sub-imagens de amostras
de tamanho 30 × 30 pixels e as outras 100 imagens para
validação do sistema. Cada uma das sub-imagens de amostra
foi considerada como um objeto no contexto de Near Sets.

A função de descrição utilizada foi a média de cores dos
pixels de cada caracterı́stica do espaço de cores Lab de cada



sub-imagem, ou seja, média de L, média de a e média de b.
Para estabelecer a relação de indiscernibilidade perceptual, no
processo de comparação foi utilizado o cálculo de distância
euclidiana entre as imagens (objetos) comparadas.

Por final foi estabelecida uma relação de tolerância com um
limiar que indica se duas sub-imagens pertencem ao mesmo
grupo ou não. Essa escolha aconteceu de forma empı́rica com
alguns testes por especialistas através de diferentes limiares.
Após essas definições, são apresentadas as fases que consisti-
ram deste trabalho.

Fase 1 - Pré-processamento: As imagens foram sep-
aradas em dois conjuntos, sendo um para gerar dados de
amostra e outro de testes. O processo de geração das sub-
imagens foi executado nesta etapa, onde as sub-imagens
que representavam o fundo foram descartadas. Com as sub-
imagens geradas, um método de extração de descritores Lab e
formulação da média para cada descritor (funções de descrição
em Near Sets), foram aplicados e as informações armazenadas.

Fase 2 - Agrupamento de objetos: Nessa fase um pro-
cesso de agrupamento foi realizado onde cada sub-imagem é
comparada com todas outras utilizando a média dos atributos
Lab (funções de descrição) e com o uso de distância euclidiana
(relação de indiscernibilidade). De acordo com o limiar de
tolerância é indicado se duas sub-imagens que estão sendo
comparadas são de mesma classe ou não. Os grupos gerados,
podem posteriormente ser nomeados e utilizados como classes
de sub-imagens. Com base na aplicação dessa metodologia
algumas situações são representadas na Figura 1.

Na Figura 1 as sub-imagens (30x30 pixels) com números
representam objetos e as elipses representam grupos/classes.
Nesse cenário cada imagem é comparada com todas as outras
por meio de seus descritores e distância euclidiana. O resultado
da distância euclidiana para cada comparação é confrontado
com um limiar de tolerância para estabelecer se dois objetos
são de mesmo grupo ou não. A Figura 1a é baseada em um
agrupamento de imagens de mangas com Tolerance Near Sets,
onde foi utilizado um limiar com valor 0.11, e a Figura 1b
representa o mesmo contexto porém com um limiar 0.15. Nas
Figuras 1a e 1b é possı́vel notar que o valor do limiar em
Tolerance Near Sets é responsável por controlar a pertinência
de um determinado objeto em uma classe. Com um limiar
maior como na Figura 1b as classes abrangem um número
maior de objetos (imagens 1, 2, 3 e 5 em um mesmo grupo),
enquanto com um limiar menor, como na Figura 1a, as classes
são mais restritivas em relação aos objetos (imagens 1 e 3 em
um grupo, 2 e 3 em outro e a 5 em nenhum grupo).

Fase 3 - Classificação: Com o intuito de analisar os
grupos de classes gerados, essa fase consiste em classificar
novas mangas. Novas mangas são particionadas (sub-imagens
de 30 × 30 pixels) e são extraı́dos seus descritores (média
de cores Lab) assim como na etapa de geração de amostras.
Cada sub-imagem é comparada com os valores médios dos
descritores das amostra de cada uma das classes existentes.
Essa comparação é realizada com a equação de distância
euclidiana para cada classe, e a classe que rotula a nova sub-
imagem é que apresenta a menor valor de distância.

Fig. 1. A. Conjuntos/Classes geradas para alguns dados de amostra com um
limiar de 0.11. B. Conjuntos/Classes geradas para alguns dados de amostra
com um limiar de 0.15.

IV. RESULTADOS INICIAIS E DISCUSSÃO

Para validação da abordagem, foi observada a relação do
limiar de tolerância (obtido empiricamente) e as classes ger-
adas. Para um limiar de 0.009 foram geradas 235 classes e para
um limiar de 0.11 foram geradas 1513 classes. Observou-se
que o limiar de tolerância menor (0.009), fez com que o agru-
pamento fosse mais restrito, gerando classes com um número
menor de sub-imagens. A vantagem da utilização de um limiar
menor é maior velocidade no processo e que devido ao número
de classes geradas ser menor, posteriormente, processos de
classificação podem ser executados com maior velocidade.
A desvantagem de um limiar menor é que os dados ficam
muito ajustados ao conjunto de treinamento (overfitting), e na
classificação podem não abranger todos os casos. Para ambos
os limiares é notável um número alto de classes geradas.

Outra observação foi realizada em um processo prático
de classificação, considerando as classes geradas pela abor-
dagem de Tolerance Near Sets e por análise de valores falso-
positivos e verdadeiro-positivos obtidos. Considerando o limiar
de tolerância de 0.11 (por não sofrer overfitting), para uma
classificação de 116 sub-imagens de mangas foram obtidos
95 valores verdadeiro-positivos (classificações corretas) e 21
valores falso-positivos (classificações de forma errada). Com
o conjunto de dados corretamente (verdadeiro-positivos) e
erroneamente (falso-positivos) classificados, o resultado da
avaliação nesse critério é apresentado no gráfico de Carac-
terı́stica de Operação do Receptor (do inglês Receiver Oper-
ating Characteristic - ROC) apresentado na Figura 2.

No gráfico da Figura 2 é possı́vel observar que a taxa
de valores verdadeiro-positivo foi maior que 0.75 e a taxa
de falso-positivos foi que menor que 0.1 que podem ser
considerados bons resultados no processo de classificação.
Com uma observação empı́rica foi notado que os 21 valores
falso-positivos normalmente estavam relacionados com sub-
imagens de cantos de mangas e provavelmente utilizando mais



Fig. 2. Curva ROC para classificação de mangas com a abordagem proposta
utilizando um limiar de tolerância de 0.11

descritores (como textura) no processo de geração de classes
esse número seria reduzido.

V. PROBLEMAS E ADAPTAÇÕES FUTURAS

Problemas: Devido ao grande número de grupos gerados,
pretende-se desenvolver um método de junção de grupos ou
adaptar o método considerado para limitar o número de grupos
gerados. Outros métodos como o single-linkage clustering e o
complete-linkage clustering foram análisados, porém demon-
straram o problema de considerarem situações extremas na
comparação de imagens. Considerando que em um grupo
existe uma sequência de imagens semelhantes com tonalidades
em azul e uma única imagem verde, e em outro grupo existe
uma sequência de imagens semelhantes com tonalidades em
amarelo e uma única imagem verde, se as imagens verdes
de cada classe tiverem a menor ou maior valor de distância
(euclidiana ou outra) o single-linkage ou o complete-linkage
irão agrupar esses grupos erroneamente.

Adaptação: A proposta de desenvolvimento desse
método de agrupamento, considera os conceitos de Tolerance
Near Sets. Nessa abordagem será considerado a média de cada
descritor de imagem de cada grupo, e um limiar, aplicado a
cada descritor, determinado por uma margem baseada no erro
amostral de cada grupo. Para o caso das mangas com de-
scritores Lab a equação (5) representa o processo de obtenção
da média e erro amostral de um determinado grupo.

L̄± zl ·
σl√
(n)

, ā± za ·
σa√
(n)

, b̄± zb ·
σb√
(n)

(5)

L̄, ā, b̄ são as médias, zl, za, , zb os nı́veis de confiança,
σl, σa, σb os desvios padrão respectivamente de cada um dos
parâmetros Lab e n o número de objetos para um determinado
grupo. Dessa forma, por exemplo, se a média Lab de um
grupo C1 estiver dentro do intervalo (média e erro amostral)
de um grupo C2, eles serão agrupadas. No algoritmo a ser
desenvolvido, pretende-se que cada grupo seja comparado com

todos os outros na busca do que possui menor variação e que
um grupo já agrupado não seja observado novamente. Espera-
se que este algoritmo seja capaz de reduzir o número de grupos
a cada execução e também que apresente melhores resultados
em relação aos já mencionados.

VI. CONCLUSÃO

Este artigo explora e propõe a utilização de uma metodolo-
gia baseada em Tolerance Near Sets para o agrupamento
de imagens. Para validar a metodologia foi estabelecido um
sistema com o propósito de geração de grupos de cores
de mangas, e com os grupos gerados, foi considerado a
classificação de novas imagens. Durante os testes foi realizado
uma análise dos grupos gerados e as classificações de no-
vas imagens com base nesses grupos. Em 116 classificação
foram obtidas 95 corretas contra 21 classificações erradas.
Dentre as imagens classificadas corretamente, o sistema foi
capaz de classificar imagens mescladas (parcialmente verde e
parcialmente vermelha) que é uma caracterı́stica importante.
Desta forma, os resultados apresentados foram considerados
significativos, permitindo ainda melhorias com a utilização de
novos descritores. Para melhorar o desempenho do sistema
na questão de número de grupos gerados, que causa um alto
custo computacional no processo de classificação, pretende-se
desenvolver ou ajustar o método considerado para junção ou
limitação do número de grupos. Esse processo deverá reduzir
o número de grupos do sistema de forma adequada, permitindo
melhoria no processo de classificação.
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