CLASSIFICAGAO AUTOMATICA EM PASTAGEM USANDO MACHINE LEARNING
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INTRODUGAO

Na regido Amazodnica, como em certos paises, a produgdo agropecuaria apresenta um grande impacto
econbmico (HOMMA, 2017). Varios recursos financeiros e operacionais sao, por consequéncia,
implementados para assegurar a qualidade da produgéo e enfrentar degradacdes de cultivos (PICON et al.,
2019). Uns dos principais fatores de degradacdes que levam importante parte da producdo forrageiras, séo
ataque de insetos-pragas (DIAS-FILHO, 2011).

Em 2015, no municipio de Alto Alegre no estado de Roraima, ocorreu o ataque de percevejos de género
Blissus pulchellus, o que degradou as pastagens de varios produtores, causando prejuizos econdmicos. A
aparicao do inseto B. pulchellus foi o primeiro e o Unico ainda relatado no Brasil (TEIXEIRA, 2016; DA SILVA,
2019). Esse fato despertou o interesse de 6rgédo de pesquisas, nas medidas preventivas contra a proliferagao
do inseto pelo resto da pais.

Um dos passos dessas medidas é a identificacdo dos insetos, uma tarefa complexa devido a escassez de
taxonomistas especializados na regido Norte do Brasil. Entretanto, recentes avancos em areas como
aprendizagem de maquina, possibilitam ferramentas de identificagéo baseadas em imagens digitais, tendo a
acuracia assertiva maior que um especialista (VALAN et al., 2019).

Dessa forma, esse trabalho propde a avaliagéo de métodos de aprendizagem de maquina na classificagao de
insetos causadores de degradacéo das pastagens no estado de Roraima.

MATERIAL E METODOS

A pesquisa envolveu dois insetos considerados pragas de pastagem no estado de Roraima, séo eles: Blissus
pulchellus e a cigarrinha das pastagens. Por falta de dados suficiente para iniciar a pesquisa, coletou-se
primeiramente, os dados no formato de imagens, usando duas cdmeras € uma lupa eletrénica Leica EZ 4W
(Figura 1c). A primeira camera foi uma magquina profissional de Modelo CANON EOS REBEL TS, e a segunda
um celular SAMSUNG de marca SM-G610M. Sendo um ambiente de experimento controlado, foi construida
uma caixa de forma cubica (50x50x50 cm) (Figura 1a) na qual é colocado pelo fundo da caixa uma lampada
Led Painel Pop (40x40x4 cm) de 30W de luminosidade difusa 82 Lm/\W e na tampa da caixa, 4 lampadas
Spot Led 12W de tamanho (17x17x3.6 cm) de luminosidade difusa de 75 Lm/W, todas de cor branca (Figura
1b).

As imagens foram tiradas com um fundo na cor magenta primaria (#£C008C) em todo o interior da caixa
(Figura 1b).

Em seguinte, na etapa de pré-processamento, usando o software Photoshop, iniciou-se o corte e recorte de
todas as imagens. Focando nos insetos, aplicou-se as seguintes propriedades nas imagens tiradas da
céamera e do celular: temperatura: 4550, colorir: -2, exposigdo +0,40, vibragdo +25 e Saturacdo -100. Foi
apenas aplicada nas imagens tiradas da lupa de fundo magenta a Saturacdo -100.

Logo, depois do pré-processamento, realizou-se a segmentagdo para remover o fundo das imagens, em
seguida a conversdo ao tom cinza para a remog&o de ruidos. Foi usado nesta etapa, a operagéo logica
binaria AND (&) junto as fun¢des de erosdo e de dilatagio da Biblioteca OpenCV para uma suavizagéo linear.
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Passou-se a extragdo das caracteristicas de cor, da textura e de forma, usando as bibliotecas OpenCV e
MOHATAS que possua os algoritmos: HU MOMENTS para extrair as formas, HARALICK TEXTURE para as
Texturas e COLOR HISTOGRAM para a Cor.

@) (b) (©)

Figura 1: Caixa Cubica projetado e Lupa eletrénica

A classificacdo abordada na pesquisa, diz respeito aos algoritmos K-nearest neighbors algorithm — KNN
Support Vector Clustering —SVC, RDFC (Random Forest Classificagdo) e o XGBoost (BEN-HUR, 2008;
BREIMAN; LAST; RICE, 2003; CHEN; GUESTRIN, 2016; SCHOLKOPF et al., 2000; SOUCY; MINEAU, 2001).
Os dados coletados foram separados em trés categorias: dados de Treinamento, de Teste e de Validagao. Os
dados de Treinamento e de Teste, processados da mesma forma, entraram respectivamente no treinamento
dos algoritmos e na avaliacdo da aprendizagem destes ultimos. Os dados de Validagio, se referindo a um
caso geral e qualquer de imagens de insetos, ndo entraram no treinamento dos algoritmos. Assim, servindo
para avaliar com que precisdo os algoritmos treinados podem classificar ou se adequar aos dados
desconhecidos. Para os dados de Validagédo, a metodologia previu trés maneiras diferentes de chegada de
dados por usuario, sdo elas: 1) imagens sem pré-processamento obtida diretamente da Lupa, 2) imagens
anteriores segmentadas no intuito de diminuir os custos de processamento e focar no alvo, 3) imagens da
categoria 2 usando as mesmas caracteristicas de pré-processamento conforme aos dados de Treinamento e
de Teste.

RESULTADOS E DISCUSSAO

Os dados de Teste na avaliacdo da aprendizagem apresentaram as seguintes acuracias: 67.61%, 70.95%,
89.20%, 91.77% para os respectivos algoritmos de SVC, KNN, RDFC, XGBoost (Tabelas: 1, 2, 3 e 4).
Avaliando o desempenho de cada algoritmo a respeito das imagens de insetos observamos que com o B.
pulchellus ficou com uma precisdo de 0.76 e um recall de 0.82, e a cigarrinha com uma preciséo de 0.58 e um
recall de 0.50 para o KNN (Tabela 1). No SVC, obteve-se, respectivamente, uma preciséo e recall de: 0.68 e
0.98 para o B. pulchellus € 0.69 e 0.07 para a Cigarrinha (Tabela 2). No RDFC, houve uma melhoria de 0.92 e
0.92 para a precisé&o e recall no Blissus, 0.84 e 0.83 para a Cigarrinha (Tabela 3). Os resultados com o
algoritmo XGBoost foram superiores com uma precisao e recall de: 0.93 e 0.95 no Blissus, € no 0.90 € 0.85
na Cigarrinha (Tabela 4).
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KNN RDFC

Acuracia: 70.95% Acuracia: 89.20%
Precision Recall | Num Precision Recall Num
B. pul 0.79 0.82 258 B. pul 0.92 0.92 258
Ciga 0.58 0.50 131 Ciga 0.84 0.83 131
Tabela 1: Resultados-Dados de Teste com KNN. Tabela 2: Resultado-Dados de Teste com RDFC.
sVCe XGBoost
Acuracia: 67.61% Acuracia: 91.77%
Precision | Recall Num Precision # Recall Num
B. pul 0.68 0.98 258 B. pul 0.93 0.95 258
Ciga 0.69 0.07 131 Ciga 0.90 0.85 131
Tabela 3: Resultados-Dados de Teste com SVC. Tabela 4: Resultado-Dados de Teste com XGBoost.

Assim, essas medidas apontam o XGBoost como o melhor classificador nestas tarefas, logo depois o RDFC e
o KNN, pela alta pontuagéo dos indices de precisdo e de recall o que significa, respetivamente, o quanto um
algoritmo prever como certa a sua predigéo e o quanto, realmente, essa predi¢cdo € verdadeira. No caso de
SVC e do KNN os algoritmos conseguiram bem aprender um pouco acima da meédia, as caracteristicas do B.
pulchellus, medianamente as caracteristicas da cigarrinha no KNN e pouco da caracteristica da cigarrinha no
SVC (precisado: 0.69 e recall: 0.07). Isso leva a descartar o SVC e considerar como aceitavel nesta tarefa o
KNN.

Os resultados obtidos com a validagao do reconhecimento dos insetos utilizando o algoritmo KNN mostraram
que sem segmentagdo houve uma acuracia de 76 % com uma precisao de 0.94 (proporgao preditiva positiva)
e um recall de 0.7 (proporgéo de resultados reais positivo) para o B. puichellus. No que diz respeito a
cigarrinha, os resultados foram, respectivamente, de 0.10 e 0.32 de precisdo e recall (Tabela 5).

Utilizando a segmentagéo das imagens de validagéo, a acuracia obtida foi de 79,67%, com uma precisdo de
0.89 e recall 0.88 para o Blissus e com a cigarrinha, uma precisao de 0.24 e um recall 0.25 (Tabela 5).

Quando foram usadas a saturacdo com as imagens segmentadas a acuracia caiu para 60,88 % tendo com
uma precisdo e recall para o Blissus os seguintes valores: 0.91 e 0.61. Com a cigarrinha a precisdo foi de
0.10 e o recall 0.53 (Tabela 5).

SEM SEGMENTACAO COM SEGMENTACAO SATURADA E
SEGMENTADA
Acuracia: 76,06% Acuracia: 79,67% Acuracia: 60,83%
Precision Recall Num Precision Recall Num Precision Recall Num
B. pul 0.94 0.79 @ 265 0.89 0.88 @ 265 0.94 0.61 200
Ciga 0.10 0.32 19 0.24 0.25 40 0.10 0.53 17

Tabela 5: Resultados das trés maneiras diferentes de validagdo do algoritmo KNN no reconhecimento dos
insetos Blissus pulchellus e cigarrinha das pastagens.

Destes resultados, observa-se que, apesar das acuracias serem acima da média, o KNN nédo teve um bom
desempenho com os dados de imagem saturadas e segmentadas nem com as imagens sem segmentacgéo.
Isso constata-se nas observacgdes dos valores fracos da preciséo e do recall. As imagens com segmentagao
no KNN apresentaram precisdo e recall altos para o B. pulchellus, o que significa que o algoritmo conseguiu
realmente reconhecer o inseto, e, com a cigarrinha, apesar da precisdo estar bem proxima ao recall, os dois
valores sdo fracos. Assim, pode-se dizer que o0 KNN ndo conseguiu identificar toda a categoria de cigarrinhas.

Quando se utilizou o algoritmo SVC, obteve-se as seguintes acuracias, 93%, 86,89%, 92,17%,
respectivamente, para os dados de Validagdo sem segmentagdo, com segmentacdo e com imagens
saturadas e segmentadas (Tabela 6). Com as imagens do Blissus, obteve-se uma precisdo de 0.93 e um
recall de 1.00 para imagens sem segmentacdo, em seguida, uma preciséo de 0.87 e um recall de 1.00 para
imagens segmentadas, e obteve-se finalmente, uma precisdo de 0.92 e um recall de 1.00 nas imagens
saturadas e segmentadas (Tabela 6). Esses resultados apontam uma grande precisdo do algoritmo SVC no
reconhecimento do B. pulchellus. No que diz respeito a precisdo e ao recall das imagens de validacdo da
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cigarrinha, o valor 0.00 foi obtido em todas tentativas (Tabela 6). De fato, o algoritmo SVC nao consegue
reconhecer as imagens de Validagdo da cigarrinha.

SEM SEGMENTAGCAO COM SEGMENTACAO SATURADA E
SEGMENTADA
Acuracia: 93,31% Acuracia: 86,89% Acuracia: 67,61%
Precision Recall Num Precision Recall Num Precision Recall Num
B. pul 0.93 1.00 @ 265 0.87 1.00 | 265 0.92 1.00 200
Ciga 0.00 0.00 19 0.00 0.00 40 0.00 0.00 17

Tabela 6: Resultados das trés maneiras diferentes de validagdo do algoritmo SVC no reconhecimento dos
insetos Blissus pulchellus e cigarrinha das pastagens

A classificagdo das imagens com o algoritmo RDFC deram como acuricias os valores 7.75%, 85,57% e
25.81% para, respectivamente, os dados de validacdo sem segmentacgéo, com segmentagéo e com saturagéo
e segmentacdo (Tabela 7). Isso aponta que o algoritmo RDFC reconhece os dados de Validagdo com
segmentacdo. Olhando de perto os indices de desempenho, com os dados de validagdo sem segmentagéo a
precisao e o recall ficaram, respectivamente, com os valores de 0.80 e 0.02 para o Blissus, e de 0.06 e 0.95
para a cigarrinha (Tabela 7). Note-se assim, que o algoritmo reconheceu pouco as caracteristicas do B.
pulchellus e ficou muito tendencioso com as caracteristicas da cigarrinha. Nos dados de Validacdo com
segmentaco, a precisdo e o recall ficaram, respectivamente, com os valores de 0.87 e 0.97 para o Blissus, e
de 0.30 e 0.07 para a cigarrinha (Tabela 7). Isto significa que o algoritmo consegue reconhecer as imagens do
B. pulchellus quando for segmentada e ndo consegue reconhecer as da cigarrinha. Quanto as imagens
saturadas e segmentadas, a precisdo deu 1.00 e o recall 0.20 para o Blissus e para a cigarrinha, a precisdo e
o recall deram 0.10 e 1.00 (Tabela 7). Assim, observe-se, também, uma orienta¢do tendenciosa a prever os
insetos do B. pulchellus desta base de validagdo como cigarrinha pelo RDFC.

SEM SEGMENTAGAO COM SEGMENTACAO SATURADA E
SEGMENTADA
Acuracia: 7,75% Acuracia: 85,57% Acuracia: 25,81%
Precision Recall Num Precision Recall Num Precision Recall Num
B. pul 0.80 0.02 @ 265 0.87 0.97 265 1.00 0.20 200
Ciga 0.06 0.95 19 0.30 0.07 40 0.10 1.00 17

Figura 7: Resultados das trés maneiras diferentes de validacao do algoritmo RDFC no reconhecimento dos
insetos Blissus pulchellus e cigarrinha das pastagens

Com o algoritmo XGBoost, obteve-se, respectivamente, para os dados de Validagdo sem segmentacao, com
segmentacdo e com saturagdo e segmentacdo, as acuracias de 72,5%, 86,9% e 32,26% (Tabela 8). Com
essas acuracias os dados de Validagdo com segmentagao se posicionam como 0s mais reconhecidos na
tarefa de classificacdo. No B. pulchellus, obteve-se, com as imagens sem segmentacdo, uma precisdo de
0.92 e um recall de 0.78, em seguida, com as imagens com segmentacdo, uma precisdo de 0.87 e um recall
de 1.00 e, por fim, com as imagens saturadas e segmentadas, uma precisdo de 0.98 e 0.27 (Tabela 8). A
preciséo e o recall de imagens de validagdo sem segmentagdo e com segmentac¢do, apontam que o algoritmo
XGBoost se encaixe no reconhecimento do inseto. O fato de obter um recall fraco com os dados de validagéao
saturada e segmentada aponta que o algoritmo esta tendencioso a reconhecer as imagens do B. pulchellus.
Analisando os resultados da cigarrinha, verificou-se uma precisdo e um recall praticamente igual a zero, com
os dados de validagdo sem segmentacdo e com segmentacdo. Com os dados de validacdo saturada e
segmentada, obteve-se uma precisdo muito fraca (0.10) e, ao contrario, um recall alto (0.94) (Tabela 8).
Pode-se notar, entdo, que o algoritmo de XGBoost é ineficaz para o reconhecimento dos insetos destas
bases de dados.
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SEM SEGMENTAGAO COM SEGMENTAGAO SATURADAE

SEGMENTADA
Acuracia: 72,54% Acuracia: 86,89% Acuracia: 32,26%
Precision Recall Num Precision Recall Num Precision Recall Num
B. pul 0.92 0.78 265 0.87 1.00 265 0.98 0.27 200
Ciga 0.03 0.00 19 0.00 0.00 40 0.10 0.94 17

Figura 8: Resultados das trés maneiras diferentes de validacao do algoritmo XGBoost no reconhecimento de
dos insetos Blissus pulchellus e cigarrinha das pastagens.

Em geral, os dados de validag&o foram observados situacdes de overfitting (precisdo alta, recall fraca) e de
underfitting (preciséo baixa, recall alta) que s&o, simplesmente, quando o algoritmo tende a reconhecer ou
aprender muito ou pouco das caracteristicas das imagens. No que diz respeito as categorias de dados da
validacdo, pode-se concluir que as imagens apenas segmentadas apresentaram um bom resultado a respeito
de suas acuracias e também no seu desempenho, particularmente com o B. pulchellus. Em relagéo a
cigarrinha, certos algoritmos tiveram valores de desempenho bem fraco, praticamente igual a zero. Houve
caréncia de informacao que contribua na classificagdo das imagens da cigarrinha. Os algoritmos ficaram bons
na sua tarefa de identificacdo, mas para ndo ocorrer problemas de overfitting ou de underfitting alguns ajustes
podem ser feitos, como por exemplo o aumento da imagem da base de dados.

CONCLUSOES

Os resultados apontam uma viabilidade de classificacdo dos insetos-pragas B. pulchellus e Cigarrinha pelos
algoritmos de aprendizagem de maquinas com as acuracias indo de 67% para 91% com os dados de Teste.
O XGBoost e o0 RDFC se posicionaram como os melhores, tanto pela acuracia e os indices de medida do
desempenho. Ainda se apresentaram, étimos com os dados de Validagéo que ndo entraram na aprendizagem
apenas com imagem segmentadas.
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