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RESUMO - A anotacdo de bases de dados em aprendizado de maquina supervisionado,
especialmente para imagens agricolas, é um processo exaustivo. Uma estratégia promissora para
otimizar essa tarefa é a construcéo de bases de dados sintéticas. Este trabalho propde gerar dados
sintéticos a partir de dados reais usando tecnologias atuais, expandindo a base de dados. O estudo
explora técnicas avancadas de renderizacdo que utilizam imagens reais e dados de
posicionamento de camera para recriar graficamente a cena, permitindo a geracdo de novas
visualizagbes a partir de diferentes perspectivas. O primeiro método examinado é o NeRF (Neural
Radiance Fields), que se destaca por modelar cenas complexas através de redes neurais,
mapeando coordenadas 3D para radi@ncia. Esta abordagem permite a criagdo de visualizacdes
detalhadas e realistas a partir de diversas perspectivas. Outra técnica é o Gaussian Splatting, que
utiliza processos de computac@o grafica para distribuir dados da cena sobre uma grade de pixels
usando uma fun¢do gaussiana, resultando em uma representagdo suave e continua da cena, sem

depender diretamente de redes neurais ou aprendizado de maquina.
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ABSTRACT - Annotating databases in supervised machine learning, especially for agricultural
images, is an exhaustive process. A promising strategy to optimize this task is the construction of
synthetic databases. This work proposes generating synthetic data from real data using current
technologies, expanding the database. The study explores advanced rendering techniques that use
real images and camera positioning data to graphically recreate the scene, allowing the generation
of new visualizations from different perspectives. The first method examined is Nerf (Neural
Radiance Fields), which stands out for modeling complex scenes through neural networks, mapping
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3D coordinates to radiance. This approach allows the creation of detailed and realistic visualizations
from various perspectives. Another technique is Gaussian Splatting, which uses computer graphics
processes to distribute scene data over a grid of pixels using a Gaussian function, resulting in a
smooth and continuous representation of the scene, without directly relying on neural networks or

machine learning.

Keywords: Rendering, Radiation fields, Synthetic database, Gaussian Splatting, Digital agriculture,

Fruit growing.



182 Congresso Interinstitucional de Iniciacdao Cientifica - CIIC
2024

27, 28 e 29 de agosto de 2024
ISSN: 2965-2812

1. INTRODUGAO

Como discutindo em trabalho anterior (Reis et al, 2023), na area do aprendizado de
maquina supervisionado, a tarefa de anotar bases de dados é conhecida por sua extensédo e
esgotamento, especialmente quando se trata de imagens agricolas. Uma estratégia promissora
para otimizar esse processo é a construgdo de bases de dados sintéticas, jA explorada

anteriormente.

Este trabalho propde uma abordagem que permite a geragdo de dados sintéticos a partir
dos dados reais, fazendo uso de tecnologias atuais para expandir a base de dados. A pratica de
utilizacdo de dados sintéticos, misturados a dados reais ja demonstrou eficacia em contextos

semelhantes, como na detecc¢éo de pessoas e veiculos (Farzam et al., 2019).

A proposta deste estudo reside na exploracao de técnicas avancadas de renderizacdo, que
empregam imagens reais da cena e dados de posicionamento de camera para recriar graficamente
a cena, permitindo a geracao de novas visualizacdes a partir de perspectivas diversas, expandindo

assim a base de dados disponivel.

O primeiro método examinado € o NeRF (Neural Radiance Fields), uma técnica que se
destaca por sua capacidade de modelar cenas complexas através de redes neurais. O NeRF
funciona ao treinar uma rede neural para aprender uma funcéo continua que mapeia coordenadas
3D para radiancia, permitindo assim a geracdo de novas visualizacbes da cena a partir de
diferentes perspectivas. Sua abordagem baseada em inteligéncia artificial oferece uma maneira

eficiente e poderosa de recriar ambientes tridimensionais detalhados e realistas.

Por outro lado, o Gaussian Splatting € uma técnica de renderizagcdo que se baseia em
processos de computacdo grafica. Neste método, os dados da cena séo distribuidos sobre uma
grade de pixels usando uma funcdo gaussiana, resultando em uma representacdo suave e
continua da cena. Embora ndo dependa diretamente de redes neurais ou aprendizado de maquina,
0 Gaussian Splatting oferece uma abordagem robusta e eficaz para a renderizacdo de cenas

tridimensionais.

A analise comparativa desses dois métodos, baseada em pesquisas anteriores e em
treinamentos com dados da propria Embrapa, revelou que o método de Gaussian Splatting
produziu imagens de qualidade superior ao NeRF. No entanto, é importante destacar que o método

NeRF procurou representar os arredores da imagem, mesmo com pouca informacao disponivel.
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2. MATERIAL E METODOS

Visando a criacdo de cenas 3D através de campos de radiacdo, representacdo da
distribuicdo de luz em um espaco tridimensional que explica a interacdo da luz com o ambiente
foram comparadas a performance de diferentes métodos utilizando o software Nerfstudio,

programa desenvolvido para gerar ambientes 3D.

Para treinar e comparar o desempenho dos métodos de renderiza¢do, foram utilizados
dados de uma base de imagens de laranjeiras e anotagBes previamente geradas pela Embrapa
(Base de dados MOrangeT), disponivel publicamente. Especificamente, foram explorados os
modelos "nerfacto”, uma variante do Nerf (Neural Radiance Field), e "splacto”, que se baseia na

técnica de Gaussian Splatting.
2.1 Nerfacto

Métodos Nerf no geral representam cenas como campos de radiacdo neural para a criagao
de de visualizacBes. Partindo de um conjunto de imagens e das coordenadas de perspectiva da
camera, os métodos NERF permitem gerar novas visualizacdes da cena. Eles fazem isso,
mapeando um cenario 3D através do processamento de coordenadas 5D, que incluem a

localizacdo espacial e a direcdo de visualizacdo conforme a Equacéo 1.

x,y,2,0,0] - F - |RGBo| (1)

Para cada entrada o método retorna uma densidade de volume e a radiancia emitida,
guantidade de energia luminosa que passa, é emitida ou refletida de uma superficie por unidade de
area por unidade de angulo sélido por unidade de tempo (Figura 1). Dependendo da visdo naquele

ponto espacial especifico

& Ray 1 /—\ -
AL

K Ray2 /—”\‘

B-:t u

Figura 1. Representac¢do visual do mapeamento da cena a partir das 5 coordenadas

O algoritmo utiliza técnica classicas de renderizacdo de volume para projetar cores e

densidades na imagem. Como a renderiza¢cdo de volume é naturalmente diferenciavel, é
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necessario apenas um conjunto de imagens e as respectivas matrizes de camera (que contém
informac0es de translacao e rotacdo da camera em relagdo a origem da cena) conforme as

Equacbes 2 e 3.

f. s X, 2
K=|0 fy Yo
0 0 1

P=K|R|t (3)

Mais especificamente, o método Nerfacto realiza uma série de métodos para aperfeicoar o
processo de geracdo de campos de radiacdo neural. Comecando pelo refinamento de pose para
evitar resultados embacados e com perda de detalhes, a estrutura do método usa da estratégia de
retropropagacdo, método de redes neurais onde as camadas sdo acessadas de tras pra frente, a
partir do output e sua diferengca com os dados reais para otimizacdo na atribuicdo dos pesos nas

funces utilizadas na rede neural.

Apbs o refinamento de pose os dados sdo divididos por um amostrador que divide as
amostras por partes, a primeira parte é distribuida uniformemente até uma distancia especifica da
camera (por exemplo, uma distdncia de 1 unidade). Isso garante que as amostras sejam
concentradas perto da camera, proporcionando detalhes suficientes para objetos mais proximos. A
segunda parte das amostras € distribuida com tamanho de passo crescente. Isso significa que a
distancia entre as amostras aumenta a medida que se afastam da camera. Tal abordagem é (til
para capturar objetos mais distantes sem sobrecarregar a quantidade de amostras, garantindo

eficiéncia no uso dos recursos computacionais.

Novamente € realizada uma amostragem, dessa vez o amostrador de proposto consolida a
localizacdo das amostras para a as regifes da cena que mais contribuem com a renderizacao,

através de uma funcéo de densidade para a cena, aumentando sua qualidade.

Por fim os dados séo passados para um campo de densidade onde ha uma representacao

grosseira da cena que guia a amostragem conforme a Figura 2.
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Figura 2. Arquitetura do método nerfacto (Documentacao nerfacto)

2.2 Gaussian Slplating

Neste método as cenas sado renderizadas através de Gaussianas tridimensionais
caracterizadas pela média p (posi¢cdo central), opacidade o, matriz de covariancia Y e cor c,

computadas através de retropropagacéo.

Primeiro é realizado uma selecdo das informacfes fornecidas pelas imagens que serdo
utilizadas, excluindo o que esté fora do frustum da camera, a forma trapezoidal que representa a
regido visivel da cena a partir da perspectiva da camera. O que economiza recursos
computacionais, ja que as gaussianas que nao estdo visiveis na imagem final ndo precisam ser

processados.

Posteriormente é realizado o “Splatting”, etapa onde as gaussianas comecam a ser
processadas através da projecdo de gaussiana tridimensionais no espaco bidimensional das
imagens, computando a matriz de covariancia bidimensional projetada. Entdo é calculada a
distancia de cada pixel para todas as gaussianas sobrepostas ordenadas por profundidade, o que

permite a determinacao da cor final do pixel com base na cor e opacidade de cada gaussiana.

Uma forte caracteristica do Gaussian Splatting é a computacédo paralela. No processo de
renderizacdo dos pixels a imagem ¢é dividia em trechos sem sobreposi¢cdo e gaussianas que
cobrem diferentes trechos séo replicadas. Assim, ocorre uma renderizagdo paralela, onde cada
gaussiana € pareada com seu trecho de pixels.

Aprofundando mais nos mecanismos do modelo, para inicializar o modelo s&o utilizados um

conjunto inicial de pontos esparsos e entao é feita densificagéo e sele¢do com esses pontos.

A densificacdo dos pontos é crucial para melhorar a qualidade da reconstru¢do da cena,
pois ajusta a densidade das gaussianas para capturar melhor os detalhes da cena. Durante este
processo, o algoritmo identifica areas na cena onde estédo faltando detalhes ou onde as gaussianas
estdo muito espalhadas para representar adequadamente a geometria da cena. Sao realizadas
clonagens e/ou divisbes das gaussianas para alcangar uma distribuicdo 6tima na cena, com o

objetivo de que cada detalhe importante seja adequadamente capturado e representado.

Posteriormente é feita a selecdo dos pontos, que é essencial para remover gaussianas
redundantes e garantir que o modelo permaneca preciso e eficaz na representacéo da cena. O que
é feito através do descarte de gaussianas transparentes ou excessivamente grandes, além do
controle da densidade das gaussianas que estiverem proximas as posicbes das cameras.

Proporcionando uma representacéo mais eficiente da cena.
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Para o ajuste dos parametros que caracterizam as gaussianas tridimensionais é realizada
uma otimizacao. Essencialmente, a otimizag¢&o visa ajustar os parametros das gaussianas para que
a renderizacdo resultante se aproxime o maximo possivel da imagem real, e isso é alcancado
otimizando os parametros através de uma funcao de perda e garantindo que os gradientes sejam

calculados de forma eficiente para evitar custos computacionais desnecessarios.

Todas essas etapas resultam no funcionamento do Gaussian Splatting conforme a Figura 3
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Figura 3. Arquitetura do Gaussian Splatting (Kerbl, et al. 2023)

3. RESULTADOS E DISCUSSAO

Buscando entender o melhor método para renderizacdo do cenério utilizado para o
treinamento de redes neurais convolucionais de deteccédo de frutos, foram comparados resultados

de pesquisas e de treinamentos realizados com dados préprios, através do NerfStudio.

A avaliacdo da performance do Gaussian Splatting, testada em diferentes cenarios
renderizados em tempo real (Kerbl, et al. 2023), foi dividida em indice de medida da similaridade

estrutural (SSIM), relacao sinal-ruido (PSNR) e frames por segundo (FPS), conforme a Figura 4
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Figura 4. Performance do método Gaussian Splatting com 7 mil iteragbes (Ours7K) e 30 mil iteracbes

(Ours30K) Comparado a outros métodos.
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E possivel ver como o método no geral performa melhores que outros, incluindo um tipo de
metodologia Nerf “MipNeRF360”, contudo ndo ha comparacdo com o “nerfacto” (método que ainda nao
possui publicagéo).

Utilizando base de dados propria, coletada anteriormente foram treinados os métodos explorados
nesse trabalho para entender suas diferencas e buscar o melhor resultado, conforme mostrado nas
Figuras 5 e 6, que exibem imagens da cena gerada no treinamento do Nerfacto, e nas Figuras 7 e

8, que mostram imagens da cena gerada no treinamento do Gaussian Splatting.

Figuras 7 e 8. Imagens da cena gerada no treinamento do Gaussian Splatting

Conforme esperado pela avalicdo feita com o Gaussian Splatting (Kerbl, et al. 2023), as
imagens geradas apresentaram maior nitidez e menos ruido do que as produzidas pelo “nerfacto”.
No entanto, o método de Gaussian Splatting ndo conseguiu gerar informacg6es detalhadas sobre os

arredores dos objetos.

Nas Figuras 5 e 6, observamos que o método Nerfacto tenta gerar a cena como um todo,
expandindo seus arredores, embora com menor nitidez. J& nas Figuras 7 e 8, a resolugéo € maior,
mas a cena é reduzida. Essa diferenca é resultado da poda realizada pelo método Gaussian

Splatting, visando reduzir o custo computacional e gerar apenas regides com informacao suficiente.
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4. CONCLUSAO

Este estudo propde uma abordagem inovadora para otimizar o processo de renderizacdo de
cenas utilizadas no treinamento de redes neurais convolucionais para deteccdo de frutos.
Exploramos duas técnicas avancadas de renderizagdo, o Nerf (Neural Radiance Fields) e o
Gaussian Splatting, com o objetivo de expandir a base de dados disponivel e aprimorar os

resultados de deteccdo de objetos em imagens agricolas.

Ao comparar a performance do Gaussian Splatting com outros métodos, observamos que
ele se destaca em relagéo a nitidez e a reducéo de ruido, porém, ndo conseguiu gerar informacdes
detalhadas sobre os arredores dos objetos. Por outro lado, o método Nerf tenta representar a cena

como um todo, expandindo seus arredores, mas com menor nitidez.

Os resultados obtidos demonstram a viabilidade e a eficacia das técnicas de renderizacao
estudadas para a geracao de dados sintéticos a partir de dados reais, contribuindo para otimizar o

processo de anotacao de bases de dados em contextos agricolas.
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