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RESUMO
Na agricultura digital, a detecção de frutos por imagem é uma forma automática e não destrutiva para monitoramento 
de culturas. Ao se realizar uma varredura por imagem dos pomares, é possível caracterizar sua variabilidade 
espacial, fornecendo dados para uma gestão agrícola adequada segundo os preceitos da agricultura de precisão. 
Nos últimos anos, as redes neurais se estabeleceram como uma técnica eficaz para uso em campo, ambiente 
não controlado no qual aplicações de visão artificial eram impraticáveis. Neste breve tutorial, abordamos os 
principais passos envolvidos no treinamento de redes neurais artificiais para detecção de frutos, com exemplos 
em pomicultura e viticultura com código disponível, facilmente extensíveis a outras culturas.
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ABSTRACT
In the realm of digital agriculture, fruit detection by image analysis has emerged as an automated and non-destructive 
approach to crop monitoring. The use of image scanning techniques in orchards, allows the characterization of 
spatial variability, providing valuable data for implementing appropriate agricultural management practices 
aligned with the principles of precision agriculture. Recently, neural networks have established themselves as 
an effective technique for field applications, where uncontrolled environments previously rendered traditional 
computer vision applications impractical. This concise tutorial delves into the key steps involved in training 
artificial neural networks for fruit detection, providing illustrative examples in apple production and viticulture 
accompanied by readily accessible code, which can be easily extended to other crops.
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1 INTRODUÇÃO
A detecção de frutos e espigas em imagens é um componente importante em diversas aplicações agrí-

colas, como previsão de safra (Nuske et al., 2014; Olenskyj et al., 2022), melhoramento genético de culti-
vares (Jiang; Li, 2020) e colheita automatizada (Silwal et al., 2017; Williams et al., 2020). Com o advento 
de sistemas de aprendizado de máquina baseados em redes neurais convolutivas, capazes de realizar detec-
ção de objetos em imagens naturais de forma acurada, a detecção de frutos e outras estruturas de plantas 
em campo se tornou viável e largamente acessível (Figura 1). Proposta em 2015 como uma das primeiras 
redes neurais capazes de detectar objetos com alta precisão, a arquitetura Faster R-CNN (Ren et al., 2015) 
foi rapidamente adotada na detecção de frutos, em 2016 (Sa et al., 2016; Stein et al., 2016), para pimen-
tões, melões, morangos e mangas. O mesmo ocorreu com a arquitetura YOLO e suas variações (Redmon; 
Farhadi, 2017), largamente empregada na detecção de frutos como maçãs (Tian et al., 2019), laranjas 
(Mirhaji et al., 2021) e uvas (Santos et al., 2020). Diversas outras arquiteturas vêm sendo empregadas na 
detecção de frutos na agricultura ao longo dos anos, apesar de uma aparente hegemonia das arquitetu-
ras Faster R-CNN, YOLO (e derivados) e Mask R-CNN (He et al., 2017).
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mentos, mas ainda com foco em exemplos práticos de 
código, podem encontrar em Chollet (2021) um ma-
terial mais adequado. Já os leitores interessados em 
uma introdução teórica e matemática detalhada po-
derão encontrá-la em Bengio et al. (2017).

2 VISÃO GERAL DO FLUXO DE TRABALHO
O método empregado neste tutorial pertence à área 

do aprendizado de máquina supervisionado. No apren-
dizado de máquina, ao invés de desenvolvermos um 
programa explicitamente codificado para uma deter-
minada tarefa, desenvolvemos um modelo. Tal modelo 
é um programa indiretamente desenvolvido por um 
processo de treinamento, no qual são apresentados os 
dados de entrada e os resultados esperados. Um al-
goritmo de treinamento é empregado para ajustar o 
modelo, aproximando os resultados produzidos dos 
resultados esperados. Os resultados produzidos pe-
lo modelo são chamados usualmente de predições, en-
quanto que os resultados esperados são chamados 
de ground-truth4. O aprendizado é dito supervisiona-
do pela disponibilidade do ground-truth, utilizado no 
ajuste do modelo.

Os modelos apresentam certa estrutura que, na 
maioria dos sistemas de aprendizado, não se altera 
nem no treinamento, nem na implantação. No caso 
de redes neurais, a estrutura é chamada de arquitetu-
ra e define como vários módulos de processamento 
transmitem dados de uns para os outros. Esses mó-
dulos possuem parâmetros que são ajustados duran-
te o processo de treinamento, buscando aproximar 
as predições do ground-truth. O algoritmo emprega-
do no treinamento de redes neurais é chamado de 
backpropagation: ele utiliza o erro entre a predição e 
o ground-truth para, de trás para frente, ir ajustando 
os parâmetros do modelo, desde os últimos módu-
los de processamento até os módulos iniciais. O mo-
delo é então uma arquitetura combinada a um con-
junto de parâmetros. Uma mesma arquitetura pode, 
com um certo conjunto de parâmetros, realizar pre-
dições da localização de maçãs em pomares e, com 
um conjunto diferente de parâmetros, produzir pre-
dições para a detecção de cachos de uva em imagens 
de videiras. Conjuntos diferentes de parâmetros po-
dem ser obtidos pelo mesmo processo de treinamen-
to, utilizando conjuntos de dados diferentes: uma ba-
se de dados para maçãs ou uma base de dados com 
cachos de uva (Figura 1).

4	 Embora possa ser traduzido por verdade de campo, o termo 
ground-truth é mais utilizado na comunidade técnica.

Outrora restritas a grupos de pesquisa especiali-
zados em visão computacional, atualmente as redes 
neurais convolutivas são de fácil utilização, tanto em 
seu treinamento (sua adaptação ao objeto de interes-
se pretendido) como em sua implantação, mesmo em 
sistemas embarcáveis. Arquiteturas para detecção de 
objetos encontram-se disponíveis em bibliotecas de 
software para redes neurais como Keras, PyTorch e 
MXNet e também em bibliotecas especializadas em 
visão computacional como OpenCV, OpenMMLab e 
GluonCV1. Porém, mesmo com seu uso facilitado em 
bibliotecas modernas, alguns princípios devem ser 
bem entendidos pelo público interessado em aplicar 
tais ferramentas.

Este tutorial se destina a pesquisadores, estudan-
tes, fabricantes de máquinas e desenvolvedores em 
Agtechs interessados em ferramentas baseadas em 
imagem capazes de detectar frutos, espigas, flores, 
folhas ou outras estruturas de interesse em campo, 
casas de vegetação, estufas ou laboratórios, carac-
terizando assim a variabilidade espacial encontra-
da na cultura. Exemplos de código e documentação 
que acompanham este tutorial estão disponíveis em 
um repositório público2 e devem ser acompanha-
dos conjuntamente a este texto. Duas bases de da-
dos públicas para detecção de frutos serão utilizadas 
neste tutorial, a WGISD (Santos et al., 2020), produ-
zida para a viticultura na Embrapa, e a MinneApple 
(Häni et al., 2020), produzida para a pomicultura na 
Universidade de Minnesota, EUA. Os exemplos no 
tutorial empregam a MMDetection3, biblioteca para 
detecção de objetos implementada em PyTorch. Na 
data de redação deste tutorial (setembro de 2022), a 
MMDetection apresentava implementações para as 
principais arquiteturas neurais em detecção de obje-
tos. Seu uso se baseia em arquivos de configuração que 
definem a origem dos dados, a arquitetura utilizada e 
o processo de treinamento, bem como todos os parâ-
metros envolvidos. Trata-se de uma metodologia or-
ganizada para gerir o fluxo de trabalho necessário ao 
desenvolvimento de modelos baseados em redes neu-
rais para detecção.

Este tutorial não visa ser uma introdução ao deep 
learning (aprendizado de representações por redes 
neurais), sobretudo devido às limitações de espaço. 
Os leitores interessados em uma introdução ao deep 
learning com a devida apresentação de seus funda-

1	 Keras, keras.io; PyTorch, pytorch.org; MXNet, mxnet.apache.
org; OpenCV, opencv.org; OpenMMLab, openmmlab.com; e 
GluonCV, cv.gluon.ai.

2	  tutfrutdet, github.com/thsant/tutfrutdet.
3	  MMDetection, mmdetection.readthedocs.io.
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Especialistas em redes neurais vêm propondo dife-
rentes arquiteturas ao longo dos anos, buscando resol-
ver os mais variados problemas em inteligência artifi-
cial no geral e em visão computacional em particular. 
Arquiteturas que têm maior repercussão acabam sen-
do incorporadas a bibliotecas de software, como a 
MMDetection. Inovações no processo de treinamento 
(variações do algoritmo de backpropagation) também 
são incorporadas às bibliotecas. Dessa forma, aqueles 
que desejam utilizar um detector de objetos em seus 
problemas específicos não precisam necessariamente 
desenvolver sua própria arquitetura de redes neurais, 
mas conduzir um processo de treinamento a partir de 
um conjunto de dados apropriadamente anotado, is-
to é, dados de entrada acompanhados do ground-tru-
th que representa os resultados esperados.

No processo de treinamento, a base de dados, for-
mada pelos dados de entrada (imagens no caso) e pe-
lo ground-truth (a localização dos frutos), é forneci-
da ao processo de treinamento em lotes (batches). Isto 
se deve a limitações computacionais: na maior par-
te dos casos é inviável carregar a base de dados intei-
ra na memória do sistema e obter todas as predições 
para os parâmetros correntes antes de ajustá-los. O 
treinamento é então realizado em lotes, com ajustes 
de parâmetros pelo algoritmo de backpropagation ao 
final do processamento de cada lote. Quando o pro-
cesso de treinamento finaliza todos os lotes, dizemos 
que ele completou uma época. Para obter boas predi-
ções, o processo de treinamento pode levar dezenas 
ou centenas de épocas. O progresso do processo é me-
dido pela diminuição do erro, isto é, a diferença acu-
mulada entre as predições e o ground-truth. Quanto 
menor o erro, mais próximas as predições do mode-
lo estão dos resultados esperados.

Arquiteturas modernas de redes neurais apresentam 
milhões de parâmetros. Ajustá-los é um processo com-
putacionalmente custoso, especialmente para proces-
sadores de propósito geral como CPUs. Hardware es-
pecialmente construído para computação distribuída, 

como GPUs, conseguem realizar os processos de predi-
ção e backpropagation de forma mais eficiente. Assim, 
o treinamento de modelos com redes neurais profun-
das é realizado utilizando-se esse tipo de processador. 
Quando um modelo já treinado é utilizado para reali-
zar predições, dizemos que está sendo utilizado para 
inferência. Embora a inferência também seja realizada 
mais rapidamente em GPUs, dependendo da aplicação 
o tempo gasto por CPUs em inferência pode ser aceitá-
vel, o que aumenta o número de dispositivos nos quais 
o modelo pode ser disponibilizado. O conteúdo deste 
tutorial pode ser replicado tanto em CPUs quanto em 
GPUs, mas recomenda-se fortemente o uso de GPUs, 
quando possível, no processo de treinamento.

Este tutorial apresentará um fluxo de trabalho com-
pleto para detecção de frutos em imagens, incluindo:

	 criação de uma base de dados anotada – como 
produzir bases de dados de imagens e anotações 
para detecção de frutos, que ferramentas podem 
ser utilizadas na anotação e como essas anotações 
são armazenadas em arquivos;

	 carga de lotes – como realizar a leitura da base de 
dados de modo a produzir os lotes necessários ao 
treinamento da rede e como utilizar ferramentas 
de aumentação de dados de modo melhorar a ge-
neralização da detecção e promover a invariância 
a condições vistas em situações de campo;

	 configuração de uma arquitetura de rede neu-
ral – como utilizar arquiteturas disponíveis, adap-
tando-as ao problema de detecção de frutos;

	 treinamento – como efetuar o treinamento e mo-
nitorar seu progresso, além de selecionar e arma-
zenar os melhores parâmetros encontrados para o 
modelo; e

	 avaliação e inferência – como avaliar o desempe-
nho do modelo e utilizá-lo na inferência, ou seja, 
na detecção de frutos em outras imagens.

Figura 1. Duas variações do problema de detecção de frutos (aqui, cachos de uva): (i) detecção de frutos (localização dos frutos por cai-
xas delimitadoras retangulares); e (ii) segmentação de instâncias, a variação mais desafiadora, que consiste na detecção e na atribui-
ção dos píxeis pertencentes a cada fruto. Cada cor representa um objeto/instância diferente. Figura adaptada de Santos et al. (2020).
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3 BASE DE DADOS E ANOTAÇÃO
As imagens devem ser obtidas nas condições mais 

próximas possíveis da condição final de operação. 
Isso inclui: (i) as cultivares de interesse, por exem-
plo, Fuji e Gala na pomicultura ou Syrah e Cabernet 
Sauvignon na viticultura; (ii) as condições de ilumi-
nação na operação: nublado e ensolarado, manhã e 
tarde, noite com iluminação artificial; (iii) as carac-
terísticas dos sistemas de imageamento: modelos de 
câmeras, resolução de imagem e a posição da câme-
ra em relação aos frutos. A ideia central é que a base 
de dados reflita a diversidade encontrada no ambien-
te de operação: bases que apresentam uma distribui-
ção similar a da condição de operação produzem mo-
delos superiores.

Quantas imagens são necessárias? Vários frutos 
podem ser observados em uma única imagem, de 
forma que cada imagem pode apresentar dezenas de 
exemplos dos padrões visuais assumidos pelos frutos 
(Figura 1). Dessa forma, poucas centenas de imagens 
podem ser suficientes para produzir detectores acu-
rados. Além disso, as técnicas de aumentação que ve-
remos a seguir permitem que mais variabilidade seja 
disponibilizada ao treinamento para a mesma ba-
se de dados, aumentando a diversidade de exemplos 
fornecidos à rede durante o treinamento. Contudo, o 
tamanho da base depende da necessidade de exem-
plificar as diversas situações às quais o sistema será 
exposto: quanto maior a variabilidade de condições, 
maior a necessidade de imagens. Como referência, a 
WGISD apresenta 4.431 cachos de uva em 300 ima-
gens, enquanto que a MinneApple apresenta mais de 
40 mil frutos em mil imagens.

Selecionadas as imagens, procede-se para o pro-
cesso de anotação. Na detecção de objetos, há tradi-
cionalmente dois tipos de anotações empregadas. As 
caixas delimitadoras (bounding boxes) são anotações 
retangulares que se ajustam a cada fruto, como vis-
to na Figura 1 (centro). Para cada fruto, basta o regis-
tro das extremidades da caixa retangular, geralmente 
as coordenadas do canto superior esquerdo e do can-
to inferior direito do retângulo que melhor se ajusta 
ao fruto (Figura 2). Esse tipo de anotação, com o uso 
de ferramenta adequada, é realizado de forma rápi-
da: dezenas de frutos podem ser anotados em poucos 
minutos. A principal desvantagem é que na área re-
tangular não há o registro de quais píxeis fazem par-
te do fruto, informação que pode ser de interesse em 
determinadas aplicações. Já as máscaras (Figura 1, à 
direita), identificam quais píxeis da imagem perten-
cem aos frutos, mas têm a desvantagem de serem mais 
demoradas e trabalhosas de serem anotadas. Diversas 
ferramentas para anotação estão disponíveis, tan-

to na forma de aplicações desktop quanto aplicações 
web. Diversas são disponibilizadas com código aber-
to, como VIA (VGG Image Anotator), CVAT (Figura 2), 
Diffgram e LabelImg.5 Algumas ferramentas (como 
CVAT e Diffgram, por exemplo) permitem que a ta-
refa de anotação seja compartilhada por um time de 
múltiplos anotadores. Há também ferramentas de 
anotação oferecidas comercialmente, geralmente na 
forma de aplicações web.

Essas ferramentas são capazes de exportar as ano-
tações para diversos formatos de arquivo. No caso da 
detecção de objetos, um formato6 popular é o adota-
do na Common Objects in Context (COCO) (Lin et al., 
2014), uma base de dados criada para pesquisa e de-
senvolvimento em detecção de objetos, composta por 
mais de 200.000 imagens com objetos em 80 cate-
gorias diferentes. Nesse formato, as anotações são re-
presentadas na forma de arquivos do tipo JSON, um 
formato de arquivo textual estruturado largamente 
utilizado em diversas aplicações. Dada a importân-
cia da MSCOCO, a maioria das bibliotecas de softwa-
re voltadas a redes neurais fornecem utilitários para 
leitura e carga de dados nesse formato. Outra vanta-
gem é que diversas ferramentas de anotação são ca-
pazes de importar dados desse formato, o que pode 
ser especialmente útil na hora de editar e revisar ba-
ses previamente anotadas.

Exemplo: base de dados anotada. No repositório de código, ve-
ja wgisd/README.md e minneapple/README.md.

4 AUMENTAÇÕES
A aumentação é o processo de produzir mais dados 

de treinamento artificialmente, aplicando transfor-
mações aleatorizadas em imagens existentes na ba-
se de treinamento, aproveitando suas anotações. Tais 
transformações são operações de processamento de 
imagens que produzem imagens de aparência similar 
e possíves alterações do objeto em estudo. É impor-
tante que tais transformações produzam imagens que 
sejam plausíveis, similares àquelas que poderiam ser 
encontradas na operação normal: por exemplo, ima-
gens levemente borradas são similares às produzidas 
por lentes ligeiramente fora do foco, enquanto ima-
gens clareadas remetem a imagens obtidas em am-

5	  VIA, www.robots.ox.ac.uk/~vgg/software/via; CVAT, www.
cvat.ai; Diffgram, diffgram.com; e LabelImg, github.com/he-
artexlabs/labelImg.

6	  Common Objects in Context, formato cocodataset.org/#format-
-results.
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biente mais iluminado ou com maior exposição da câ-
mera. No caso de frutos, transformações podem ser 
aplicadas para remeter a diferentes condições de ilu-
minação, como diferenças de horário, tempo nubla-
do ou efeitos causados por reflexos solares e umidade. 
As imagens também podem ser espelhadas horizon-
talmente. O princípio a ser seguido é o da invariân-
cia a transformações: se o modelo pode encontrar um 
fruto na imagem original, ele também deve ser ca-
paz de encontrar o mesmo fruto na imagem trans-
formada. Se maçãs são detectadas em uma imagem, 
o modelo deve ser capaz de fazer o mesmo em uma 
versão espelhada da imagem, por exemplo. Existem 
bibliotecas de software especialmente dedicadas à au-
mentação, como Albumentations7 e imgaug8 – gale-
rias de imagens exibindo exemplos das várias trans-
formações disponíveis encontram-se disponíveis na 
documentação dessas bibliotecas. Todas as transfor-
mações disponíveis na Albumentations podem ser di-
retamente utilizadas nos pipelines de detecção de ob-
jetos da MMDetection.

7	  Albumentations, albumentations.ai.
8	  Imgaug, imgaug.readthedocs.io.

Exemplo: carga de lotes. No repositório de código, veja wgisd/
wgisd.py.

5 ARQUITETURAS
As arquiteturas para detecção de objetos costumam 

ter três conjuntos de módulos componentes, chama-
dos de backbone, neck e head (espinha dorsal, pescoço 
e cabeça, em tradução livre). Backbones, baseados em 
redes convolutivas, são essencialmente bancos de fil-
tros que aplicam transformações9 às imagens de en-
trada. O primeiro módulo aplica transformações dire-
tamente nos píxeis da imagem, enquanto os módulos 
seguintes aplicam novos bancos de filtros aos resulta-
dos produzidos pelos módulos anteriores. A intuição 
é que essas transformações combinem informações e 
ressaltem as características mais importantes para o 
problema de detecção, por exemplo, salientando ele-
mentos que compõem os objetos a serem detectados. 
As redes convolutivas realizam a composição das ca-
racterísticas, de forma que os módulos finais estão 

9	  Não confundir com as transformações realizadas pelo proces-
so de aumentação durante o treinamento das redes.

Figura 2. Exemplo de ferramenta de anotação: CVAT. Cachos de uva estão sendo anotados com caixas delimitadoras (bounding boxes).
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combinando características mais simples aprendidas 
nos módulos anteriores. Nos exemplos no repositório, 
há dois backbones em uso: ResNet-50 (He et al., 2016) 
e EfficientNet-B3 (Tan; Le, 2019).

Enquanto o backbone aprende transformações da 
imagem capazes de construir uma representação de-
la especialmente adaptada para a tarefa em questão 
(daí o termo aprendizado de representações), cabe à head 
receber essa representação da imagem e realizar a ta-
refa pretendida. No caso da detecção de objetos, uma 
tarefa é determinar, a partir da representação, quais 
as caixas delimitadoras para cada fruto. Porém, redes 
podem ter múltiplas tarefas a resolver, o que significa 
que podem ser multi-head, ou seja, incluir várias he-
ads que podem enviar informação umas para as ou-
tras. No caso da segmentação de instâncias, outra ta-
refa é a determinação de uma máscara que identifica 
quais píxeis dentro da caixa delimitadora pertencem 
ao fruto, logo encontraremos uma mask head na ar-
quitetura. Cada head produz uma saída (output) que 
é comparada a anotação por uma função de erro (loss 
function), que avalia numericamente a discrepância 
entre o predito e o ground-truth. Os erros das diver-
sas heads são integrados em um valor unificado e o 
processo de backpropagation irá ajustar os parâme-
tros do modelo de modo a diminuir esse erro total10.

Ligando o backbone e o head, é comum encontrar-
mos um bottleneck, ou simplesmente neck, um con-
junto de módulos dedicados a ajustar a saída do ba-
ckbone (uma arquitetura de propósito geral) à entrada 
do head, geralmente realizando operações de redução 
de dimensionalidade (como a redução do número de 
canais). Quando estamos adaptando redes a um pro-
blema particular de detecção de objetos (por exem-
plo, detecção de maçãs), geralmente basta configurar 
a head para que ela se adapte ao problema em ques-
tão. No caso da Mask RCNN e da RetinaNet (Lin et al., 
2017), empregadas nesse tutorial, a única adaptação 
necessária é informar o número de classes. Muitas 
implementações partem da MSCOCO e por isso vêm 
configuradas para as 80 classes existentes naquela 
base de dados. No caso dos arquivos de configuração 
da MMDetect, a alteração é realizada de modo sim-
ples, pela edição do número de classes no arquivo de 
configuração do modelo. Todos as demais configu-
rações do modelo são herdadas das configurações ba-
se da MMDetect.

10	  O erro deve ser uma função diferenciável dos parâmetros, ou 
seja, deve ser possível determinar um gradiente, a direção na 
qual os parâmetros devem ser modificados de forma a dimi-
nuir o erro. O algoritmo de backpropagation é baseado em um 
algoritmo de descida de gradiente.

Exemplo: configuração de uma arquitetura de rede neural. No 
repositório de código, o arquivo wgisd/mask_rcnn_r50_fpn_1x_
wgisd.py exibe a configuração de uma rede Mask R-CNN que se 
utiliza da ResNet 50 como backbone e de uma rede FPN como 
neck. Todas a configurações que não foram diretamente espe-
cificadas são herdadas das configurações base encontradas em 
mask_rcnn/mask_rcnn_r50_fpn_1x_coco.py, oriunda da imple-
mentação original da MMDetection. De forma similar, em wgisd/
retinanet_effb3_fpn_crop896_wgisd.py encontramos a confi-
guração para uma rede RetinaNet que utiliza a EfficientDet B3 
como backbone e novamente a FPN como neck. Exemplos simila-
res podem ser encontrados para a MinneApple (maçãs).

6 TREINAMENTO
No treinamento, ciclos (steps) constituídos pelas 

etapas de predição, cômputo do erro e ajuste de pa-
râmetros são realizados sucessivamente. Uma amos-
tra de imagens (e suas anotações) é selecionada e 
aumentações são realizadas, fornecendo variações 
diferentes da mesma imagem a cada vez que ela é 
incluída na amostra. Tal amostra forma um lote. O 
modelo (a arquitetura e os valores atuais dos parâ-
metros) recebe o lote e realiza predições, no nosso 
caso, a localização dos frutos. As predições são com-
paradas ao ground-truth e o erro é utilizado no algo-
ritmo de backpropagation para ajustar os parâmetros, 
o que conclui o ciclo.

O treinamento é repetido até atingirmos conver-
gência, isto é, um estado no qual o modelo atinge 
um certo nível de desempenho limite, no qual no-
vos ciclos de treinamento com a mesma base de da-
dos não produzem mais melhorias nas predições. A 
Figura 3 exibe os valores do erro no conjunto de trei-
namento e da precisão média no conjunto de valida-
ção para uma rotina de treinamento de um modelo 
Mask R-CNN para a WGISD. Observamos que antes 
mesmo de atingirmos 10.000 lotes, o erro no conjun-
to de treinamento decresce lentamente, enquanto a 
precisão para as imagens de validação atinge um pla-
tô. Examinando o platô mais atentamente, ele apre-
senta uma inclinação que sugere que a precisão está 
diminuindo com o passar dos ciclos de treinamento. 
Isto sinaliza um fenômeno de superajuste (overfitting), 
no qual o modelo passa a se ajustar demasiadamen-
te aos dados de treinamento ao custo de seu poder 
de generalização, isto é, sua capacidade de apresentar 
boas predições em imagens fora do conjunto de trei-
namento. Informalmente, podemos fazer uma ana-
logia com um estudante que decora questões e apre-
senta bons resultados em provas, mas exibe um mal 
desempenho quando questões similares, mas dife-
rentes das decoradas, são apresentadas. Logo, nosso 
objetivo no treinamento é atingir um ponto de con-
vergência, mas evitar o overfitting.
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Gráficos como os vistos na Figura 3 são empregados 
durante o processo de treinamento para monitorar-
mos a convergência do modelo e possíveis problemas 
no processo. Ferramentas como TensorBoard11 são uti-
lizadas para visualização desses gráficos e outras in-
formações produzidas pelo processo de treinamento.

Exemplo: treinamento. No repositório de código, veja README.
md para orientações sobre o processo de treinamento, incluin-
do seu monitoramento com TensorBoard.

7 PRÉ-TREINAMENTO E TRANSFERÊNCIA DE 
APRENDIZADO

Como o modelo é capaz de realizar predições pa-
ra o primeiro ciclo de treinamento, em que nenhum 
ajuste dos parâmetros do modelo foi realizado? Os 
parâmetros são inicializados aleatoriamente, o que 
irá inevitavelmente produzir níveis altos de erro nos 
primeiros ciclos. Conforme os parâmetros são ajus-
tados, o erro diminui e podemos observar frequente-
mente quedas vertiginosas do erro já nos primeiros 
ciclos do treinamento.

Porém, há uma maneira mais eficiente de iniciali-
zarmos os parâmetros de uma rede, sobretudo os pa-
râmetros do backbone, responsável pela extração de ca-
racterísticas. A transferência de aprendizado inicializa o 
modelo com parâmetros aprendidos em grandes bases 
de dados de propósito geral (Lin et al., 2014) e dispo-
nibilizados publicamente. Essa técnica de inicializa-
ção diminui o tempo de treinamento e possibilita que 
bons níveis de acurácia na detecção de objetos sejam 
atingidos com o uso de bases de dados de tamanho 
menor. Os primeiros módulos de um backbone apren-

11	  TensorBoard, www.tensorflow.org/tensorboard.

dem características básicas, comuns à maioria das ta-
refas visão computacional, como bordas, linhas e for-
mas. Isto permite que um backbone treinado em uma 
base como a MSCOCO produza representações úteis 
a tarefas de detecção particulares, como detecção de 
uvas ou maçãs, por exemplo. Nos exemplos disponí-
veis no repositório, utilizamos backbones pré-treina-
dos, carregados automaticamente pela MMDetection.

8 AVALIAÇÃO E INFERÊNCIA
O conceito central na avaliação é que um objeto é 

considerado detectado se uma porcentagem conside-
rável de sua área foi encontrada pelo detector, concei-
to expresso por uma métrica chamada de interseção 
sobre união (intersection over union, IoU). Outro pon-
to a ser observado é que a maioria dos detectores de 
objeto fornece, associado à caixa delimitadora de ca-
da predição, um valor no intervalo de 0 a 1 que indi-
ca a confiança (score) naquela detecção: valores mais 
próximos de 1 indicam maior confiança de que aque-
la predição corresponde a um objeto.

Especificados valores mínimos de confiança e IoU, 
é possível estabelecer os falsos positivos (FPs) e os fal-
sos negativos (FNs) de uma predição, respectivamen-
te as predições de frutos que não existem no ground-
-truth (FPs) e frutos do ground-truth não encontrados 
pelo detector (FNs). As métricas de avaliação de de-
sempenho de um detector são definidas sobre os va-
lores de FP e FN. Como é possível variar a confiança 
e o IoU mínimos ou, ainda, estabelecer intervalos de 
interesse para esses dois valores, a avaliação do de-
sempenho de detectores de objetos acaba apresen-
tando diversos detalhes técnicos que, por limitação 
de espaço, não serão apresentados neste texto, mas 
encontram-se detalhados no repositório.

Figura 3. Métricas obtidas durante o treinamento. Em todos os três gráficos, o eixo das abscissas representa o número de lotes pro-
cessados. (a) erro do treinamento (training loss); (b) mAP das caixas delimitadoras para o conjunto de validação; (c) mAP das másca-
ras para o conjunto de validação.
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Finalmente, os parâmetros que apresentaram me-
lhor avaliação podem ser armazenados, junto com a 
arquitetura, formando um modelo para detecção que 
pode ser utilizado em aplicações que realizarão inferên-
cia: a detecção de frutos em novas imagens. A Figura 4 
exibe um exemplo de inferência para segmentação 
de instâncias de maçã com um modelo Mask R-CNN.

Exemplo: avaliação e inferência. No repositório de código, ve-
ja README.md para orientações sobre as ferramentas de ava-
liação e inferência disponíveis na MMDetection.

9 CONSIDERAÇÕES FINAIS
Redes neurais artificiais para detecção de objetos 

em imagens, particularmente frutos, são capazes de 
atingir elevados níveis de acurácia, mesmo em con-
dições de campo, onde há enorme diversidade de ilu-
minação, condições de imageamento e variabilidade 
de fenótipos. O emprego dessas redes não está mais 
limitado a especialistas em visão computacional: é 
agora técnica reconhecida na agricultura digital para 
caracterização de talhões e sua variabilidade espacial. 
Graças a bibliotecas modernas para visão computa-
cional como MMDetection, técnicos que tenham fa-
miliaridade com programação podem produzir mo-
delos baseados em redes neurais para detecção de 
frutos ou outras estruturas de interesse como flores, 
folhas e espigas. Na literatura técnico-científica, de-

tectores de frutos baseados em arquiteturas neurais 
como Faster R-CNN, Mask R-CNN e YOLO, todas dis-
poníveis na MMDetection (e em outras bibliotecas), 
têm sido empregados com bons níveis de acurácia. O 
repositório de software que acompanha este tutorial 
apresenta exemplos práticos na viticultura e na po-
micultura, que podem ser adaptados a outras cultu-
ras, ou, ainda, a casos particulares delas.
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