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Resumo

A mineração de textos vem de encontro à realidade atual de se compreender e

utilizar grandes massas de dados textuais. Uma forma de auxiliar a compreen-

são dessas coleções de textos é construir taxonomias de tópicos a partir delas.

As taxonomias de tópicos devem organizar esses documentos, preferencialmente em hie-

rarquias, identificando os grupos obtidos por meio de descritores. Construir manual, au-

tomática ou semi-automaticamente taxonomias de tópicos de qualidade é uma tarefa nada

trivial. Assim, o objetivo deste trabalho é construir taxonomias de tópicos em domı́nios

de conhecimento restrito, por meio de mineração de textos, a fim de auxiliar o especialista

no domı́nio a compreender e organizar os textos. O domı́nio de conhecimento é restrito

para que se possa trabalhar apenas com métodos de aprendizado estat́ıstico não supervi-

sionado sobre representações bag of words dos textos. Essas representações independem

do contexto das palavras nos textos e, conseqüentemente, nos domı́nios. Assim, ao se res-

tringir o domı́nio espera-se diminuir erros de interpretação dos resultados. A metodologia

proposta para a construção de taxonomias de tópicos é uma instanciação do processo de

mineração de textos. A cada etapa do processo propõem-se soluções adaptadas às ne-

cessidades espećıficas de construção de taxonomias de tópicos, dentre as quais algumas

contribuições inovadoras ao estado da arte. Particularmente, este trabalho contribui em

três frentes no estado da arte: seleção de atributos n-gramas em tarefas de mineração de

textos, dois modelos para rotulação de agrupamento hierárquico de documentos e modelo

de validação do processo de rotulação de agrupamento hierárquico de documentos. Além

dessas contribuições, ocorrem outras em adaptações e metodologias de escolha de proces-

sos de seleção de atributos, forma de geração de atributos, visualização das taxonomias e

redução das taxonomias obtidas. Finalmente, a metodologia desenvolvida foi aplicada a

problemas reais, tendo obtido bons resultados.
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Abstract

T ext mining provides powerful techniques to help on the current needs of under-

standing and organizing huge amounts of textual documents. One way to do

this is to build topic taxonomies from these documents. Topic taxonomies can

be used to organize the documents, preferably in hierarchies, and to identify groups of re-

lated documents and their descriptors. Constructing high quality topic taxonomies, either

manually, automatically or semi-automatically, is not a trivial task. This work aims to

use text mining techniques to build topic taxonomies for well defined knowledge domains,

helping the domain expert to understand and organize document collections. By using

well defined knowledge domains, only unsupervised statistical methods are used, with a

bag of word representation for textual documents. These representations are indepen-

dent of the context of the words in the documents as well as in the domain. Thus, if

the domain is well defined, a decrease of mistakes of the result interpretation is expected.

The proposed methodology for topic taxonomy construction is an instantiation of the text

mining process. At each step of the process, some solutions are proposed and adapted to

the specific needs of topic taxonomy construction. Among these solutions there are some

innovative contributions to the state of the art. Particularly, this work contributes to the

state of the art in three different ways: the selection of n-grams attributes in text mining

tasks, two models for hierarchical document cluster labeling and a validation model of the

hierarchical document cluster labeling. Additional contributions include adaptations and

methodologies of attribute selection process choices, attribute representation, taxonomy

visualization and obtained taxonomy reduction. Finally, the proposed methodology was

also validated by successfully applying it to real problems.
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Esta tese foi preparada com o formatador de textos LATEX. Foi utilizado um estilo

(style) desenvolvido por Ronaldo Cristiano Prati. O sistema de citações de referências

bibliográficas utiliza o padrão Apalike do sistema BibTEX.

Algumas palavras utilizadas neste trabalho não foram traduzidas da ĺıngua inglesa para

a portuguesa por serem amplamente conhecidas e difundidas na comunidade acadêmica.





Sumário

Resumo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . i

Abstract . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . iii

Sumário . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . ix

Lista de Figuras . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . xi

Lista de Tabelas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . xiv

Lista de Algoritmos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . xv

Lista de Abreviaturas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . xvii

1 Introdução 1

1.1 Cenário e motivação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.2 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
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4.8 Exemplo com a freqüência de w1 e w2w3 em w1w2w3 . . . . . . . . . . . . . 49
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5 RLDM: realizar o corte semântico . . . . . . . . . . . . . . . . . . . . . . . 74

6 RLUM: controlar as visitas aos nós da árvore . . . . . . . . . . . . . . . . . 76
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IFM Instituto Fábrica do Milênio

IESystem Information Extraction System
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Caṕıtulo

1
Introdução

E sta tese de doutorado tem como tema principal uma abordagem para a cons-

trução de taxonomias de tópicos em domı́nios de conhecimento restritos. A

abordagem é baseada em uma compilação de trabalhos amplamente divulgados

na literatura, trazendo como principal novidade a integração de técnicas em etapas muito

bem definidas, com várias contribuições inovadoras ao longo das mesmas. As contribuições

inovadoras concentram-se em seleção de atributos multi-palavras, rotulação de agrupa-

mento hierárquico de documentos e validação dos modelos de rotulação de agrupamento

hierárquico de documentos. Neste caṕıtulo, faz-se uma apresentação geral do cenário,

englobando o estado da arte e as principais motivações para o trabalho. Na seqüência são

descritos os objetivos e hipóteses que regem esta tese. A seguir resumem-se as principais

contribuições obtidas com o trabalho. E, finalmente, apresenta-se a organização desta

tese.

1.1 Cenário e motivação

Com o avanço e a facilidade de acesso à tecnologia da informação, cada vez mais

diversas organizações dos mais variados setores têm utilizado sistemas digitais de ar-

mazenamento de dados. De acordo com estimativas realizadas em 2006, a quantidade

de dados no universo digital atingia 161 hexabytes, o que correspondia a três milhões de

vezes a quantidade de informação contida em todos os livros já escritos. No peŕıodo de

2006 a 2010, estima-se que o crescimento de informações no universo digital será de 161

hexabytes para 988 hexabytes (Gantz et al., 2007).

Ante a essa grande quantidade de dados, a capacidade humana de analisá-los, compre-

endê-los e utilizá-los adequadamente é excedida. Dessa forma, grande parte da informação

e do conhecimento potencialmente útil que poderia ser recuperado a partir dessas bases é

perdida. Como conseqüência, o desenvolvimento de ferramentas e técnicas de extração de

conhecimento de repositórios de dados tem se tornado cada vez mais indispensável, dando
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origem aos processos computacionais de extração automática de conhecimento conhecidos

como mineração de dados1 (Witten e Frank, 2005).

Dessa gama de dados no universo digital, grande parte está dispońıvel em formato

não-estruturado, principalmente no formato textual, em forma de relatórios, boletins, ar-

tigos, emails e toda sorte de documentos. Para dados dessa natureza, a utilização de

algoritmos de mineração de dados convencional é inviável, uma vez que estes algoritmos

requerem dados em uma estrutura prévia para deles extrair conhecimento. Surge, então,

uma especialização do processo de mineração de dados, denominada mineração de textos,

a qual tem como principal diferença a incorporação de atividades no sentido de estrutu-

rar os dados originalmente não-estruturados em um formato adequado para a extração

automática de conhecimento.

A mineração de textos vem tornando posśıvel transformar esse grande volume de

dados textuais em informação e conhecimento útil, muitas vezes inovador para as empre-

sas. As aplicações de mineração de textos permitem extrair informação e conhecimento,

fornecendo elementos de suporte à gestão do conhecimento. Essas aplicações são um modo

de reorganizar como o conhecimento é criado, usado, compartilhado, armazenado e avali-

ado. Tecnologicamente, o apoio de mineração de textos à gestão do conhecimento se dá

na transformação do conteúdo de repositórios de dados em informação e conhecimento a

ser analisado e compartilhado pela organização. O futuro aproveitamento desse conheci-

mento gerado pode se dar em várias aplicações que apóiam a tomada de decisões, desde

a simples organização e recuperação de informação até sistemas mais complexos de apoio

à decisão.

Há muitas linhas de trabalhos na literatura que buscam tópicos entre documentos uti-

lizando mineração de textos. Grande parte deles visa a melhoria de processos de busca,

especialmente busca web. Nesses casos, por muitas vezes, a perda de detalhes de infor-

mação não é tão importante, pois os resultados serão julgados a posteriore quando um

usuário os recupera. No entanto, outros trabalhos buscam pela prospecção de tópicos

entre os dados textuais, tanto com o objetivo de melhorar processos de busca quanto de

construir mapas de tópicos. Esses mapas de tópicos, ou taxonomias de tópicos, formam

relações conceituais mais genéricas entre os dados, dividindo-os em categorias, por vezes

hierárquicas.

Uma organização hierárquica de dados textuais sempre auxilia a compreensão do todo.

Um exemplo é a construção de portais para organizar e navegar em publicações e outras

informações; por exemplo, a Agência de Informação Embrapa, ou simplesmente Agência.

A Agência é um portal Web composto por várias agências de produtos, que organizam

informação técnica relevante para o agronegócio, especializada por produto e estruturada

basicamente sob a óptica da cadeia produtiva do agronegócio. O objetivo é atender a per-

fis diversificados de consumidores de informação, como produtores rurais, extensionistas,

pesquisadores, técnicos, professores e estudantes (Evangelista et al., 2003). A metodologia

da Agência traz um diferencial importante na organização da informação, pois implementa

uma solução desenvolvida especialmente para ela, que estrutura o conhecimento de uma

1Em todo este trabalho, os conceitos de processos de mineração de dados e processos KDD (Knowledge
Discovery in Database) são usados indistintamente, tal como sugerido por Rezende et al. (2003).
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cadeia produtiva de uma forma hierárquica, chamada de árvore do conhecimento. Nos

primeiros ńıveis desta árvore estão os conhecimentos mais genéricos e, nos ńıveis mais pro-

fundos, estão os conhecimentos espećıficos. Cada nó desta árvore contém um texto sobre

um tema que é resultante da compilação do conhecimento produzido por pesquisadores,

técnicos extensionistas e agricultores, bem como referências a outras obras que comple-

mentam a informação. Mesmo com uma metodologia mais consolidada, construir essas

árvores e ainda disponibilizar um portal completando-as com referências a outras fontes

de informação, não é um trabalho trivial. Essas tarefas demandam uma equipe bastante

especializada que precisa trabalhar com um grande volume de informação dispońıvel em

bases de dados textuais, cujo processo de identificação, seleção, classificação e śıntese é

bastante oneroso. Essa dificuldade de atingir consenso metodológico e a grande quanti-

dade de dados textuais dispońıveis, nem sempre de qualidade e de real interesse, cria a

demanda por ferramentas, automatizadas ou semi-automatizadas, que analisem os textos

originais, de modo a auxiliar a sua organização, filtrando o que é de fato útil para o portal.

A motivação que originou o trabalho aqui apresentado é suprir a necessidade de uma

metodologia para a organização de informação a partir de um processo de mineração de

textos. Embora houvesse a proliferação de muitas soluções individuais, para problemas

intermediários do processo de mineração de textos, havia pouca ou nenhuma metodologia

que integrasse as etapas do processo com soluções direcionadas aos objetivos. Assim,

tecnologicamente, o objetivo deste trabalho é o desenvolvimento de uma metodologia que

auxilie o especialista do domı́nio a obter uma taxonomia de tópicos de qualidade, por meio

de mineração de textos. Busca-se, prioritariamente, organizar a informação de um domı́nio

restrito e fornecer ferramentas que durante o processo de prospecção dos tópicos, permita

estudá-los dos mais espećıficos para os mais genéricos. A fim de garantir a qualidade dos

resultados e a utilidade da metodologia para atingir os objetivos, o procedimento todo é

realizado com a intervenção de um especialista do domı́nio de conhecimento.

Ao longo do desenvolvimento deste projeto foram surgindo soluções com objetivos

similares às proposições iniciais, por exemplo, o ambiente TaxaMiner (Kashyap et al.,

2005a), que realiza a prospecção de uma taxonomia em uma coleção de textos, e a ferra-

menta WebTopic (Escudeiro e Jorge, 2005) que procura encontrar tópicos em coleções de

textos hipermı́dia dinâmicas. E, em consonância com essas idéias, hoje ainda há muitas

proposições surgindo, como o ambiente ACORN - Automatic Domain Specific Ontology

Construction Process de Bae et al. (2008), no qual a prospecção da taxonomia apóia a

construção de ontologias. Embora existam muitas técnicas, desde a conversão dos dados

originais em textos sem formatação até a extração de algum mapa de tópicos, integrá-

las e adaptá-las para funcionar junto a intervenções humanas e produzir um resultado

satisfatório tem sido um desafio.

Do ponto de vista acadêmico, o desenvolvimento da metodologia exercita todo o pro-

cesso de mineração de textos, em um projeto de pesquisa e desenvolvimento, o que permite

investigar técnicas existentes e propor inovações, quando necessário. Como a mineração de

textos é uma área relativamente nova, há muitos pontos em aberto. Para a prospecção de

mapas de tópicos a partir de coleções de documentos das quais não se tenha informações

a priori, como um thesaurus ou alguma categorização de seus documentos, a técnica mais
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utilizada é a clusterização hierárquica de documentos. Em torno da questão clusterização

de documentos há vários pontos de atenção, desde a seleção de documentos significativos

como a coleção inicial de documentos até a avaliação do conhecimento gerado. E, em ter-

mos de mineração de textos há muita pesquisa concentrada nos principais problemas, que

correspondem à seleção de atributos, à forma de representação dos atributos, às técnicas

e algoritmos de agrupamento, à discriminação dos grupos, à visualização de resultados

e às técnicas de validação. Esses pontos foram todos cobertos ao longo da metodologia,

procurando pelo estado da arte em sua resolução e propondo adaptações e novos modelos

em cada qual.

1.2 Objetivos

O principal objetivo é o desenvolvimento de uma metodologia, utilizando técnicas de

mineração de textos, para auxiliar o especialista a organizar hierarquicamente a infor-

mação textual do domı́nio e fornecendo a cada etapa critérios que o auxilie a intervir no

processo de modo a melhorar os resultados obtidos.

Como se está tratando com uma área relativamente nova, carente de soluções espećı-

ficas, e trabalhando-se com dados que por si só carregam interpretação semântica, os

objetivos mais espećıficos são:

1. obter um conjunto de métodos e parâmetros para identificar e delimitar o vocabu-

lário do domı́nio presente na coleção de textos;

2. obter métodos adequados de filtros de atributos para diminuir a caracteŕıstica es-

parsa da matriz de dados, procurando não perder representatividade;

3. desenvolver um método eficiente de seleção de termos discriminativos para cada

agrupamento obtido, que consiga representá-los de maneira única;

4. desenvolver soluções de avaliação visual para os grupos, permitindo explorá-los e

estudá-los; e

5. auxiliar a organização de bases de dados textuais, para as quais precisa-se identificar

uma taxonomia e palavras-chaves para cada grupo e documento.

1.3 Hipóteses

A principal hipótese é que a metodologia validada e avaliada atinja o objetivo de

aux́ılio à organização da informação, permitindo realizar essa tarefa com eficácia.

As demais hipóteses decorrem dos objetivos espećıficos:

• uma melhor estimativa do vocabulário representado na coleção leva a um melhor

conjunto de atributos, logo, a uma melhor extração de conhecimento;

• existe alguma representação dos atributos que uma avaliação subjetiva possa julgar

como melhor;
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• a redução do número de atributos não afetará negativamente o resultado da extração

de conhecimento;

• a redução do número de atributos pode melhorar o desempenho dos algoritmos de

extração de conhecimento;

• consegue-se representar unicamente cada grupo obtido por meio da seleção dos ter-

mos discriminativos;

• coleções textuais podem gerar grandes hierarquias que precisam ser podadas;

• visualizar as hierarquias em diferentes ńıveis de granularidade auxilia a compreensão

da coleção textual;

• obtêm-se, no mı́nimo, metadados que podem ser usados para classificar os documen-

tos e auxiliar a organização de informação.

1.4 Principais contribuições deste trabalho

As principais contribuições deste doutorado estão relacionadas à originalidade dos

métodos propostos e relevância dos resultados computacionais e práticos em três grandes

frentes: construção das taxonomias de tópicos, seleção de atributos para as taxonomias

de tópicos e rotulação de agrupamentos hierárquicos de documentos.

O primeiro resultado é o desenvolvimento da metodologia para a construção de taxono-

mias de tópicos em um domı́nio, denominada TopTax- Topic Taxonomy. A metodologia

TopTax é uma compilação de trabalhos amplamente divulgados na literatura, trazendo

como principal novidade a integração de técnicas em etapas muito bem definidas. Com

isso pretendeu-se fornecer um guia de construção das taxonomias, cobrindo desde a seleção

dos textos utilizados até a avaliação dos resultados obtidos. Para cada processo envolvido

no detalhamento das etapas foram desenvolvidas soluções tecnológicas espećıficas em sua

maioria com contribuições inéditas para o estado da arte.

A segunda contribuição inédita para o estado da arte compete à seleção de atributos n-

gramas. Em se tratando de processos de mineração de textos, os atributos carregam algum

significado semântico, pois são palavras ou composições de palavras. Os atributos auxiliam

os especialistas a interpretarem os resultados intermediários em cada etapa da metodologia

e, conseqüentemente, o uso do conhecimento produzido. Assim, é necessário trabalhar

com atributos multi-palavras, isto é, compostos por uma ou mais palavras, por exemplo:

“tese doutorado”,“tese”,“doutorado”,“tese doutorado inteligência artificial”, ’inteligência”,

“artificial” e “inteligência artificial”. Para gerar esses atributos, geram-se outros menos

importantes, como “doutorado inteligência”, e outros redundantes, por exemplo, apenas

“tese” pode não ter peso algum na compreensão geral do assunto em questão. Assim, uma

das contribuições é um modelo de seleção de atributos desse tipo utilizados conjuntamente,

de modo a remover-lhes redundâncias e atributos de menor importância.

A terceira contribuição para o estado da arte encontra-se na forma de rotular os agru-

pamentos obtidos. A taxonomia é baseada em um agrupamento hierárquico de documen-
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tos. Obter bons descritores para o agrupamento é um desafio que vem sendo tratado

por diferentes abordagens. Nesta tese são propostos dois novos modelos para a obtenção

dos descritores do agrupamento, sendo o segundo deles o de menor complexidade com-

putacional e de melhor representação dos descritores. Além dos modelos de rotulação de

agrupamentos, foram estudados e desenvolvidos modelos para análise subjetiva e obje-

tiva dos resultados, análise subjetiva integrada à análise objetiva e um modelo de análise

objetiva que foi o mais satisfatoriamente empregado.

Além dessas, há outras contribuições acadêmicas relacionadas a algumas etapas da

metodologia em co-autoria com outros trabalhos, relacionadas no Caṕıtulo 6. E, também

a TopTax foi utilizada em alguns problemas reais, o que auxiliou a validação e evolução

da mesma.

1.5 Apresentação e resumo dos caṕıtulos

Para avaliar as hipóteses e cumprir os objetivos especificados, apresentando o deta-

lhamento das contribuições deste trabalho, a continuação do texto desta tese divide-se

em mais cinco caṕıtulos, os quatro seguintes referentes ao corpo do trabalho e o sexto e

último às conclusões e trabalhos futuros.

No Caṕıtulo 2, mineração de textos, procura-se dar uma visão geral da área, processo

genérico e quais as técnicas de reconhecimento de padrões mais utilizadas em cada etapa.

No Caṕıtulo 3 mostra-se como o processo de mineração de textos foi instanciado para

chegar a metodologia de obtenção de taxonomias de tópicos. Nessa instanciação houve

a preocupação em se separar objetivos tecnológicos e acadêmicos, gerando contribuições

nos dois sentidos. Ainda, no Caṕıtulo 3 também são mostrados alguns dos exemplos de

aplicação da metodologia. Nos Caṕıtulos 4 e 5 são descritas as contribuições academi-

camente inéditas desta tese de doutorado. No Caṕıtulo 4, seleção de atributos do tipo

n-gramas, o modelo proposto para a utilização conjunta de atributos multi-palavras é de-

scrito e avaliado. No Caṕıtulo 5 são descritos e avaliados os modelos desenvolvidos para

a rotulação hierárquica de agrupamentos de documentos. Finalmente, no Caṕıtulo 6 são

resumidas as conclusões do trabalho, as limitações hoje apresentadas e uma posśıvel lista

de trabalhos futuros, dentre os quais alguns já em andamento.

Ainda, procurou-se dar independência aos caṕıtulos, de modo que eles possam ser lidos

quase que individualmente. Para isso, optou-se muitas vezes por repetir alguns conceitos

de um caṕıtulo para outro.
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Caṕıtulo

2
Mineração de textos

M ineração de textos (MT) é uma especialização da mineração de dados. É uma

área interdisciplinar relativamente nova que engloba: processamento de ĺın-

gua natural, mais particularmente a lingǘıstica computacional; aprendizado

de máquina; recuperação de informação; análise estat́ıstica de dados; e, visualização de

informação. O objetivo deste caṕıtulo é apresentar os principais conceitos envolvidos em

MT bem como algumas técnicas utilizadas. As técnicas de reconhecimento de padrões

são citadas em cada etapa de MT, conforme a necessidade. Dentre as técnicas utilizadas,

dá-se maior atenção a aprendizado de máquina estat́ıstico não supervisionado que é o

utilizado no desenvolvimento do trabalho.

2.1 Introdução

Em um contexto em que grande parte dos dados corporativos encontra-se dispońıvel

em forma textual, o processo de mineração de textos surge como uma poderosa ferramenta

de apoio à gestão de conhecimento. Ebecken et al. (2003) definem a mineração de textos

como “um conjunto de técnicas e processos que descobrem conhecimento inovador nos

textos”. Nesse sentido, o objetivo da prática de mineração de textos centra-se na busca

por padrões, tendências e regularidades em documentos escritos em linguagem natural.

Pode-se afirmar que a mineração de textos é uma especialização do processo de mine-

ração de dados. A principal diferença entre os dois processos é que, enquanto a mineração

de dados convencional trabalha exclusivamente com dados estruturados, a mineração de

textos lida com dados inerentemente não-estruturados (Weiss et al., 2005). Dados estru-

turados são, por exemplo, tabelas de bancos de dados, nas quais tem-se uma separação

definida dos dados, metadados e seus relacionamentos previamente conhecidos. Logo, na

MT o primeiro desafio é obter alguma estrutura a partir dos textos e então a partir desta

tentar obter conhecimento.

Neste trabalho, os textos que não obedecem a um padrão de formatação são chama-
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dos não-estruturados; os que seguem algum padrão, como textos cient́ıficos que são

divididos em tópicos pré-definidos, ou livros divididos em caṕıtulos, etc, são tratados

como semi-estruturados; e, textos estruturados são aqueles representados em uma

linguagem de marcação1. Nesses textos estruturados, os metadados e seus conteúdos

originais estão padronizados no mesmo arquivo de dados e as relações também são repre-

sentadas pelos marcadores.

O processo de mineração de textos pode ser dividido em uma seqüência de etapas

genéricas, formando um ciclo no qual, ao final, obtém-se o conhecimento acerca dos dados

analisados. Finalmente, o processo de MT pode ser instanciado de acordo com o conhe-

cimento buscado em cada aplicação, por exemplo, para extrair taxonomias de tópicos

a partir de bases textuais. Assim, nas próximas seções e subseções são divididas para

dar uma idéia geral do processo de MT, requisitos e cuidados em cada etapa, bem como

posśıveis técnicas de reconhecimento de padrões a serem utilizadas.

2.2 Processo de mineração de textos

O processo de mineração de textos, tal como o processo de mineração de dados, é

formado por cinco grandes etapas: identificação do problema, pré-processamento, extração

de padrões, pós-processamento e utilização do conhecimento. Na Figura 2.1 é ilustrado o

ciclo formado por essas etapas, as quais são discutidas nas próximas seções. Também são

discutidas as posśıveis técnicas de reconhecimento de padrões utilizáveis em cada etapa.

Figura 2.1: Etapas do processo de mineração de textos. Fonte: Rezende et al. (2003)

1Em geral, usa-se a linguagem de marcação XML - eXtended Markup Language.
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2.2.1 Identificação do problema

Nessa etapa, delimita-se o escopo do problema com o qual irá trabalhar-se, definindo o

objetivo da aplicação do processo de mineração de textos. Basicamente, o analista define

a base de textos com a qual irá trabalhar, o que se espera obter com a análise dos dados

e como o resultado da análise pode ser utilizado no contexto de sua organização. Nesse

sentido, Rezende et al. (2003) definem quatro questões essenciais a serem respondidas

nessa etapa:

• Quais são as principais metas do processo?

• Quais critérios de desempenho são importantes para este problema?

• O conhecimento extráıdo deve ser compreenśıvel a seres humanos ou um modelo do

tipo caixa-preta também é apropriado?

• Qual deve ser a relação entre simplicidade e precisão do modelo extráıdo?

As respostas a estas questões representam decisões que guiarão os passos consecutivos

e terão reflexo no desempenho da aplicação. É importante que, desde essa primeira etapa,

as decisões tomadas estejam em concordância com o domı́nio do problema trabalhado

e o objetivo final do processo de extração de conhecimento. Nesse sentido, um ponto

importante a ser observado já nessa etapa é se existe necessidade de incorporação do

conhecimento do domı́nio para apoiar a tomada de decisões. Essa incorporação do conhe-

cimento pode ser feita pela constante interação com especialistas no domı́nio, além de um

estudo acerca do domı́nio do problema a fim de melhor compreender o meio com o qual

se lida.

Outra forma de incorporar informação acerca do domı́nio é utilizar vocabulário con-

trolado, taxonomias, thesaurus ou ontologias, se algum desses for dispońıvel. Um

vocabulário controlado é uma coleção de termos de um domı́nio de conhecimento man-

tida por alguém que reconhecidamente detém o controle de novos termos e de suas regras

de inclusão. Todos os termos dessa coleção devem ter definições não amb́ıguas, podendo

ou não lhes ser associados também significados (Pidcok, 2003). A composição desse vo-

cabulário corresponde a uma relação de termos; na qual, um termo pode ser representado

por um conjunto de outros termos que tenham preferência de uso em relação a ele, por

exemplo, um sinônimo. Também deve ser verificada a disponibilidade de alguma organi-

zação hierárquica mais formalizada de vocabulário controlado, como uma taxonomia, um

thesaurus ou uma ontologia. Uma taxonomia é uma coleção de vocabulários controlados,

organizados hierarquicamente, isto é, com relações do tipo pai-filho entre eles (Garshol,

2004; Cimiano, 2006), que podem ser tipificadas como: todo-parte, gênero-espécie, tipo-

instância, etc. Um thesaurus pode ser definido como um vocabulário controlado que

representa sinônimos, hierarquias e relacionamentos associativos entre termos (Rychlý e

Kilgarriff, 2007). Em um thesaurus, além das relações hierárquicas são também apresen-

tadas relações associativas. Ou seja, o thesaurus precisa ser representado por um grafo

mais complexo, como uma rede, onde as relações pai-filho são tratadas como broader-term

e narrower-term, e as associativas como related terms e termo controlado como use. Uma
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ontologia é uma estruturação hierárquica de conhecimentos sobre coisas que podem ser

subcategorizadas de acordo com sua essência, ou ainda, é uma compreensão compartilha-

da de algum domı́nio de interesse (Chandrasekaran et al., 1999). Nas ontologias, além de

todas as relações esperadas entre os termos, descrevem-se os conceitos que formam sua

essência. Existem linguagens formais para se descrever ontologias, com regras gramati-

cais que restringem o uso dos vocabulários controlados (que são os termos léxicos dessas

gramáticas) para expressar algo significativo no domı́nio de interesse; o quê recebe o nome

de meta model (Pidcok, 2003).

Outro aspecto de grande importância é a definição da coleção de documentos a ser

utilizada. Os documentos utilizados no processo de extração de conhecimento devem re-

presentar o domı́nio do problema tratado de maneira a mais completa posśıvel, a fim de

que o conhecimento extráıdo seja representativo e consiga alcançar o objetivo do processo.

Deve-se observar a representatividade desses documentos ao domı́nio e à aplicação do co-

nhecimento a ser extráıdo. Esses textos podem ser obtidos de diversas fontes, como livros

e artigos dispońıveis na forma eletrônica e documentos da Web. Essa é uma atividade

cŕıtica, uma vez que os textos podem não estar dispońıveis no formato adequado, como

documentos não-digitalizados ou digitalizados com baixa qualidade. Ainda, se o objetivo

é classificar os documentos, deve-se ater à existência ou não de documentos previamente

classificados - rotulados.

2.2.2 Pré-processamento

A etapa de pré-processamento é uma das etapas que mais tempo consome durante todo

o ciclo do processo de mineração de textos. É nessa etapa que se encontra a principal

diferença de processos de mineração de textos para processos de mineração de dados: a

estruturação dos textos em um formato adequado para a extração de conhecimento. Em

outras palavras, essa etapa é responsável por extrair de textos escritos em ĺıngua natural,

inerentemente não estruturados, uma representação estruturada, representativa, concisa

e manipulável por algoritmos de extração automática de conhecimento. Para tal, essa

etapa compreende atividades de tratamento da base de documentos, geração de termos,

estruturação dos documentos e redução da dimensionalidade dos termos.

Tratamento da base de documentos

Uma vez que uma coleção de documentos pode ser uma junção de documentos cole-

tados de diversas fontes diferentes, deve-se, nesse ponto, efetuar um tratamento da base

de documentos a fim de assegurar a confiabilidade, não-redundância e o balanceamento

da coleção de documentos. Para atender a estes aspectos, uma série de ações podem ser

tomadas quando necessárias, dentre as quais destacam-se:

• Identificação da qualidade da digitalização dos documentos (quando for o caso);

• Eliminação de repetições de documentos;

• Balanceamento da coleção por reamostragem, quando o objetivo é classificar;
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• Redução da quantidade de documentos, quando o objetivo assim permitir;

• Verificação da existência de uma estrutura prévia nos documentos, a fim de utilizar

essa informação na estruturação final da coleção;

• Análise do tamanho dos documentos na coleção, verificando a necessidade de uma

normalização dos pesos atribúıdos aos termos em função do tamanho dos textos.

Geração dos termos

Uma vez definida a coleção de documentos com a qual se irá trabalhar, passa-se à

geração dos termos de domı́nio, que serão tomados como atributos que descrevem os

documentos. Por termo entende-se uma seqüência de tokens, simples ou composta, com

significado semântico único. Quando um termo é composto por um único token, este é

conhecido como unigrama ou termo simples. Por sua vez, quando um termo contém mais

de um token, denomina-se n-grama ou termo composto.

De modo geral, as palavras presentes nas coleções textuais são analisadas e tratadas,

de maneira a gerar termos correspondentes aos atributos mais consistentes para repre-

sentar os documentos. A análise dos termos pode ser feita segundo duas abordagens:

semântica ou estat́ıstica. Na análise semântica, buscam-se as palavras baseadas no seu

contexto, utilizando, para isso, de técnicas de Processamento de Ĺıngua Natural (PLN),

sendo, portanto, dependente do idioma. Já na análise estat́ıstica, os termos são avali-

ados por medidas quantitativas ou qualitativas relativas à presença deles nos textos. As

medidas qualitativas correspondem à presença ou ausência do termo no texto, são as

medidas booleanas. As medidas quantitativas têm sua base na freqüência do termo no

documento e, de variações sobre essa medida, por exemplo, freqüência relativa na coleção

ou freqüência normalizada em relação à coleção.

No tratamento dos termos, em um esforço inicial, busca-se desconsiderar dos textos

as palavras que não representem conhecimento útil, via eliminação de stopwords. Essas

palavras não são relevantes para a análise dos textos, sendo, geralmente, constitúıdas

por preposições, pronomes, artigos, interjeições, dentre outras. Para alguns domı́nios,

também é comum existirem listas de palavras que não devem ser consideradas relevantes;

essas listas são conhecidas como stopwords de domı́nio.

Posteriormente, busca-se identificar similaridades de significados entre palavras. Em

casos de variações morfológicas pode-se, por exemplo, reduzir uma palavra à sua raiz por

meio de processos de stemming, reduzir as palavras ao seu lema (lematização) ou subs-

tantivar os termos (substantivação). Em caso de sinônimos podem-se usar dicionários

ou o conteúdo da cláusula “use” em um thesaurus, quando dispońıveis. Ainda, quando

dispońıvel alguma organização hierárquica pode-se utilizar a classe a qual a palavra per-

tence em lugar do conjunto de palavras daquela classe; por exemplo, utilizar “Gado de

Corte” em lugar dos termos mais espećıficos como “Gado Brahma”, “Gado Gir”, “Gado

Guzera”, “Gado Indubrasil”, “Gado Nelore” ou “Gado Sindi” 2. Nesse ponto, obtém-se o

conjunto de termos que representam a coleção.

2Fonte: THESAGRO, Thesaurus Agŕıcola Nacional, dispońıvel em:
http://www.agricultura.gov.br/portal/page? pageid=33,959135& dad=portal& schema=PORTAL
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Estruturação dos documentos

Uma vez gerados os termos que representam a coleção, no Pré-Processamento de tex-

tos deve-se buscar a estruturação dos documentos, de maneira a torná-los processáveis

por parte dos algoritmos de extração automática de padrões. Embora alguns algoritmos

exijam informações mais sofisticadas, como os baseados em conhecimentos lingǘısticos, a

grande maioria dos algoritmos de extração de padrões necessita apenas que os documentos

estejam em um formato de planilha, no qual as linhas correspondam aos documentos e as

colunas aos termos presentes na coleção. Esse formato é denominado bag of words, na

qual os termos são considerados independentes, formando um conjunto desordenado em

que a ordem de ocorrência das palavras não importa.

Uma forma de representar a bag of words é por meio de tabelas atributo-valor. Um

exemplo dessa representação pode ser observado na Tabela 2.1, na qual di corresponde

ao i-ésimo documento, tj representa o j-ésimo atributo, que é o j-ésimo termo3, aij é a

medida que relaciona o i-ésimo documento com o j-ésimo atributo e yi representa a classe

do i-ésimo documento. É importante ressaltar que esse último elemento não aparece em

casos nos quais a coleção de textos seja não-rotulada.

t1 t2 . . . tM Y

d1 a11 a12 . . . a1M y1
d2 a21 a22 . . . a2M y2
...

...
...

. . .
...

...
dN aN1 aN2 . . . aNM yN

Tabela 2.1: Padrão de representação da matriz atributo×valor

Dessa forma, cada documento pode ser representado como um vetor ~di = (~ai, yi), no

qual ~ai = (ai1, ai2, . . . , aiM). Segundo Salton e Buckley (1987), o cálculo do valor de aij

depende de três componentes:

• o componente do documento, relacionado à estat́ıstica de um determinado termo

estar presente em um dado documento;

• o componente da coleção, relacionado à distribuição da presença do termo ao longo

da coleção de documentos;

• o componente da normalização, o qual possibilita que documentos de diferentes

tamanhos possam ser comparados segundo uma mesma escala.

Diversas medidas foram propostas para calcular os valores de aij. Essas medidas

podem ser classificadas em dois tipos: binárias e baseadas em freqüência. Valores

binários indicam a ocorrência ou não de um termo em um determinado documento,

podendo ser utilizados, por exemplo, para extrair informações relativas à semelhança de

documentos a partir do número de termos em comum. Já os valores baseados em

freqüência visam contabilizar o número de ocorrências de um determinado termo em um

dado documento, servindo como base para a extração de diversas medidas estat́ısticas na

extração de padrões.

3Desse ponto em diante, termo e atributo serão usados quase que indistintamente.
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Para os valores baseados em medidas de freqüência, podem-se distinguir duas cate-

gorias de pesos: pesos supervisionados, que dependem de dados com valor de classe

conhecido, medindo a importância de um dado atributo na determinação do valor da

classe; e pesos não-supervisionados, aplicáveis a dados não-rotulados.

Dentre os pesos supervisionados, pode-se citar medidas como a ConfWeight (Soucy e

Mineau, 2005), a Entropia, a Entropia Conjunta (Haykin, 2001) e a Informação Mútua

(Yao, 2003). Como exemplos de pesos não-supervisionados, pode-se citar a tf (term

frequency), a qual considera a freqüência absoluta dos termos nos documentos (Rijsbergen,

1979); a idf (inverse document frequency) (Salton et al., 1975), que calcula a freqüência

inversa do termo, favorecendo termos que aparecem em poucos documentos da coleção; e

a tf-idf (Salton e Buckley, 1987), que consiste em uma combinação das duas anteriores

(tf e idf ).

Redução da dimensionalidade de termos

Gerada a matriz atributo-valor que representa os documentos, pode-se afirmar que

essa representação da coleção tem por caracteŕısticas a alta dimensionalidade e o fato de

ser esparsa. A alta dimensionalidade é causada pelo grande número de termos contidos

em uma coleção de textos. Já a natureza esparsa da matriz é ocasionada pelo fato de

que grande parte dos termos ocorre somente em uma pequena parte dos documentos, de

maneira que a medida de relação com todos os outros documentos da coleção será igual

a zero. Ante a esse contexto, vários algoritmos de extração automática de conhecimento

têm o seu desempenho negativamente afetado. Yu e Liu (2004) destacam que o excesso

de atributos pode causar lentidão no processo de treinamento, bem como decremento na

qualidade do conhecimento extráıdo (overfitting, por exemplo). Além disso, nem todos

os termos gerados são considerados relevantes para a descrição do domı́nio retratado pela

coleção de documentos.

Dessa forma, é de extrema importância a redução do espaço de atributos para otimiza-

ção dos resultados do processo de mineração de textos e melhorar a representatividade

dos dados, no sentido de determinar os termos mais representativos para a modelagem

do domı́nio do problema, como também para atender a aspectos de compreensibilidade e

escalabilidade dos modelos resultantes. A idéia é tornar o conjunto de termos com o qual

se trabalha mais conciso, porém não menos representativo em relação ao conjunto origi-

nal. Em mineração de textos, existem duas abordagens comumente usadas para reduzir

o número de atributos: extração de atributos e seleção de atributos.

O processo de extração de atributos está relacionado à criação de um novo conjunto

de atributos, usando para tal uma função de mapeamento entre as representações. O novo

conjunto gerado é, geralmente, de menor dimensão que o conjunto original, uma vez que

os novos atributos são gerados a partir de combinações dos anteriores, substituindo-os.

A principal desvantagem desse método é que os atributos gerados não mantêm uma cor-

relação expĺıcita com a configuração real do problema, tornando os modelos gerados de

dif́ıcil interpretação ou exigindo uma pré-interpretação dos grupos obtidos. Por exem-

plo, técnicas que trabalham sobre a decomposição espectral da estrutura de covariância,

como a Principal Component Analysis (PCA) (Jolliffe, 2002), provocam uma rotação
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do espaço de caracteŕısticas (atributos) e a transformação dos dados, que acaba por di-

ficultar uma interpretação dos mesmos. Outros tipos de análise fatorial, que também

requerem rotações dos espaços de caracteŕısticas, levam aos mesmos problemas (Mardia

et al., 1979). Técnicas que trabalham com a decomposição do espaço de caracteŕısticas

em valores e vetores singulares, não necessitam de alterações nos vetores de atributos

originais, como a Latent Semantic Analysis (LSA) (Landauer et al., 1998) e a Latent Se-

mantic Indexing (LSI) (Deerwester et al., 1990). Essa técnicas facilitam a interpretação

dos resultados, obtendo grupos em diferentes espaços de atributos. Há também técnicas de

agrupamento de palavras e para buscar grupos de palavras similares (Manning e Schütze,

1999; Hofmann, 1999; Slonim e Tishby, 2000). Para todas essas técnicas, após encon-

trar os grupos de palavras similares, pode-se atribuir um termo ou conjunto de termos

para representar-lhes, formando assim uma taxonomia de termos da coleção analisada.

Por exemplo, se fosse obtido um grupo de atributos com termos como “dentes dentição-

caracteŕıstica forma-cérebro tamanho-cérebro postura-ereta” pode-se inferir que se refira

a famı́lia “homińıdeos”, ou seja, todos esses vocábulos seriam trocados pela classe “homi-

ńıdeo” na análise dos textos; essa inferência é subjetiva, realizada por um especialista no

domı́nio do conhecimento.

Selecionar atributos, por sua vez, remete à seleção de um subconjunto de atribu-

tos a partir do conjunto original, seguindo alguns critérios. Os atributos selecionados

mantêm a interpretação f́ısica original, facilitando a compreensão do modelo gerado. Em

um conjunto de dados que possui n atributos, existem 2n − 1 subconjuntos candidatos

(excluindo-se o subconjunto vazio), devendo-se selecionar aquele que apresenta melhor

desempenho segundo algum critério de avaliação. Entretanto, a busca exaustiva pelo me-

lhor subconjunto, em contextos de dimensionalidade muito alta, pode tornar-se inviável.

Dessa forma, Dash e Liu (1997) sugerem a adoção de um procedimento de busca com um

critério de parada bem definido, o qual se constitui de quatro passos básicos:

1. Um procedimento de geração do próximo subconjunto a ser analisado, podendo ser

segundo alguma heuŕıstica, por meio de busca completa (ou exaustiva) ou aleatória;

2. uma função de avaliação para os subconjuntos gerados;

3. um critério de parada; e

4. um procedimento de validação dos subconjuntos.

Os métodos de busca mais comuns são aqueles que efetuam uma busca gulosa. Esses

podem ser divididos em dois tipos: forward selection e backward elimination. Os métodos

forward selection iniciam a busca com um subconjunto vazio de atributos, colocando

progressivamente um atributo, escolhido segundo algum critério de avaliação, a cada ite-

ração. Já os métodos backward elimination iniciam o processo com todos os atributos,

eliminando, a cada passo, o menos interessante deles. Essas abordagens podem gerar

diferentes subconjuntos e, dependendo da aplicação e dos objetivos, uma pode ser mais

indicada que a outra. Existem, ainda, métodos que não efetuam busca para selecionar

atributos, os quais, geralmente, fornecem ranking de atributos, sem apontar combinações

de atributos que formariam subconjuntos “ótimos” locais.
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A escolha dos processos de seleção de atributos depende, também, da existência ou não

de rótulo nos textos utilizados. Caso existam, podem-se usar métodos supervisionados de

seleção de atributos, que avaliam a importância do atributo na determinação do valor de

classe, como Ganho de Informação ou χ2. Por outro lado, métodos não-supervisionados

conseguem lidar com casos nos quais trabalha-se com dados não-rotulados. Dentre estes

métodos, podem ser citados os métodos de Luhn (Luhn, 1958) e Salton (Salton et al.,

1975).

2.2.3 Extração de padrões

Delimitado o problema e devidamente representados os textos, o processo avança,

então, para a fase de extração de padrões4. As tarefas a serem realizadas nesse ponto são

definidas de acordo com o objetivo final do processo de extração de conhecimento. Assim

como na mineração de dados, podem-se resumir as principais atividades de extração de

padrões em textos em tarefas preditivas e tarefas descritivas.

Tarefas preditivas consistem na generalização de exemplos ou experiências passadas

com respostas conhecidas. Para as atividades preditivas são utilizados algoritmos de

aprendizado de máquina supervisionados. Esses algoritmos, conhecidos como indutores,

exigem um conjunto de exemplos de treinamento para os quais o atributo classe tenha

valor conhecido (Mitchell, 1997; Monard e Baranauskas, 2003). Essa classe de algoritmos

se divide em suas subclasses principais: os algoritmos de classificação e os algoritmos de

regressão. Um bom exemplo de regressão é predizer o ganho ou a perda de produção em

uma cultura, com base no estudo de diferentes adubações, no qual a medida de produtivi-

dade é um atributo cont́ınuo. Classificação é referente ao processo em que o atributo

classe tem valor categórico discreto, enquanto regressão remete à predição de variáveis

com valores cont́ınuos. A aplicação de tarefas preditivas em mineração de textos tem

como principal aplicação a categorização automática de documentos, ou seja, são tarefas

de classificação. Por exemplo, a partir da seleção de uma coleção de artigos sobre esportes

e outros de uma área diferente, pode-se inferir um modelo de classificação para artigos

da área de esporte, que é dito uma tarefa de classificação ou categorização. Deve-se

observar que a categoria ou classe, nesse caso, é um atributo discreto e que os dados são

mapeados em um número finito de categorias, no qual cada categoria corresponde a um

rótulo.

A classificação de textos sempre ocorre sob categorias pré-definidas, como taxonomias,

thesaurus ou ontologias. As técnicas utilizadas são muito variadas, mas deve-se escolher

entre as que melhor se adaptam a um grande número de atributos (por exemplo, Suport

Vector Machines (Joachims, 1998)), ou a implementações de algoritmos que lidam bem

com grande número de atributos (por exemplo, o C4.5 para árvores de decisão (Wu et al.,

2008; Quinlan, 1993)). Uma aplicação interessante de categorização de documentos é a

sua utilização para obter metadados estruturados, como no trabalho de Pierre (2002), em

que ele utiliza técnicas de mineração de textos para auxiliar a extração de metadados,

para categorizar os textos e então utilizar técnicas de mineração de dados tradicionais

4A partir desta etapa o conjunto de dados representa a coleção de documentos/textos.
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sobre a base estruturada. Se apenas parte dos exemplos é rotulada, podem ser aplicados

modelos de aprendizado de máquina semi-supervisionados, em que a informação dos

rotulados ajuda a gerar modelos para rotular os não rotulados, ou aplica-se um método

não supervisionado para gerar rótulos e então um classificador para tentar melhorar a

rotulação, repetindo-se o processo enquanto algum critério de avaliação do mesmo indicar

que houve melhora (Matsubara et al., 2005; Brefeld e Scheffer, 2004).

As tarefas descritivas consistem na identificação de comportamentos intŕınsecos

da coleção de dados, sendo que esses dados são exemplos não rotulados ou trata-

dos como não rotulados, utiliza-se de modelos de aprendizado de máquina não-

supervisionado, que por sua vez, produzem conhecimento novo e interpretável. As

principais tarefas descritivas em mineração de textos são a obtenção de regras de associ-

ação, o agrupamento e a sumarização de documentos.

As regras de associação são relações lógicas inferidas entre dados correlacionados de

um ou mais conjunto de dados, analisados conjuntamente (Agrawal e Srikant, 1994). Em

outras palavras, as regras de associação indicam relações entre dois conjuntos disjuntos

de atributos L e R, representando tais relações na forma L → R, na qual L é conhecido

como antecedente e R como o conseqüente da regra. Em mineração de textos, o número

de regras de associação obtidas tende a ser muito grande, uma vez que cada termo de

um texto pode ser considerado um atributo e, como existem diversos termos diferentes

em um documento, várias relações podem ser encontradas. Portanto, as regras obtidas

devem, também, ser mineradas até que delas seja posśıvel obter algum conhecimento útil

e conclusivo, cabendo essa tarefa à etapa de pós-processamento do processo de mineração

de textos.

Tarefas de agrupamento ou clusterização buscam uma estrutura de organização

em grupos de objetos similares. Especialmente, quando a quantidade de dados é extrema-

mente grande supõe-se que eles tenham uma estrutura de cluster, que permite melhor

entendê-los e usá-los eficientemente (Duda et al., 2001). Existem diferentes formas e téc-

nicas para agrupamentos, que envolvem modelos probabiĺısticos (Mardia et al., 1979), com

base na distribuição original dos dados. Dentre esses se tem grupos flat ou hierárquicos;

isto é, grupos isolados ou com uma caracteŕıstica hierárquica. Nos agrupamentos pro-

babiĺısticos cada exemplo pertence a um grupo com alguma probabilidade entre zero e

um; sendo que a soma de todas as probabilidades de um mesmo exemplo para cada grupo

deve ser um. Logo, em agrupamentos flat a probabilidade de um documento pertencer a

um grupo é um ou zero. Em um agrupamento hierárquico soft assignment cada elemento

tem uma probabilidade de pertencer ao seu grupo e ao grupo superior a ele, com diferentes

distribuições de probabilidade. Uma aplicação interessante para cluster probabiĺıstico é

a desambigüidade entre conceitos, dependendo de cada tópico em que eles são utilizados

(Manning e Schütze, 1999); desde que se possa também classificar os textos analisados nos

tópicos que se dispõe, os resultados são de grande aux́ılio à análise como um todo. Ainda,

para agrupamentos soft assignment tem-se os agrupamentos com base em lógica nebulosa

(fuzzy), com racioćınio semelhante aos probabiĺısticos, porém em lugar de estimar as

probabilidades em cada grupo, utilizam-se os graus de pertinência. A utilização de agru-

pamento de dados pode ser interessante para fins de mineração, exploração e sumarização
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de coleções de textos (Peltonen et al., 2002).

Ainda, clusterização é muito usada em recuperação de informação, partindo-se da

hipótese que se um usuário está interessado em um documento espećıfico pertencente a um

grupo deve também estar interessado em outros documentos desse grupo (Chakrabarti,

2003; Kobayashi e Aono, 2004). Essa hipótese em concomitância com a derivação de

taxonomias de tópicos e suas projeções, levam a buscas mais direcionadas, que procuram

por grupos de documentos semelhantes. Clusterização tem sido muito utilizada no suporte

à geração de taxonomias e aprendizado de ontologias (Maedche, 2002), ou muitas vezes

para auxiliar o processo de geração/aprendizado, como no trabalho de Hotho et al. (2002)

e, em poucos trabalhos, de forma mais direcionada à obtenção de taxonomias de conceitos,

como utilizado por Wives (2004) e Kashyap et al. (2005a).

A sumarização, em mineração de textos, é uma área emergente baseada em agru-

pamentos por tópicos e então extração de informação por tópicos identificados, para um

documento apenas que seja representativo do grupo (Weiss et al., 2005). A extração do

resumo em geral é feita sentença por sentença, utilizando-se alguma ferramenta de eti-

quetação para identificá-las e marcá-las no texto. Também se atribui uma ponderação às

sentenças, em função da freqüência de um conjunto de interesse de palavras na mesma,

bem como se pode distribuir pesos acumulativos a esses de acordo com a seção do texto

no qual a sentença ocorre, por exemplo, se o texto for semi-estruturado, diferentes pe-

sos para t́ıtulo, resumo, introdução. Ao final do processo de etiquetação e ponderação

chega-se a um conjunto de sentenças no qual é mantida a ordem em que elas ocorreram

no documento; e então cada conjunto de sentenças representa o seu tópico. Esse tipo

de extração de resumos é puramente estat́ıstico; existem outros métodos com base na

estrutura retórica dos textos que podem ser integrados a outras técnicas lingǘısticas de

identificação de segmentos semânticos (Rino e Pardo, 2003).

2.2.4 Pós-processamento e utilização do conhecimento

Uma vez obtidos os padrões acerca dos documentos, esses devem ser analisados e

interpretados. Deve-se avaliar, junto a um especialista, aspectos do conhecimento extráıdo

de acordo com o contexto do problema, como a representatividade do conhecimento obtido,

a novidade contida nos resultados e a maneira que o conhecimento deverá ser utilizado.

No que tange à validade do conhecimento, deve-se verificar se os padrões obtidos con-

dizem com a realidade e são aplicáveis ao que se propôs no objetivo inicial. Por exemplo,

em aplicações que envolvam tarefas preditivas, pode-se avaliar os modelos com medidas

relativas à precisão na predição de dados não vistos, como taxa de erro, precisão e cober-

tura. Avaliações repet́ıveis e com medidas comparáveis são ditas avaliações objetivas.

A avaliação de modelos descritivos é um pouco mais complicada, uma vez que o critério de

avaliação varia de acordo com o objetivo do processo. Dessa forma, algumas vezes podem

não existir medidas objetivas para avaliar o resultado do processo, ficando a avaliação a

cargo de um especialista do domı́nio, denominada avaliação subjetiva.

Outro aspecto importante refere-se à compreensibilidade do conhecimento. Os algo-

ritmos de extração de padrões podem gerar uma quantidade de padrões muito grande,
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dificultando a compreensão por parte do usuário e fazendo necessária a aplicação de

mecanismos que forneçam aos usuários apenas os padrões mais interessantes (Silberschatz

e Tuzhilin, 1995). Em mineração de textos, devido à presença de alta dimensionalidade,

esse é um problema recorrente, demandando especial atenção.

Uma tarefa que tem um importante papel no aux́ılio ao especialista nesse ponto do

processo, mas que também pode ser utilizada ao longo das demais etapas, é a visualização

dos dados. Card et al. (1999) definem essa tarefa como“uma representação visual de dados

interativa baseada no computador para ampliar a cognição”. Diversos tipos de gráficos

e diagramas podem ser utilizados ao longo de todo o processo pelo analista, facilitando

a compreensão dos resultados das diversas etapas e auxiliando a tomada de decisão. A

análise visual pode, por exemplo, indicar falhas no pré-processamento dos documentos

e a necessidade de refazê-lo. Além disso, diversas formas finais de conhecimento são

facilmente associáveis a formas de visualização de informação, como é o caso do cluster

hierárquico de documentos, cujo resultado final é uma árvore que pode ser visualizada,

por exemplo, por meio de árvores de diretórios ou árvores hiperbólicas (Lamping et al.,

1995).

Após ter percorrido todas as etapas do processo, o conhecimento validado pode ser

utilizado pelo usuário. Com o correto desenvolvimento das etapas anteriores, pode-se

garantir que o conhecimento, nesse ponto, é válido e útil, podendo ser aplicado no apoio

à tomada de decisão para os aspectos estabelecidos nos objetivos do processo.

2.3 Considerações finais

A extração de conhecimento a partir de bases de dados textuais tornou-se um impor-

tante aliado às mais diversas corporações, obtendo a partir dos documentos textuais algum

conhecimento útil que auxilia o processo de tomada de decisão. A mineração de textos é

o agente transformador dos dados textuais em conhecimento, extraindo dos documentos

informações novas e potencialmente úteis por meio de padrões detectados ao longo das

coleções.

O processo de mineração de textos é constitúıdo de uma seqüência de cinco passos:

identificação do problema, pré-processamento, extração de padrões, pós-processamento e

utilização do conhecimento. Cada um desses é constitúıdo de atividades genéricas, as quais

podem ser instanciadas de acordo com a especificidade de cada aplicação por meio de,

por exemplo, seleção do algoritmo de aprendizado que melhor cumpra o objetivo final, ou

de alguma medida que selecione o subconjunto de atributos mais representativo daquela

coleção.

Neste caṕıtulo procurou-se cobrir o processo de mineração de textos de um modo geral,

para que no próximo caṕıtulo seja mostrada uma instanciação dele como uma metodolo-

gia de obtenção de taxonomias de tópicos. A metodologia de obtenção de taxonomias

de tópicos é uma das principais contribuições desta tese de doutorado e, dela há mais

três contribuições ao estado da arte, representadas pela seleção de atributos n-gramas

do Caṕıtulo 4, novos métodos para rotulação de agrupamentos hierárquicos e avaliação

objetiva da rotulação no Caṕıtulo 5.
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Caṕıtulo

3
Abordagem para a construção de taxonomias

de tópicos em um doḿınio

N este caṕıtulo é descrita uma proposta metodológica para a construção de ta-

xonomias de tópicos em um domı́nio de conhecimento. A proposta é uma

instanciação do processo de mineração de textos, cobrindo desde a seleção da

coleção de documentos até a obtenção automática de uma boa aproximação da taxonomia

desejada. Tecnologicamente, a proposta tem como objetivo chegar a um ambiente de

software para automatizar o processo, permitindo-se a intervenção dos especialistas do

domı́nio em algumas das etapas, de modo que necessidades de compreensibilidade possam

ser satisfeitas. Academicamente, o objetivo é explorar diferentes técnicas em cada uma

das etapas da metodologia, de modo que se possam propor novas técnicas, adaptações ou

combinações das existentes, que sejam mais adequados aos seus propósitos.

3.1 Introdução

A metodologia desenvolvida e apresentada neste caṕıtulo é denominada TopTax-

Topic Taxonomy. A TopTax trata-se de uma compilação das iniciativas já amplamente

discutidas na literatura, anteriores a sua primeira proposição (Moura, 2006) e podendo

incorporar novas soluções. O objetivo é cobrir de modo integrado as etapas de mineração

de textos desde a seleção da coleção de textos até a obtenção automática de uma boa

aproximação da taxonomia desejada, permitindo a intervenção de especialistas do domı́nio

de conhecimento no processo.

Há muitos trabalhos na literatura sobre hierarquia de tópicos visando à melhoria de

processos de busca na web. Essa tem sido uma prática utilizada em aplicações voltadas

para a recuperação de informações textuais, como a geração de indexadores para as

máquinas de busca. Ou ainda, podem-se organizar os resultados da busca em tópicos

aproximados, como no caso da organização hierárquica obtida pela ferramenta Vivisimo

19



(Koshman et al., 2006). Porém, na maioria dos casos, os tópicos são encontrados sob

agrupamentos disjuntos não hierárquicos. A organização hierárquica de tópicos, em geral,

é realizada manualmente, por meio de um intenso trabalho humano, como para o site Ya-

hoo; semi-automática, como na construção de taxonomias ou ontologias (Maedche, 2002;

Bloehdorn et al., 2005; Cimiano, 2006), ou na construção de mapas de tópicos (Librelotto

et al., 2004).

Um modo de organizar o conhecimento é criar uma estrutura de representação divi-

dida em tópicos hierarquicamente relacionados. Um exemplo, é a organização hierárquica

de um domı́nio de conhecimento como na Agência de Informação Embrapa (Souza et al.,

2006) - ou simplesmente Agência. O conhecimento mais genérico está presente nos ńıveis

mais altos da hierarquia enquanto que seus detalhamentos, ou conhecimentos mais espećı-

ficos, nos ńıveis mais baixos. Cada nó na hierarquia corresponde a um tópico do domı́nio

de conhecimento e contem um texto relacionado ao mesmo. Esses textos resultam da

compilação do conhecimento produzido pelos pesquisadores e algumas referências bibli-

ográficas, dando-se preferência a referências em mı́dia digital. A criação e atualização

dessas hierarquias não é uma tarefa trivial, porque demanda um grande esforço por parte

da equipe de especialistas.

Considerando que uma coleção de textos de um domı́nio de conhecimento organizada

em tópicos hierárquicos facilita a compreensão desses documentos, neste caṕıtulo descreve-

se a proposta de uma metodologia para tal fim. Para atingir esse objetivo deve-se auxiliar

o processo de organização da coleção de textos, produzindo um mapa de tópicos que

facilite a análise e compreensão da coleção de textos e que possa ser utilizado junto a fer-

ramentas de recuperação de informação sobre a coleção, fornecendo bons indexadores de

busca e permitindo a evolução dos tópicos. A TopTax é composta por etapas completa-

mente automatizadas, porém permite a intervenção dos especialistas do domı́nio em cada

qual, de modo que algumas necessidades de compreensibilidade possam ser satisfeitas,

se os especialistas assim o desejarem. Caso contrário, o ferramental pode ser utilizado

sem intervenções. Não se pretende, com as soluções automatizáveis, retirar o papel do

especialista do domı́nio na construção dessas taxonomias, mas sim, deixá-lo livre para

escolher em que etapas intervir e assim facilitar a sua tarefa. Espera-se chegar a um ńıvel

de organização dos dados similar aos mapas de tópicos da Agência.

Desta forma, a TopTax procura integrar essas técnicas em um ambiente de software

único, onde se possa trabalhar o desenvolvimento de uma solução tecnológica e no qual se

possam incorporar novas soluções. Ainda, academicamente, procura-se explorar diferentes

técnicas em cada uma das etapas da metodologia, de modo que se possam propor novas

soluções, adaptações ou combinações das existentes, sempre com o objetivo de adequá-las

à construção de taxonomias de tópicos.

Na Seção 3.2 são discutidos alguns trabalhos mais diretamente relacionados a este,

tanto os que lhe serviram de inspiração, como alguns mais recentes que ajudam a cor-

roborar esta iniciativa. A seguir, Seção 3.3, a metodologia TopTax é apresentada em

consonância com sua configuração atual. Na Seção 3.4 são apresentados, resumidamente,

alguns exemplos de aplicação da TopTax, com a utilização de algumas ferramentas de-

senvolvidas. Na Seção 3.5 são resumidas as contribuições da TopTax, suas limitações,
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alguns trabalhos futuros e em andamento.

3.2 Trabalhos relacionados à obtenção de taxonomias de tópicos

por meio de mineração de textos

Em muitos trabalhos o agrupamento de documentos seguido de alguma descrição do

mesmo é tratado como uma sumarização da coleção de textos. Nessa linha há trabalhos

que tratam a sumarização em si, encontrando os tópicos de cada grupo de textos, e,

então aplicando alguma técnica de resumo aos grupos de documentos. Ainda, há outros

que tratam os descritores de cada grupo como descritores de tabelas de bases de dados

ou indexadores de busca, diretamente como uma taxonomia de tópicos ou os utilizam

para suporte à construção ou evolução de ontologias. A seguir, algumas dessas linhas são

colocadas.

Um grupo da IBM iniciou o desenvolvimento do framework TaxGen (Müller et al.,

1999) no final dos anos 90. Nesse projeto a taxonomia obtida é vista como a repre-

sentação temática inerente à coleção de textos. O objetivo era criar automaticamente

taxonomias comparando os documentos em função de suas caracteŕısticas lingǘısticas.

Para tal usaram algoritmos de agrupamento hierárquico aglomerativos, porém cortavam

a taxonomia obtida em, no máximo, sete ńıveis; de modo que os ńıveis pudessem ser

observados em uma única tela. O agrupamento obtido era antão utilizado para classificar

novos exemplos de documentos. Para agilizar os algoritmos de agrupamento, descartavam

os termos mais freqüentes e os termos menos freqüentes. O corte em sete ńıveis da taxono-

mia é um pouco mais abrupto que em outros trabalhos. Por exemplo, em Aggarwal et al.

(1999) os centróides de cada classe são usados como sementes iniciais e então um método

de agrupamento hierárquico é aplicado a cada grupo. Durante o processo, os grupos com

menor número de documentos são descartados.

No trabalho de Larocca et al. (2000) foi usado o software AutoClass para obter um

bom agrupamento de um conjunto de documentos e então cada tópico foi sumarizado.

Foi realizado um pré-processamento convencional dos textos: case-folding, para não dife-

renciar maiúsculas de minúsculas; stemming ; eliminação de stopwords ; e n-gram words,

utilizando apenas trigramas. A medida utilizada para eliminar os casos com peso de ocor-

rência zero foi a tf-idf. Obtido o agrupamento, as palavras mais descritivas de cada grupo

são consideradas palavras-chaves. Para o documento centróide de cada grupo elaborou-se

um resumo dos documentos mais relacionados a ele. No trabalho é proposto que se con-

siderem as palavras-chaves como um ultra-resumo, que ajuda a identificar os tópicos de

cada grupo. Então, quando o usuário julga algum grupo mais interessante pode resumir

os seus documentos para ter uma melhor idéia do que foi encontrado. Como a abordagem

usada é bag of words, não se conhece a ordem das palavras, logo para resumir um grupo de

documentos foi utilizado um método extrativo para obter as sentenças mais significativas

dos textos, usando um peso semelhante a tf-idf e estabelecendo um threshold para cortes.

O agrupamento obtido não é hierárquico e a avaliação do método é muito subjetiva, uma

vez que o objetivo é fornecer uma ferramenta de análise exploratória para o especialista
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mais voltada à obtenção de resumos e palavras-chaves dos grupos.

Ainda na linha de sumarização, Chuang e Chien (2005) definem um segmento de

texto como uma seqüência significativa de palavras que são freqüentemente curtas mas

representam um conceito espećıfico em um domı́nio. Tal seqüência como palavra-chave em

um documento corresponde a uma expressão de busca em ĺıngua natural. Esses segmentos

podem ser palavras, frases, nomes de entidades, expressões de busca em ĺıngua natural,

novos eventos, nomes de produtos, t́ıtulos de artigos ou livros, etc. O objetivo é organizar

esses segmentos em hierarquias de tópicos com um método geral e prático que utiliza

a web como recurso adicional de conhecimento. Como os resultados não são facilmente

interpretáveis, resultando em extensas hierarquias; propuseram um critério de corte que

transforma as árvores binárias obtidas em árvores genéricas, conhecido como min-max.

Para sumarização automática multi-documentos há várias técnicas. Ou et al. (2006) falam

do uso de palavras similares entre documentos para indicar tópicos em coleções de artigos

para organizar uma biblioteca digital. Porém, conclúıram que essa solução não era a ideal,

comparando-a com outros tipos de resumos automáticos, extração de frases completas

e outras formas de sumarização; que fogem ao foco desta tese. Já a sumarização de

agrupamentos por palavras-chaves formadas por frases, como no trabalho de Hammouda

e Kamel (2008) divide-se em duas etapas: seleção das chaves, cuja qualidade é dada pela

df ponderada pelo número de frases na coleção total; e, ranqueamento das frases, as que

ficam no topo descrevem o grupo.

Nos trabalhos de descoberta e comparação de hierarquia de tópicos de Lawrie e Croft

(2000) e Lawrie et al. (2001) o interesse é gerar taxonomias de domı́nios espećıficos, agru-

par um conjunto grande de documentos e então obter hierarquias de cada grupo, isto

é, hierarquias sob cada tópico. A idéia é que grupos homogêneos de documentos propi-

ciam melhores hierarquias, pois o conjunto de atributos/termos tem um uso mais coeso e

melhor delimitado. Nesses trabalhos foram obtidas hierarquias pré-assumidas com carac-

teŕısticas de dependência semântica e hierarquias léxicas; e, ainda foram propostas duas

diferentes formas de avaliar as diferenças entre hierarquias, com duas diferentes métricas.

A primeira mede a velocidade com que se chega ao conjunto de documentos relevantes,

correspondendo a quantas arestas anda-se no grafo, e outra quantifica a similaridade entre

duas hierarquias. A questão da similaridade entre duas hierarquias é razoavelmente com-

plicada de ser calculada e a proposta colocada é bastante interessante. O resultado final

é um k-means modificado e agrupamento hierárquico em um domı́nio restrito, bastante

parecido com o problema de pesquisa deste trabalho.

Procurando-se por atributos mais significativos nos grupos obtidos, tem-se métodos

para agrupar e atribuir pesos simultaneamente como proposto por Frigui e Nasraoui

(2004). Cada grupo é caracterizado por um conjunto de palavras-chave, então se en-

contram os pesos das palavras-chave não só para particionar os documentos em grupos

semânticos mais significativos, mas também para indicar a relevância dos termos nos gru-

pos. Nesse trabalho também é mostrado como levar essas relevâncias para uma proposta

utilizando lógica nebulosa (lógica fuzzy). A medida utilizada para o termo no documento,

casela da matriz atributo-valor, precisa ser cont́ınua para ser mais rica em informação,

dado que o algoritmo proposto é utilizado para resolver, simultaneamente, os agrupamen-
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tos ótimos e os pesos dos atributos. O problema é que é necessário estabelecer o número

de grupos a priori e o modelo não é hierárquico. Assim, embora essa fosse uma alternativa

aos métodos que apenas encontram centróides, as medidas de relevância dos atributos são

atualizadas junto ao processod e agrupamento e dependem completamente do método;

logo, para utilizar as mesmas idéias é necessário adaptá-las a outros métodos de interesse.

Para a melhoria de taxonomias de documentos, alguns autores trabalham com uma

classificação pré-existente, como no caso de Punera et al. (2005). Nesse trabalho, a partir

de um corpus de documentos rotulados extrai-se uma estrutura hierárquica viável; cons-

trúıda a partir do conhecimento prévio das classes. Para as classes obtidas é ajustado um

classificador SVM a fim de refinar a classificação dos documentos; ou seja, o objetivo é

melhorar a taxonomia pré-existente.

Em trabalhos em que o objetivo é extrair a taxonomia a partir dos documentos, como

em Dupret e Piwowarski (2005), se o domı́nio não é restrito, a representação bag of words

não facilita o enfrentamento de problemas de polissemias e sinônimos. Nesse trabalho,

por exemplo, procura-se explorar a indução de taxonomias de termos, a partir de uma

decomposição espectral do tipo singular value decomposition (SVD) e identificar conceitos.

Os conceitos devem ser ortogonais, não correlacionados, conseqüentemente menos senśıveis

ao vocabulário particular utilizado nos documentos. Esses autores definem conceito a

partir dos ranks dos termos na decomposição obtida; ou seja, a base matemática é uma

decomposição espectral da matriz de similaridades obtida. O modelo obtêm a taxono-

mia, mas não carrega a informação de quais documentos se encontram sob cada tópico; é

obtido um grafo direto e aćıclico de termos e conceitos. Um bom contra-exemplo seria a

decomposição LSI - latent semantic indexing (Deerwester et al., 1990), também baseada

em SVD; que permite a identificação de conceitos e documentos relacionados.

Ainda na linha de obter taxonomias a partir dos documentos, Clifton et al. (2004)

propuseram identificação dos tópicos freqüentemente discutidos com o objetivo de auxiliar

a compreensão dos textos. Assim, precisaram adaptar as técnicas utilizadas para que os

tópicos ficassem compreenśıveis por humanos. Como eles também desejavam permitir

a exploração da coleção, procuraram manter as ligações entre tópicos e textos. Então,

utilizando regras de associação, já previamente filtradas como interessantes, agrupavam-

nas, procurando regiões de sobreposição, para explorar.

O trabalho de Kashyap et al. (2005a) tem por objetivo reduzir o esforço humano para

construir ontologias. O ponto de partida é um agrupamento hierárquico de documentos,

obtendo uma taxonomia de conceitos. No trabalho, é definida uma taxonomia como

um sistema de organização do conhecimento que representa relações entre tópicos de

tal forma que eles arranjem os conceitos dos mais genéricos para os mais espećıficos -

conceitos mais formais foram deixados para trabalhos futuros. Eles também utilizaram

técnicas de processamento de ĺıngua natural na geração da taxonomia, porém restritas ao

pré-processamento, para retirar sintagmas verbais da análise. A técnica de agrupamento

foi o bissecting k-means e o PDDP - Principal Direction Divisive Partitioning (Boley,

1998); extraindo-se a taxonomia a partir da hierarquia e avaliando a qualidade da mesma.

Após o agrupamento, são calculados parâmetros que refletem a coesão dos grupos e que

são utilizados pelo algoritmo de extração da taxonomia. Esses parâmetros resultam em
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pontos de poda na hierarquia inicialmente obtida; ou seja, apenas os nós mais relevantes

são mantidos, de modo que se tenha uma árvore mais enxuta e mais coesa. As técnicas

de avaliação propostas por eles exigem a comparação com uma taxonomia padrão (gold

taxonomy) ou a avaliação estrutural. No trabalho do TaxaMiner (Kashyap et al., 2005a)

as hierarquias são obtidas de uma coleção de textos controlada, recuperada a partir de um

critério de busca que garante a relação de pertinência em uma hierarquia pré-conhecida.

Os autores mostram que, de acordo com a presença de termos mais amplos (broader) nos

nós antecessores e mais espećıficos (narrower) nos nós descendentes de uma taxonomia

pré-definida, conseguem avaliar o quanto o método se aproxima da taxonomia padrão.

Em um segundo trabalho (Kashyap et al., 2005b), os autores usaram a técnica Latent

Semantic Indexing (LSI) para reduzir a dimensão do problema e auxiliar a identificação

da desambigüidade de termos; e, foram propostas algumas adaptações aos critérios de

avaliação da taxonomia, com base na nova forma de indexar (encontrar as medidas da

matriz atributo-valor) os termos nos documentos - usando os scores da decomposição da

matriz de termos na LSI.

Trabalhos que partem da existência de uma taxonomia e procuram melhorá-la contêm

idéias interessantes para o crescimento dos agrupamentos. No trabalho de Tang et al.

(2006), dada uma hierarquia/taxonomia e um conjunto de treinamento, ajustam-na de

acordo com o aprendizado sobre o conjunto de treinamento, considerando-o como novos

exemplos a serem classificados e mostram que vão obtendo melhores hierarquias em relação

à original. A abordagem de Zhao e Karypis (2005) parte de uma hierarquia de tópicos

pré-definidos, por um especialista do domı́nio; dado que essa hierarquia é incompleta,

procuram montar os grupos a partir dela e para completá-la. Também o trabalho de

Escudeiro e Jorge (2005) é proposta uma metodologia para assistir editores no processo

de compilação de recursos web. Nela permite-se a especificação genérica de um tópico,

incluindo sua estrutura ontológica, por uma equipe de editores. A interação do usuário

com o ferramental ocorre em dois passos distintos: na fases de definição de tópicos e

caracteŕısticas (taxonomia inicial) e na fase de exploração dos recursos compilados pelo

sistema (de acordo com as preferências dos usuários). Logo, a base é aprendizado semi-

supervisionado com algum tipo de reinforcement learning não tão expĺıcito, que faz uso

das preferências dos usuários.

Na mesma linha de partir de uma taxonomias pré-existentes encontra-se o trabalho de

(Tang et al., 2008); porém, com aplicação na identificação dinâmica de perfis de grupos.

Os autores propõem adaptações de taxonomias de tópicos para que sejam mais dinâmicas

ao apresentar caracteŕısticas de grupos em comunidades virtuais. É um caso em que as

taxonomia de tópicos de interesse não casam com taxonomias habituais; por exemplo, um

furacão está associado à meteorologia, mas também está relacionado a questões poĺıticas.

Nesse trabalho, dada uma taxonomia procura-se encontrar um refino realizando uma busca

em um espaço de diferentes hierarquias plauśıveis. Com o aux́ılio de uma edit distance

vão procurando adaptá-las a novos perfis; e, ainda, comparam uma busca gulosa a uma

abordagem top-down buscando por melhores vizinhança.

Algumas abordagens para a obtenção de taxonomias são muito dependentes dos con-

ceitos de ontologias e processamento de ĺıngua natural, especialmente em trabalhos como
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os de Hotho et al. (2002) e Jiang e Tan (2005), em que são utilizados analisadores léxicos

e sintáticos bastante complexos. Nesses trabalhos também ocorrem consultas a ontolo-

gias pré-definidas, para encontrar as similaridades termo a termo e expandir ou retrair as

informações encontradas. Nessa linha, encontra-se a ferramenta Text-to-Onto, que está

bem longe do escopo original deste trabalho.

Neste trabalho a idéia é usar uma abordagem estat́ıstica para o problema, mais próxi-

ma a do ambiente TaxaMiner; cobrindo desde a preparação dos dados até a visualização,

validação e edição da taxonomia final. Então, a partir da taxonomia obtida poder-se-á

adaptar métodos de ajustes de taxonomia. Em todos os passos permite-se que o espe-

cialista interfira no processo, pois o primeiro objetivo é facilitar o seu trabalho. Como

nenhuma das abordagens vistas resolve o problema proposto por inteiro, a proposta aqui

apresentada utiliza várias das idéias da revisão realizada, mediante adaptações, e procu-

rando integrá-las em cada passo. Isso também vai de encontro ao segundo objetivo, que

é explorar e propor técnicas adequadas a cada passo da obtenção das taxonomias.

Finalmente, dois trabalhos atuais que corroboram totalmente com a proposta aqui

apresentada são o ambiente ACORN - Automatic Domain Specific Ontology Construction

Process de Bae et al. (2008) e o dos criadores da ferramenta OntoGen, Fortuna et al.

(2008). Os dois não trabalham com abordagens h́ıbridas, misturando aprendizado es-

tat́ıstico e técnicas lingǘısticas. No ambiente ACORN, extrai-se conceitos do domı́nio

com base em similaridade entre termos de um vocabulário controlado, como a Word-

Net, bem como co-ocorrência de termos. Depois se identificam relações entre conceitos,

explorando agrupamento hierárquico e ordenação dos conceitos em relação à ontologia

final. Na preparação de dados removem as stopwords, utilizam radicalização inflexional

(com o algoritmo de Porter) e utilizam tf-idf tanto para os cortes como medida para a

matriz atributo-valor. Depois, obtêm um lattice das palavras usando uma similaridade

de co-ocorrência combinada com a medida de similaridade entre palavras da WordNet,

após uma normalização arbitrária (multiplicam por 0.5 a soma). Esse lattice conceitual

é combinado com os atributos mais discriminativos dos grupos obtidos a partir do cor-

pus para melhorar a leitura dos tópicos e os conceitos aprendidos. Esse atributos mais

discriminativos em cada grupo são os que possuem melhores ranqueamentos de tf-idf no

grupo. No trabalho de Fortuna et al. (2008), uma taxonomia de tópicos é tratada como

uma ontologia de tópicos, considerando-se cada nó como tendo uma relação de conceito

e sub-conceito. Como na TopTax, a idéia desenvolvida no trabalho de Fortuna et al.

(2008) procura reduzir o esforço despendido pelo especialista de domı́nio. A proposta de-

les consiste na extração de termos do domı́nio, a partir de abordagens h́ıbridas, extração

das relações de hierarquia, população do vocabulário e escolha dos nomes de conceitos

comparando-os a um vocabulário controlado.

3.3 Descrição da metodologia proposta - TopTax

Segundo Aristóteles, taxonomia é a ciência de classificar coisas e engloba a noção

de categorias e subcategorias, bem como conceitos e sub-conceitos; que são idéias que

melhor se aproximam daquelas de sistemas orientados a objetos (veja (Cimiano, 2006)
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para detalhes). O principal objetivo, neste trabalho, é chegar a uma taxonomia de tópicos,

organizando uma coleção de documentos de tal forma que sua compreensão possa ser

melhorada. A coleção de textos será agrupada em categorias e subcategorias, de modo

que se obtenha descritores de cada categoria. Para os descritores será utilizada a noção

de herança entre os objetos, isto é, uma subclasse ou subcategoria herdará os descritores

da sua classe ou categoria.

A coleção de textos será considerada como pertencente a um domı́nio espećıfico de

conhecimento e será hierarquicamente organizada em tópicos e subtópicos, nos quais os

documentos se inserem. Embora a idéia seja obter um ambiente de ferramentas bastante

automatizado, a intervenção dos especialistas do domı́nio em algumas de suas etapas é

permitida, sendo auxiliada por critérios estat́ısticos para guiar as escolhas. Para descrever

o trabalho desenvolvido, a seguinte terminologia e restrições são aplicadas à coleção de

documentos e seus posśıveis componentes:

• coleção de textos: assume-se que a coleção é de um domı́nio espećıfico de conheci-

mento. Especialmente os métodos de extração de conhecimento tratam a coleção de

textos como bag of words, ou seja, o contexto das palavras nos textos é desconhecido.

Desse modo, o ambiente não é capaz de tratar posśıveis polissemias. Polissemias

são termos com grafia semelhante e significados muito independentes em diferentes

contextos, por exemplo, a fruta manga e a parte de uma camisa também com o

nome manga. Logo, restringir o domı́nio diminui a probabilidade de ocorrência de

polissemias na coleção.

• extração de conhecimento: sempre serão considerados métodos não supervi-

sionados. Embora o domı́nio da coleção de textos seja supostamente conhecido,

assume-se que não se conhecem os subdomı́nios de cada documento, ou mesmo de

algum subconjunto dos documentos.

• termo: é usado no mesmo contexto que para recuperação de informação, pois se

considera uma palavra ou composição de palavras, removidas as inflexões ou não.

Tratam-se os termos com uma única palavra como unigramas, com duas palavras

como bigramas e com três como trigramas ; e as coleções sempre como bag of words.

• vocabulário: o conjunto completo de termos que é usado na construção da taxo-

nomia de tópicos. Logo, o vocabulário corresponde à união de todos os conjuntos

de descritores de cada tópico e subtópicos. Esse vocabulário pode ser considerado

como uma estimativa do vocabulário do domı́nio; estimativa que será melhor ou pior

dependendo da representatividade da coleção de textos em relação ao domı́nio do

conhecimento.

• taxonomia de tópicos: uma coleção de textos, de um dado domı́nio de conhe-

cimento, hierarquicamente agrupada a partir de uma função de similaridade entre

seus documentos, considerado o conjunto de atributos, com cada grupo rotulado de

acordo com uma estimativa de vocabulário do domı́nio.

A base metodológica é uma instanciação do processo de mineração de textos, cujas

etapas são ilustradas na Fig. 3.1. Em um primeiro passo, faz-se uma Identificação do
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Problema, na qual delimita-se o problema a ser trabalhado, bem como as fontes de dados

e as ferramentas utilizadas. Logo após, realiza-se um Pré-processamento da coleção

de documentos, padronizando-a e delimitando o vocabulário que a representa. Passa-

se, então, para a etapa de Extração de Padrões, por meio da utilização de métodos

de agrupamento hierárquico e rotulação das hierarquias. Com a taxonomia extráıda,

efetua-se o Pós-processamento da mesma, procurando validá-la e refiná-la. Por fim,

avança-se à exploração e Uso do Conhecimento. As etapas são independentes e podem

se retroalimentar. Além disso, o objetivo é fornecer uma solução tecnológica a partir da

seleção e proposição de técnicas a serem utilizadas em cada etapa. Todas estas etapas

estão detalhadas nas seções a seguir.

Figura 3.1: Metodologia para obtenção de taxonomia de tópicos baseada em mineração
de textos

3.3.1 Identificação do problema

Nessa etapa definem-se os objetivos da aplicação da metodologia, por exemplo, identi-

ficar tendências ou simplesmente auxiliar a organização de uma coleção de documentos. A

identificação do problema é uma etapa muito importante, dado que não existe descoberta

de conhecimento sem demanda pelo mesmo. Nesta etapa o especialista do domı́nio iden-

tifica e delimita o problema, o domı́nio do problema, a coleção de textos a ser analisada

ou sua fonte de busca, se existe algum pré-conhecimento acerca do domı́nio que possa ser

utilizado na análise, o que se espera obter e como os resultados poderão ser utilizados.

É uma etapa que demanda muito esforço tanto do especialista do domı́nio quanto do

especialista em mineração de dados, pois esta etapa fornece subśıdios a todo o processo,

permitindo identificar requisitos e posśıveis ferramentas para cada passo.

Identificado o problema, a coleção de textos, que efetivamente corresponde aos da-

dos a serem analisados, deve ser delimitada com o aux́ılio do especialista do domı́nio

do problema. Neste ponto é conveniente que sejam observadas as seguintes restrições e

requisitos:
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• a coleção de textos a ser tratada deve estar em meio digital que possa ser convertido

para arquivos ASCII comuns; por exemplo: documentos gerados por algum editor

de textos ou apresentações e resultados de pesquisa em uma máquina de busca para

web. Se os documentos a serem analisados não se encontrarem em meio digital,

por exemplo, se forem relatórios ou publicações antigas, deve-se também avaliar a

relação custo×benef́ıcio do processo de digitalização;

• deve-se conhecer a ĺıngua ou ĺınguas em que os textos estejam escritos, de modo

que se possa pelo menos classificá-los por esse quesito. Boa parte das ferramentas

automáticas de mineração de textos são dependentes da ĺıngua, dado que no mı́nimo

realizam uma análise léxica dos textos (Martins, 2003). Assim, se os textos em

análise estiverem em mais de uma ĺıngua é necessário avaliar se essa informação

pode ser desprezada ou é objeto da análise;

• dados textuais provenientes de alguma base de dados pré-organizada ou publica-

ções catalogadas em alguma biblioteca possuem metadados. Metadados são dados

que descrevem os dados originais em um padrão pré-estabelecido e complementam

as informações sobre os mesmos (Duval et al., 2002; Souza et al., 2005). Nesses

casos, os metadados devem ser considerados, pois existe uma pré-classificação dos

dados, que pode ser expĺıcita ou impĺıcita. Mesmo que a classificação seja expĺıcita

ela não será utilizada como rótulo ou seja, continuar-se-á trabalhando apenas com

aprendizado de máquina não supervisionado, como pressuposto na metodologia.

• outra questão a ser considerada é o número de figuras nos documentos da coleção

e a sua importância. Quando os documentos são convertidos para texto simples

sem formatação, as figuras são perdidas, restando muitas vezes, apenas as legendas.

Logo, se essas figuras pertencerem a alguma base de dados e houver metadados

a respeito delas, há que se considerar trocá-las nos textos convertidos por seus

metadados; se essa operação for fact́ıvel.

Determinar o que será feito em termos de mineração dos dados é um processo que

se estende desde a delimitação do problema (Ebecken et al., 2003); depende, além da

identificação, das necessidades, dos objetivos estabelecidos e do quanto se dispõe de dados

e informações sobre eles, bem como do quanto se dispõe de ferramentas adequadas à

solução do problema.

Assim, nesta etapa, delimita-se o escopo de tratamento de dados e a fonte de infor-

mação, bem como as ferramentas que devem ser utilizadas no processo e, conseqüente-

mente, a forma de representação dos dados e resultados.

3.3.2 Pré-processamento

No pré-processamento faz-se uma padronização dos documentos, obtém-se a relação

de atributos de interesse e reduz-se a dimensão dos atributos obtidos.

Durante a padronização analisa-se subjetivamente o número de documentos dispońı-

veis que possam ser utilizados no processo. Nem sempre os documentos recuperados para
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serem utilizados estão em formatos que permitem seu uso direto e, muitas vezes, após

as conversões, um grande volume de dados é descartado devido a problemas como trocas

de caracteres ou perda de partes de palavras. Esta sub-etapa, muitas vezes, é repetida

após novas buscas por documentos e ou outras fontes dos mesmos até que se obtenha

uma coleção de textos confiável. À coleção final aplicam-se algumas padronizações, como

transformar todas as letras em minúsculas, eliminar caracteres especiais, eliminar stop-

words e inserir tags XML. Se necessário, as tags XML podem ser utilizadas para delimitar

os textos, bem como delimitar metadados.

Esta etapa da metodologia contribuiu na identificação de requisitos para o desenvolvi-

mento de uma ferramenta, denominada IESystem - Information Extraction System 1,

para: converter formatos diversos dos textos em texto plano, separar partes do texto (t́ı-

tulo, autores, resumos, etc), gravar os textos com tags XML adequadas a cada parte. Essa

ferramenta também procura identificar os formatos de artigos cient́ıficos pré-configurados

para ela e, também, pode receber como entrada um formato espećıfico de documento a

reconhecer na coleção de textos. Finalmente, essa ferramenta não é dependente da Top-

Tax, pode ser utilizada em vários outros contextos de aplicação de mineração de textos,

nos quais seus resultados sejam úteis.

Uma das metas deste passo é identificar e selecionar o método que melhor se adapte

às necessidades desta metodologia para a geração de atributos2, que são os termos de

interesse. Por exemplo, um modelo de geração de termos identifica palavras simples como

“tokens” e aplica um processo de radicalização sobre as palavras, removendo-lhes sufixos

(“stemming process”), com o uso de uma adaptação do algoritmo de Porter (1997) para

inglês, português e espanhol, como o de Matsubara et al. (2003). O processo pode gerar

apenas palavras simples e/ou multi-palavras; aqui tratados como unigramas e n-gramas.

Por exemplo, um termo pode ser “artific”, “intelligenc”, “conferenc”, “artific intelligenc”.

Entre as técnicas mais utilizadas, encontram-se a radicalização, lematização e substanti-

vação.

A técnica de stemming ou “stemmização”, aqui tratada como radicalização, reduz

as palavras às suas formas inflexionáveis e, às vezes, às suas derivações, ou seja, eliminação

de prefixos e sufixos das palavras e a utilização dos verbos em suas formas infinitivas (Man-

ning et al., 2008), sendo cada palavra analisada isoladamente. O processo de stemming

depende da linguagem, pois algoritmos de radicalização que necessitam de conhecimento

lingǘıstico (Silla Jr e Kaestner, 2002). Porém, os mais atuais não utilizam informações do

contexto para determinar o sentido correto de cada palavra (Ebecken et al., 2003), devido

à maioria das palavras poder ser considerada por um único significado, sendo que nestes

casos, o contexto não ajudará no processo de stemming. No entanto, deve-se atentar aos

posśıveis erros resultantes de análise incorreta do sentido das palavras, já que tais algo-

ritmos ignoram o significado dos termos levando, às vezes, a erros. Como algoritmos de

radicalização para a ĺıngua inglesa, pode-se citar o de Lovins (1968), Stemmer S (Har-

man, 1991) e de Porter (Porter Stemming Algorithm) (Porter, 1997); para o português

1Dispońıvel em: http://labic.icmc.usp.br/ferramentas/iesystem
2Na literatura, muitas vezes a geração de atributos é chamada de extração de atributos e nesta

tese os dois termos são indistintamente utilizados.
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e espanhol surgiram algumas adaptações a partir desses algoritmos, como a ferramenta

PreTexT (Martins et al., 2003) e Stemmer (Orengo e Huyck, 2001).

A lematização reduz as palavras a seus lemas. Para as ĺınguas francesa e inglesa,

tem-se o software proprietário Sphinx, versão 4 (Sphinx Brasil, 2008). Já para o por-

tuguês, tem-se o Lematizador de Nunes (Nunes, 1996). Há também ferramentas que

etiquetam morfologicamente as palavras, como MXPOST (Maximum entropy pos tagger)

(Ratnaparkhi, 1996), TreeTagger (Schmid, 1994) e o etiquetador de Brill (Brill, 1995),

sendo necessário, em seguida, a utilização de ferramenta que lematize tais palavras.

A substantivação ou “nominalização” faz com que as palavras exibam um compor-

tamento sintático/semântico semelhante àquele próprio de um nome3. Para a ĺıngua

portuguesa, citam-se as ferramentas FORMA e CHAMA (Gonzalez et al., 2006).

Vários experimentos comparando subjetiva e objetivamente o uso dessas diferentes

técnicas na TopTax podem ser encontrados em Conrado et al. (2008) e em Conrado

et al. (2009). Essas avaliações costumam ser feitas na etapa de pós-processamento, depois

de geradas taxonomias a partir de atributos gerados com cada técnica. Como as avaliações

subjetivas sempre apresentam alguma dependência em relação ao avaliador, em trabalhos

posteriores incorporaram-se avaliações objetivas. No trabalho de Conrado et al. (2009)

foi verificado subjetiva e objetivamente o comportamento de cada técnica em diferentes

domı́nios de conhecimento. Para as comparações objetivas utilizou-se um thesaurus ex-

pandido. Nesse caso, foi necessário estabelecer um domı́nio fixo, expandir um thesaurus

do mesmo e então comparar os resultados de cada técnica (detalhes em Conrado (2009)).

Para os bigramas e trigramas são realizados alguns testes estat́ısticos para sua seleção,

considerando-se a ordem de ocorrência de cada um de seus componentes em toda a coleção.

Essas escolhas tentam identificar potenciais colocações do domı́nio, que são posteriormente

tratadas como termos únicos; além disso, são eliminadas combinações estatisticamente

não significantes (Banerjee e Pedersen, 2003; Manning e Schütze, 1999). Por exemplo,

eliminadas as stopwords e caracteres especiais na frase: “tecnicas inteligencia artificial

aplicacoes tem sido utilizadas sistemas apoio decisao”; “tecnicas-inteligencia-artificial”,

“inteligencia-artificial”, “sistemas-apoio-decisao” e “sistemas-decisao” são potenciais colo-

cações e termos do domı́nio, mas “tecnicas-inteligencia”, “artificial-aplicacoes”, “aplica-

coes-tem-sido” e “aplicacoes-tem” não acrescentam termos relevantes ao domı́nio; logo, se

os testes assim o indicarem essas combinações são eliminadas. Como os testes estat́ısticos,

em geral, resultam em ranking de atributos, pode-se optar por um corte pré-definido ou

deixar que o especialista do domı́nio decida o corte. Um bom caso de uso do ranking com

corte pré-definido é utilizar o ranking da razão de máxima verossimilhança (ver (Manning

e Schütze, 1999)) e então cortar com um p-value predefinido, geralmente 5%.

O número de atributos, mesmo após um cuidadoso processo de limpeza da coleção

e geração dos mesmos, é exageradamente grande e, não possui representatividade em

cada documento da coleção, levando a representações esparsas de suas ocorrências. Desta

forma, outra tarefa de especial interesse no pré-processamento é a seleção de atributos.

A escolha de um método de seleção de atributos adequado nesta sub-etapa contribuirá

muito com a performance dos algoritmos de aprendizado utilizados nas demais etapas.

3http://www.dacex.ct.utfpr.edu.br/paulo3.htm
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Como a metodologia faz uso de aprendizado não-supervisionado, sem rótulos de classes,

existe uma dificuldade a mais ao se delimitar o que é relevante. O método mais comu-

mente utilizado corresponde aos cortes de Luhn (Luhn, 1958). Para realizar esses cortes

ordenam-se as freqüências de ocorrência dos termos na coleção e, após obter o gráfico dessa

curva, escolhem-se, subjetivamente, os pontos de corte, próximos aos pontos de inflexão,

considerando-se que palavras com freqüência de ocorrência muito baixa ou muito alta se-

jam irrelevantes. Porém, a eliminação de termos de baixa ocorrência não é consenso, sendo

inclusive privilegiada pelo indexador tf-idf - (term frequence, inverse document frequency,

que é muito utilizado em recuperação de informação (Salton e McGill, 1986).

Outro método bastante difundido é o de Salton et al. (1975), o qual usa a medida df

(document frequency : número de documentos nos quais um determinado termo aparece)

para a seleção dos termos. Nele é sugerido considerar termos que possuam df entre 1%

e 10% do número total de documentos, sendo considerado um corte bastante agressivo,

reduzindo muito o número de termos.

Nogueira et al. (2008a) propõem um método denominado “Luhn-DF” aproveitando

as idéias dos cortes de Luhn e Salton. No método proposto, geram-se os histogramas

das medidas de df dos termos de forma descendente, efetuando os cortes nos pontos de

inflexão da curva de tendência, tal qual o primeiro método supra-citado. Este método

seleciona, assim como o de Salton, termos cuja df não é tão grande, nem tão pequena,

adotando pontos de corte mais maleáveis e, por vezes, menos agressivos.

Além destes três métodos, outros métodos de seleção de atributos baseados em va-

riância dos termos e similaridade de documentos são explorados em trabalhos da área,

apontando bons resultados. Por exemplo, Term Contribution (TC) (Liu et al., 2003)

é uma medida que representa o quanto um termo contribui para a similaridade entre

documentos na coleção. Outra medida é Term Variance (TV) (Liu et al., 2005), a qual

calcula a variância de todos os termos da coleção, atribuindo os maiores scores àqueles

termos que não possuem baixa freqüência em documentos e possuem uma distribuição

não-uniforme ao longo da coleção. Por fim, Term Variance Quality (TVQ) (Dhillon

et al., 2003) é uma outra medida bastante similar à TV, usando a variância no cálculo da

qualidade dos termos.

Vários experimentos comparando a eficiência de métodos de seleção não supervisionada

de atributos podem ser encontrados em (Nogueira, 2009); dentre os quais, duas novas

adaptações de métodos e suas avaliações. E, ainda, esse trabalho é voltado à seleção

de atributos unigramas, dado que para n-gramas utilizados em conjunto existem outras

considerações a serem feitas.

Quando se trabalha com atributos n-gramas, após selecioná-los por critérios estat́ısticos

como em Banerjee e Pedersen (2003), ainda restam muitas redundâncias. Essa redundân-

cias referem-se às repetições do mesmo termo em suas formas compostas. Por exemplo

da oração “tecnicas inteligencia artificial aplicacoes tem sido utilizadas sistemas apoio

decisao”, tem-se os seguintes unigramas, bigramas e trigramas seqüencialmente forma-

dos: tecnicas, inteligencia, tecnicas-inteligencia, artificial, tecnicas-inteligencia-artificial,

inteligencia-artificial, aplicacoes, artifical-aplicacoes, inteligencia-artificial-aplicacoes, ter,

aplicacoes-ter, artificial-aplicacoes-ter, ser, ter-ser, aplicacoes-ter-ser, utilizar, ser-utilizar,
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ter-ser-utilizar, sistemas, utilizar-sistemas, ser-utilizar-sistemas, apoio, sistemas-apoio,

utilizar-sistemas-apoio, decisao, apoio-decisao, sistemas-apoio-decisao. Logo, muito desses

n-gramas deveriam ser descartados, uma vez que se decida ficar com algum de mais alta

ordem. No trabalho de Moura et al. (2008d) é proposto um modelo automático para a

eliminação dessas redundâncias - descrito no Caṕıtulo 4, que integra a geração e seleção

de atributos unigramas e inclui a seleção e eliminação de redundâncias entre os atributos

n-gramas.

Ao final dessa etapa, gera-se a matriz atributo-valor para representar os dados

(documentos). Cada documento é representado por um vetor comum de atributos, no qual

os valores considerados para cada atributo representam suas freqüências de ocorrência nos

documentos. A matriz atributo-valor é utilizada na etapa de extração de padrões, na

qual realiza-se um agrupamento hierárquico dos documentos e rotula-se automaticamente

os agrupamentos obtidos.

3.3.3 Extração de padrões

Esta metodologia se propõe a obter uma taxonomia de tópicos a partir de um agrupa-

mento hierárquico de documentos de um único domı́nio. Os tópicos são estatisticamente

inferidos a partir de listas de termos mais discriminativos de cada agrupamento, esse

processo é conhecido como rotulação de agrupamentos (cluster labeling).

Tem-se como meta separar o algoritmo de agrupamento utilizado do processo de seleção

de termos mais discriminativos em cada grupo para a rotulação dos grupos; lembrando que

os termos correspondem aos atributos escolhidos. Dessa forma pode-se utilizar diferentes

algoritmos de agrupamento e, conseqüentemente, trabalhar diferentes critérios de corte

dos agrupamentos, sem prejúızo das demais escolhas.

Dada a matriz atributo-valor gerada a partir dos critérios de escolha do vocabulário,

geração e seleção de atributos, constrói-se um agrupamento. Como todos os métodos

encontram-se separados, pode-se testar vários métodos e algoritmos de agrupamento,

bem como propor novos. Há muitos algoritmos interessantes para serem utilizados neste

passo, tanto aglomerativos quanto divisivos. Para dar continuidade a esta etapa, precisa-

se unicamente da hierarquia obtida e dos valores de freqüência de cada atributo em cada

grupo obtido.

O agrupamento hierárquico de documentos geralmente fornece muitos grupos e sub-

grupos, dificultando a análise e interpretação imediata dos resultados. Assim, procurou-se

desenvolver um processo para podar o dendrograma em grupos coesos, em um alto ńıvel

de divisão da hierarquia obtida, para que possa ser mais facilmente visualizado. Além

disso, permite-se que os subgrupos possam ser também visualizados, sem perda de infor-

mação. Para isto, foi desenvolvido um método de seleção de grupos significativos baseado

em medidas de qualidade de agrupamento. Foram consideradas algumas medidas de qual-

idade tradicionais da literatura, adaptadas para a alta dimensionalidade encontrada em

coleções textuais, de forma a prevalecer as relações hierárquicas entre os grupos. A pro-

posta apresentada por Marcacini et al. (2009) mantém a hierarquia original, mas permite

observá-la de um modo reduzido, mais coeso e em tópicos de ńıveis mais altos, facilitando
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a análise e interpretação dos resultados. A seleção é apoiada por medidas de qualidade

dos grupos obtidos; foram utilizadas as medidas de similaridade intra-grupo e a inter-

grupos, que analisam, respectivamente, a homogeneidade de cada grupo (coesão interna)

e a qualidade da relação hierárquica entre pais e filhos.

Dada uma hierarquia qualquer de documentos, para a qual sejam conhecidas as fre-

qüências de ocorrência de cada termo em cada ńıvel da hierarquia (grupo), aplica-se um

processo próprio de rotulação da hierarquia (Moura et al., 2008c) que depende exclu-

sivamente das freqüências observadas de cada termo em cada grupo de documentos. Essa

rotulação permite gerar uma versão da taxonomia na qual não se encontram repetições

de termos ao longo do mesmo ramo; dado a suposição que rótulos de nós pais aplicam-se

também aos seus filhos. A rotulação é gerada a partir dos termos mais discriminativos de

cada nó da hierarquia, funcionando como mais um processo de seleção de atributos. No

entanto essa segunda seleção de atributos é um processo supervisionado, pois os diversos

grupos e subgrupos são considerados classes. Para cada classe selecionam-se os atributos

mais vinculados a ela, decompondo os grupos em tabelas de contingência, veja Caṕıtulo

5 para detalhes. Além da seleção dos termos mais discriminativos para cada nó, também

é proposta uma metodologia de avaliação da rotulação obtida, detalhada no Caṕıtulo 5.

Para teste dos métodos de rotulação da hierarquia, vêm sendo utilizados algoritmos

de agrupamento hierárquico aglomerativos, com a medida de similaridade de cosseno,

para obter a relação hierárquica entre os textos da coleção. Os algoritmos utilizados têm

sido variados entre o“single linkage”para identificar documentos que fogem aos padrões na

coleção (discussão sobre “outliers” em (Mardia et al., 1979)) e, o “average” ou o “complete

linkage” para obter a hierarquia final.

3.3.4 Pós-processamento

No pós-processamento realizam-se as avaliações dispońıveis para a taxonomia obtida.

Sempre que posśıvel, realiza-se uma análise subjetiva por parte dos especialistas de

domı́nio. Algumas vezes o objetivo dessa análise é investigar qual a melhor forma de gera-

ção dos atributos, por exemplo, se lematizados, radicalizados ou substantivados. Outras

vezes, o objetivo é selecionar um método de rotulação de agrupamentos. Enfim, estabe-

lecido o objetivo, o procedimento é gerar diferentes taxonomias, uma para cada técnica

analisada. Selecionam-se ramos semelhantes nas diferentes taxonomias, isto é, ramos que

correspondem aos mesmos grupos de documentos. Então, pede-se a equipe de especialis-

tas que atribua notas a cada um dos nós desses ramos, devendo consultar cada um dos

resultados antes de decidir pelas notas. A seguir, faz-se uma análise de variância a fim de

verificar se todos os efeitos foram previstos no modelo (detalhes (Searle, 1971)), isto é, se

o avaliador teve um efeito significativo em relação à técnica ou se a técnica foi avaliada

independentemente. A seguir faz-se uma comparação múltipla de médias das notas em

cada técnica para ver qual saiu estatisticamente melhor.

Isso foi feito durante toda uma fase de desenvolvimento da metodologia focado no

processo de rotulação dos agrupamentos (Moura e Rezende, 2007; Moura et al., 2008a,c).

Muitas vezes a análise subjetiva indicou direções para a geração e seleção de atributos, e,
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até para novas seleções da coleção de textos; mas, não conseguia avaliar apenas a forma

de obter os atributos mais discriminativos. Embora os resultados possam ser considerados

satisfatórios, quase sempre as questões abertas respondidas pelos especialistas indicavam

direções relativas a outras variáveis, não somente à escolha dos termos. Porém, esse tipo

de avaliação forneceu subśıdios às seleções de técnicas de geração de atributos (Conrado

et al., 2008, 2009).

A avaliação objetiva, que vem sendo utilizada na TopTax, é baseada no resultado de

um procedimento de recuperação de informações da coleção, utilizando-se os conjuntos

de descritores encontrados para cada grupo como expressões de busca. Sempre que os

valores de revocação da recuperação de informação apresentam-se próximos a cem por

cento, conclui-se que a aproximação gerada como taxonomia foi boa.

A taxonomia é, também, subjetivamente avaliada por especialistas do domı́nio, apoia-

dos por ferramentas de visualização. Pode-se optar por primeiro realizar uma avaliação

objetiva e, conforme o resultado, o especialista decide se avalia subjetivamente. Caso a

taxonomia não seja satisfatória, escolhem-se etapas do processo às quais se pode voltar,

para que alguma mudança satisfaça critérios áı identificados. Quando a taxonomia é

aceita, ela pode ser diretamente utilizada ou, ainda, passar por um processo de refino.

No refinamento da taxonomia obtida, os especialistas podem editá-la, auxiliados por

medidas estat́ısticas de validação das edições realizadas. Os especialistas são orientados

pelos critérios de corte de ramos dos agrupamentos e de corte do vocabulário utilizado,

mas detêm a decisão final, mesmo se contrária às indicações estat́ısticas. A ferramenta

de edição permite que os especialistas criem novos termos, que podem ser resumos de

conjuntos de termos; por exemplo, determinar que um ramo corresponde à “famı́lia” e que

pode ser “filho”, “pai” e “mãe”. Ou seja, a edição permite que se defina um termo geral,

para abrigar os termos identificados discriminativos no ramo, de forma completamente

subjetiva.

3.3.5 Uso do conhecimento

Na etapa de uso do conhecimento, a taxonomia pode ser utilizada para facilitar

processos de organização e recuperação de informação, bem como a própria compreensão

da coleção de textos organizada; ou mesmo servir de suporte a sistemas de apoio à decisão.

Para apoiar esta etapa, é importante que sejam desenvolvidas técnicas de aux́ılio ao

especialista do domı́nio com a finalidade de facilitar o entendimento e a utilização do

conhecimento adquirido (Silberschatz e Tuzhilin, 1995). As técnicas e ferramentas para

visualização de informação cumprem este objetivo, pois facilitam o reconhecimento de

relacionamentos, tendências e padrões do conjunto de dados analisado, potencializando a

exploração do conhecimento (Rezende et al., 1998).

Nesta metodologia, é utilizada uma ferramenta espećıfica para exploração da taxonomi-

a (Marcacini, 2008), que permite navegar na taxonomia por meio de diferentes representa-

ções gráficas, sumarizar grandes quantidades de dados, realizar buscas, visualizar e editar

informações pertencentes a cada tópico, comparar duas ou mais taxonomias obtidas por

métodos distintos e, também, fornecer uma interface de avaliação para que seja posśıvel
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validar, de forma subjetiva, a taxonomia resultante de um processo de mineração de

textos. Essa ferramenta é denominada TaxTools4.

3.4 Estudos de casos com a metodologia TopTax

Vários conjuntos de dados têm sido utilizados em experimentos com objetivos espećıfi-

cos de produção, como no caso do estudo de tendências em produção cient́ıfica em gado de

corte e leite junto à Embrapa Pecuária Sudeste (Mazzari, 2007; EMBRAPA, 2008), organi-

zação de uma biblioteca digital (Marcacini et al., 2007), suporte à gestão de competências

(Marcacini et al., 2008) e suporte à gestão do conhecimento na área de engenharia de

produção (Rezende et al., 2008).

Adicionalmente, há os estudos de prospecção e validação de métodos e tecnologias

utilizados no projeto de construção do ambiente computacional para viabilizar a aplicação

da metodologia de forma automatizada. Para esses estudos, têm sido utilizadas bases de

dados do domı́nio de inteligência artificial e afins, devido à disponibilidade de especialistas

do domı́nio em grupos de pesquisa próximos que colaboram nas avaliações.

A seguir serão apresentados dois exemplos. O primeiro, no domı́nio de lingǘıstica

computacional, que fez parte da prospecção e validação de métodos junto aos especialistas

em inteligência artificial. O segundo, no domı́nio de gado de corte Canchim, que fez parte

de um trabalho de conclusão de curso de graduação.

3.4.1 Exemplo no doḿınio lingǘıstica computacional

O uso da metodologia é exemplificado com uma coleção de textos do domı́nio de

lingǘıstica computacional, formada por 51 artigos completos, em português, apresentados

nos últimos workshops anuais de “Tecnologia da Informação e da Linguagem Humana”,

TIL, de 2005 a 2007. Ao processo de padronização, aplicado à base de textos do TIL,

foi acrescentada a retirada de informações às autorias dos artigos e às referências bibli-

ográficas5, para que os termos utilizados nesses itens, bem como os nomes próprios, não

interferissem nos resultados.

A metodologia foi aplicada aos artigos padronizados, primeiro obtendo-se os atribu-

tos na forma de unigramas com o uso da ferramenta PreText (Matsubara et al., 2003),

que elimina as stopwords e inflexões. Para os 51 artigos foram obtidos 7300 unigramas.

A seguir, obteve-se o gráfico de ocorrência dos unigramas na coleção e foram definidos

os cortes de Luhn, com valor mı́nimo 12 e máximo 450; resultando em 1154 unigra-

mas (atributos). O agrupamento hierárquico dos documentos foi obtido com o MatLab,

escolhendo-se similaridade de cosseno e o algoritmo “average”. À hierarquia aplicou-se o

algoritmo próprio de obtenção dos rótulos dos agrupamentos (Moura et al., 2008c). En-

tão, na primeira avaliação subjetiva visual, realizada pela equipe de mineração de textos,

verificou-se que o resultado ainda era muito complexo e não permitia reconhecer eficien-

temente os grupos.

4Dispońıvel em: http://labic.icmc.usp.br/ferramentas/taxtools
5http://labic.icmc.usp.br/projects
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As observações dos resultados preliminares viabilizaram a identificação de problemas,

como o grande valor estatisticamente discriminativo dos verbos e de algumas palavras

muito comuns a artigos cient́ıficos, como “trabalho”, “artigo”, “figura” e “tabelas”. Assim,

realizaram-se escolhas subjetivas de unigramas a serem eliminados do processo, que pas-

saram a ser tratados como stopwords espećıficas da coleção de documentos. Ao todo foram

identificados 290 unigramas a serem eliminados. Após isso, repetiram-se os procedimen-

tos do pré-processamento, aplicando-se os cortes de Luhn, coincidentemente, novamente

com um mı́nimo de 12 e máximo de 450, deixando-se 870 unigramas a serem considerados

como atributos. E, novamente, foi aplicado o algoritmo de agrupamento “average” com

medida de similaridade de cosseno e, a seguir, o método próprio de rotulação de agrupa-

mentos hierárquicos, ordenando-se os rótulos por freqüência e mantendo um máximo de

30 rótulos por grupo, isto é, os 30 unigramas mais discriminativos de cada grupo.

Para exemplificar o resultado, na Fig. 3.2, pode-se observar um ramo da taxonomia,

cujo comportamento é muito semelhante antes e depois do corte dos termos subjetivamente

considerados stopwords. Alguns dos unigramas cortados estão hachurados na figura, em

sua parte 1. Deve-se notar que a sua retirada não alterou a interpretação dos ramos. Na

parte 2 da figura, nota-se claramente que os artigos sob esse ramo tratam de modelos de

extração de conceitos e termos de domı́nio, que manipulam ontologias, por meio de várias

ferramentas de construção de ontologias.

Figura 3.2: Exemplo de visualização, antes (1) e depois (2) de retiradas stopwords espećı-
ficas da coleção

Em alguns outros experimentos, nos quais as coleções correspondiam a resumos dos
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textos, e não a textos completos, o peso dos verbos e termos espećıficos, como tabela e

figura, não tiveram tanta importância. Dessa experiência, incorporou-se aos requisitos

do ambiente computacional de suporte à metodologia, também a necessidade de uma

ferramenta para eliminar verbos na obtenção dos atributos. Esse tipo de ferramenta é

incorporado ao pré-processamento, na etapa de geração de atributos e, hoje, representada

pela integração da ferramenta de substantivação à TopTax.

3.4.2 Exemplo no doḿınio gado de corte Canchim

Esse exemplo foi originalmente trabalhado visando-se a construção de uma Agência

de Informação (Souza et al., 2006) exclusivamente sobre gado de corte da raça Canchim,

auxiliado por um grupo especialista na área da Embrapa Pecuária Sudeste. O aux́ılio

desse grupo de especialistas foi de grande valia na fundamentação dos conceitos, bem

como a seleção de técnicas e ferramentas para a TopTax. A seguir, tem-se um exemplo

com um conjunto de 17 textos sobre a raça Canchim. Esse exemplo permite que se tenha

uma boa idéia da eficiência da metodologia em encontrar tópicos e subtópicos de interesse.

Na Tabela 3.1 são apresentadas as seqüências de unigramas, bigramas e trigramas

em termos numéricos. Note-se que, na primeira coluna são apresentados os números

originalmente obtidos, apenas com a eliminação das stopwords. Na segunda coluna estão

os números após a eliminação das stopwords da coleção, que são definidas e explicadas no

Caṕıtulo 4. Na terceira coluna encontra-se o resultado da aplicação de um filtro muito

simples, que consiste em ficar apenas com os termos que ocorrem em pelo menos dois

arquivos da coleção, isto é, termos que apresentam df ≥ 2. Esse filtro é interessante

ao considerar a aplicação de um agrupamento aglomerativo, pois nesse, um termo só

consegue definir um grupo se pertencer a pelo menos dois arquivos. Finalmente na última

coluna encontramos o número de atributos utilizado, pois a eliminação de redundâncias

foi aplicada a todos eles, e esta também é detalhada no Caṕıtulo 4.

termos originais removendo stopwords filtro:2 ≥ df ≤ 17 após remover
da coleção redundâncias

unigramas 725 329 329 242
bigramas 2112 1551 410 49
trigramas 2585 2002 317 147

Tabela 3.1: Termos para 17 artigos cient́ıficos sobre gado de corte Canchim

Na Figura 3.3 pode-se observar a taxonomia obtida. Foi aplicado um algoritmo aglo-

merativo do tipo “average”, utilizando distância de cosseno e o procedimento de rotulação

descrito em Moura et al. (2008c). No tema “manejo de acasalamento” (dois ńıveis acima

do grifado na figura) e “monta” (um ńıvel acima) tem-se o “comportamento sexual dos

touros”e sua influência na fertilidade do rebanho, que é justamente o texto correspondente

a essa folha da árvore. Pode-se notar, na figura, a relação de termos mais discriminativos

obtidos para cada um dos nós observados e para o grifado o detalhe na tabela entre o nó

e o texto, na figura.

Ainda, deve-se notar que o tratamento aplicado a esses dezessete artigos foi bem sim-

ples. A geração e seleção de atributos foi a mais trivial executada sob a metodologia.
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Figura 3.3: Visualização da taxonomia inicial para Gado Canchim, termos do nó grifado
e texto vinculado

Poder-se-ia tentar o uso de outras formas de agrupamento e também aplicar os procedi-

mentos de corte propostos por Marcacini et al. (2009). Logo, mesmo utilizando a TopTax

em uma configuração muito simples, o resultado obtido já é bastante interessante.

3.5 Considerações finais

Neste caṕıtulo é apresentada a proposta de metodologia para a construção de taxono-

mias de tópicos, instanciada a partir de um processo de mineração de textos, utilizando

agrupamento de documentos e rotulação automática dos mesmos. A metodologia vem

sendo utilizada em processos de organização de coleções de documentos e na identificação

de tendências de tópicos e sub-tópicos nas coleções.

A configuração atual do ambiente de suporte computacional à metodologia permite

utilizá-la e produzir bons resultados, como visto nos exemplos. Adicionalmente, prevê-se

a avaliação e validação de outras técnicas em cada parte do processo, com o objetivo de

avaliar técnicas que melhor se adaptem a cada tipo de coleção de textos. Com isso, espera-

se melhor auxiliar os especialistas do domı́nio, interessados em construir as taxonomias.

O aux́ılio deve ser na forma de ferramental para executar diferentes tarefas sob diferentes

condições e no fornecimento de parâmetros que norteiem a tomada de decisões.

Sobre a avaliação das taxonomias, além dos métodos já empregados na TopTax,

vem-se trabalhando um modelo de validação contra taxonomias gold. Uma taxonomia

gold é aquela que pode ser considerada bem aceita por uma comunidade que detém o

conhecimento do domı́nio. Nesse trabalho, ainda em desenvolvimento, são utilizadas as

medidas de avaliação propostas pelo grupo do Taxaminer (Kashyap et al., 2005a). As

taxonomias consideradas golds foram emprestadas da Agência Embrapa. Para realizar a

comparação utiliza-se o Thesagro (Thesaurus Agŕıcola Nacional) para encontrar termos

similares a serem considerados nas comparações. A vantagem esperada com esse trabalho

é que ele se aproxime do que se gostaria de obter em um julgamento subjetivo; pois,

checa-se o que se deveria ter contra o que se obtém, tentando-se obter uma medida que

melhor reflita a aproximação ou separação dos dois padrões.

Como contribuições acadêmicas a metodologia corresponde a uma tese de doutorado
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com duas contribuições inéditas, o modelo de eliminação de redundâncias em atributos

n-gramas (Caṕıtulo 4) e dois novos métodos de rotulação de agrupamento hierárquico

de documentos (Caṕıtulo 5). Além disso, dois mestrados derivaram-se da escolha de

estratégias de geração e seleção de atributos (Conrado, 2009; Nogueira, 2009). Em um

terceiro mestrado, em andamento, trabalham-se regras de associação entre os atributos

para encontrar os rótulos dos agrupamentos. Ainda, no pré-processamento tem-se uma

iniciação cient́ıfica que resultou na ferramenta IESystem. De outra iniciação cient́ıfica e

posterior conclusão de curso resultou a TaxTools, um ambiente que integra agrupamento

de documentos, os algoritmos de corte (Marcacini et al., 2009), os algoritmos de rotulação

e visualização das taxonomias obtidas (Marcacini, 2008).

Como trabalhos futuros, há dois mestrados em andamento diretamente inspirados na

TopTax. O primeiro trata do processo de crescimento das taxonomias de tópicos, isto

é, da atualização das taxonomias por meio da inserção e remoção de documentos. Nesse

trabalho serão avaliadas técnicas existentes e provavelmente proposto algum ajuste ou

integração das mesmas. O segundo mestrado mescla um pouco de geração e seleção de

atributos, trabalhando com regras de associação para gerar novos atributos. Nesse tra-

balho será avaliada a redução do espaço de caracteŕısticas e se há melhora significativa na

interpretação dos atributos. Mais dois doutorados também estão inspirados diretamente

na metodologia. O primeiro, na linha do primeiro mestrado, também investigará técnicas

de crescimento das taxonomias, devendo produzir um novo modelo adaptado às necessi-

dades da TopTax e melhorado em relação aos já existentes. O segundo doutorado, segue

a linha de geração de atributos, dando continuidade ao trabalho de mestrado de Conrado

(2009). Nesse trabalho, serão explorados modelos h́ıbridos de geração de atributos. Os

modelos h́ıbridos misturam técnicas puramente estat́ısticas de extração de atributos a

técnicas de lingǘıstica computacional; esses modelos têm sido bem avaliados, produzindo

bons resultados (Lima et al., 2007; Conrado, 2009). Assim, espera-se incrementar o uso de

modelos h́ıbridos de extração de atributos na TopTax. Ainda, há um terceiro doutorado,

em andamento, trabalhando numa linha um pouco diferente do paradigma de aprendizado

de maquina atual, que é o estat́ıstico. Nesse terceiro doutorado, vem-se trabalhando com

lógica fuzzy na obtenção e rotulação dos agrupamentos. Pretende-se com isso avaliar o

uso de soft assignment aos agrupamentos na metodologia, porém dentro do paradigma de

aprendizado nebuloso.

Assim, nos dois próximos caṕıtulos são tratadas apenas as contribuições inéditas desta

tese de doutorado. O Caṕıtulo 4 apresenta o modelo proposto para a seleção de atributos

n-gramas. O Caṕıtulo 5 descreve os modelos propostos para a rotulação de agrupamentos

hierárquicos de documentos e a metodologia de validação da rotulação.
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Caṕıtulo

4
Seleção de atributos do tipo n-gramas

U ma proposta completa para resolver o problema de selecionar automatica-

mente atributos não redundantes do tipo n-gramas é apresentada neste caṕı-

tulo. Geralmente, o uso de n-gramas é um requisito para melhorar a inter-

pretação subjetiva dos resultados das tarefas de mineração de textos, considerando-se o

n ≥ 2. Nesses casos, os termos compostos, multi words ou n-gramas, são estatisticamente

gerados e selecionados. Após a seleção, em geral, há a presença de redundâncias, por

exemplo, o termo “inteligência artificial” e seus componentes “inteligência” e “artificial”.

Isso pode ser nitidamente observado pelos resultados experimentais com o uso de um clas-

sificador obtido com os dados originais e um outro com os dados sem as redundâncias.

Nota-se nos resultados que, como esperado, não há perda de efetividade na categorização

após a eliminação das redundâncias. Além disso, os classificadores que lidam com os dados

não redundantes recebem conjuntos menores de atributos para trabalhar, o que pode ser

interessante para algumas tarefas de extração de padrões. Deve-se salientar que o método

proposto é útil a qualquer algoritmo de aprendizado de máquina aplicado a uma tarefa

de mineração de textos.

4.1 Introdução

Relembrando o processo de mineração de textos é dividido em cinco passos: identifi-

cação do problema, pré-processamento, extração de padrões, pós-processamento e uso do

conhecimento. Freqüentemente, o pré-processamento tende a ser considerado como um

passo de menor importância, ou de menor interesse que os demais, devido à ausência de

glamour técnico e excesso de tarefas manuais. Basicamente, este passo é responsável pela

transformação da coleção de textos em uma forma útil aos algoritmos de aprendizado de

máquina. Logo, envolve operações como o tratamento e limpeza dos dados e redução de

atributos. Neste passo, as caracteŕısticas mais representativas da coleção devem ser consi-

deradas, procurando-se eliminar as caracteŕısticas irrelevantes. Das dificuldades e desafios
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impostos neste passo nada trivial resultam a boa ou má qualidade dos dados analisados

e, conseqüentemente, a eficiência dos algoritmos de aprendizado de máquina utilizados e

grande parte da confiança nos resultados obtidos. Além disso, é importante considerar o

conhecimento expĺıcito carregado pelos atributos de um processo de mineração de textos,

pois os resultados finais ou intermediários sempre podem ser subjetivamente analisados

enriquecendo todo o processo (Weiss et al., 2005).

A probabilidade de considerar um atributo como um termo de domı́nio em uma coleção

de textos pode ser entendida como uma propriedade qualitativa e discriminativa. Essa

propriedade deve ser buscada tanto para palavras simples como compostas, como “in-

teligência” e “inteligência artificial”, na mesma coleção de textos. Embora muitos autores

considerem o aumento de dimensionalidade mais prejudicial que benéfico, o aumento do

número de atributos, quando se usam palavras simples e compostas parecem facilitar a

interpretação de resultados e, conseqüentemente, ser mais adequado aos usuários dos re-

sultados em mineração de textos (Miao et al., 2005; Moura e Rezende, 2007). Em geral,

quando se trabalha com palavras simples e compostas, ocorrem algumas redundâncias.

Nesses casos, poder-se-ia descartar alguns desses atributos por meio de um filtro adequado

a eles. Há poucas iniciativas na literatura para filtrar atributos entre n-gramas, exceto

pelos trabalhos de Zhang e Zhu (2007) e de Dejun e Maosong (2004), resumidos a seguir.

De acordo com Dejun e Maosong (2004) há um tipo de redundância resultante de

caracteŕısticas sobrepostas para caracteres n-gramas em chinês. Caracteres n-gramas são

as composições de radicais ou partes de palavras, que para ĺınguas orientais, como o

chinês e japonês, muitas vezes correspondem a uma palavra ou conceito. Então, eles

propuseram um modelo para evitar as redundâncias, que eles acreditam ser independente

de linguagem, nas quais a sobreposição é estimada e absorvida pelo modelo de atributos.

Além disso, o modelo não utiliza rótulos na seleção dos n-gramas, logo, não se restringe

a aprendizado supervisionado. Na proposta de Zhang e Zhu (2007), um comprimento de

janela entre palavras que formam um n-grama é estimado em um modelo emṕırico que

procura um valor discriminativo para esse tamanho, baseado na freqüência dos n-gramas

nos documentos e no rótulo da classe. Conseqüentemente o modelo é mais adequado a

aprendizado supervisionado, porém, é uma solução interessante para remover palavras

entre os n-gramas que efetivamente interessam.

Neste caṕıtulo é apresentada uma proposta para resolver o problema de selecionar au-

tomaticamente n-gramas bons e não redundantes como atributos. O modelo é útil tanto

para aprendizado não supervisionado como supervisionado, pois depende exclusivamente

de testes estat́ısticos sobre os atributos candidatos. Na próxima seção faz-se a contex-

tualização do problema, definindo os conceitos utilizados e explicando as redundâncias

consideradas. Então, na seção seguinte, a metodologia para selecionar os n-gramas sem

redundâncias é descrita, bem como seus algoritmos são apresentados. Na seção de experi-

mentos pode-se observar que a redução do espaço de atributos não sacrifica os resultados

obtidos; o que é um bom ind́ıcio de que os objetivos foram satisfeitos. Finalmente, algumas

considerações gerais e trabalhos futuros são discutidos na subseção 4.7.
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4.2 Contextualização do problema

Em um processo de mineração de textos escolhe-se a forma de representação dos atri-

butos, após selecionar a coleção de textos com a qual se vai trabalhar. Supondo que se vá

trabalhar exclusivamente com a coleção de textos como uma bag of words, desconsiderando

o contexto semântico, utilizam-se as palavras presentes nos textos ou suas combinações.

Essas palavras ou suas combinações são chamadas de n-gramas. Por exemplo, um n-grama

pode ser o unigrama “inteligência”, ou o bigrama “inteligência artificial”, ou o trigrama

“técnicas inteligência artificial”, ou outros. Ainda, podem-se reduzir as palavras a radicais,

lemas ou outras formas simplificadas. Seja qual a forma escolhida, tem-se um enorme

conjunto de atributos, do qual devem ser descartados os que sejam pouco discriminativos

e/ou redundantes, ou seja, aqueles que não sejam indispensáveis ao processo.

Para acompanhar o desenvolvimento das idéias apresentadas, será utilizada a seguinte

coleção de cinco textos, completamente fict́ıcios (Tabela 4.1):

texto 1: Textual data mining is data mining over textual data.
Textual data are textual collections in several formats.

Data mining has several definitions, but data are always data that are aimed at
a special meaning and use.

texto 2: Textual data mining is used in business process.
It is very useful for knowledge managment.

texto 3: Textual data mining is a special kind of data mining.
It works with textual data in textual collections.
Data has to be transformed in useful knowledge.

texto 4: Textual data mining is a powerful tool.
Many applications use textual data to discover market tendencies.

Textual data can be magazine articles, internet chats, etc,
every textual collection in a digital media.

Data mining over textual data is the process which
transforms data in useful information.

texto 5: Textual data mining is the subject of this text.
We like to talk about data mining over textual data.

Textual data are in textual collections.
Data mining is the process of transforming data in useful information.

Tabela 4.1: Coleção de cinco textos fict́ıcios utilizados como exemplo

Embora essa coleção seja pequena e, aparentemente, gere poucos atributos, ela ilustra

bem os problemas aqui tratados. Partindo desses textos, provavelmente nos seria útil obter

o seguinte conjunto de atributos: “textual data mining”, “data mining”, “textual data”,

“textual collections”, “special meaning”, “useful information”, “useful knowledge”, “data”

e “use”. Outras combinações de palavras, ou mesmo apenas palavras simples, parecem

ser não interessantes para discriminar o conjunto de textos. O problema é como chegar

automaticamente a um conjunto de atributos enxuto e discriminativo.

Na próxima subseção discorre-se sobre modelos de geração de n-gramas, ou seja, como

identificá-los nas coleções de textos, codificá-los e apresentá-los. A seguir, Subseção 4.2.2,

mostra-se como selecionar os atributos, que técnicas podem ser usadas para decidir se o

atributo é ou não mantido no processo de MT. Na seqüência, Subseção 4.2.3, as técnicas e

testes mais comumente utilizados para a seleção de palavras compostas são apresentados.

Supondo-se que se tenham atributos unigramas e n-gramas, n ≥ 2, na Subseção 4.2.4

discute-se como selecionar os atributos a serem efetivamente utilizados. Finalmente, na
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Subseção 4.2.4, mostra-se o que está sendo tratado como redundância neste ponto do

pré-processamento das coleções de textos.

4.2.1 Modelo de geração de n-gramas

Ferramentas que geram as combinações de palavras presentes nos textos, geralmente,

descartam as stopwords especificadas e depois aplicam algum processo de identificação das

palavras de interesse, dependendo de como se definem os tokens para seus analisadores

léxicos. As stopwords e os tokens são definidas pelo usuário da ferramenta. Por exemplo,

para a ferramenta N-gram Statistical Package, NSP (Banerjee e Pedersen, 2003), define-

se um conjunto de expressões regulares que delimitam os tokens de interesse; já para a

ferramenta PreText (Matsubara et al., 2003) define-se qual a ĺıngua na qual os textos

estão escritos, pois ela trabalha com radicalização inflexional.

Assim, para a coleção de textos do exemplo, considerando-se a geração de unigramas,

bigramas e trigramas com a ferramenta PreText, têm-se: 32 unigramas, 51 bigramas e

63 trigramas. Todos esses n-gramas encontram-se na Tabela 4.2. Cada valor apresentado

nas caselas deve ser interpretado como tf : (df/#d) : termo. O valor tf (term frequency)

corresponde à freqüência total de ocorrências do termo na coleção. O valor df (docu-

ment frequency) corresponde ao número de documentos nos quais o termo é presente. O

valor #d corresponde ao número total de documentos na coleção. E, finalmente termo

corresponde ao n-grama gerado.

Observando-se os n-gramas apresentados na Tabela 4.2 é evidente que nem todas as

combinações levam a termos de interesse. Logo, grande parte dessas combinações deve

ser cortada do conjunto de atributos.

4.2.2 Seleção de atributos unigramas

Na TopTax (Caṕıtulo 3) há um passo sobre seleção de atributos para o qual foram

desenvolvidos e testados modelos de filtros para unigramas (Nogueira, 2009). Resumida-

mente, os filtros são baseados em freqüências observadas ou variâncias dos atributos na

coleção.

Relembrando, o filtro mais comumente utilizado é o método de Luhn (Luhn, 1958), em

que se escolhem dois pontos de corte após apresentar graficamente os atributos ordenados

pela sua freqüência de ocorrência na coleção. Os pontos escolhidos costumam estar pró-

ximos aos pontos de inflexão da curva descrita pelo gráfico, considerando-se que atributos

de baix́ıssima e alt́ıssima freqüência sejam irrelevantes. Também, bastante comum é o

método de Salton que usa os termos cujas freqüências de ocorrência nos documentos da

coleção estejam no intervalo de um a dez por cento do total de documentos (Salton et al.,

1975). No trabalho de Nogueira et al. (2008b) é proposta uma variação do método de

Luhn adaptada à idéia desse método de Salton, chamada de Luhn-DF; mas, que carrega

os mesmos problemas do método de Luhn, pois implica na escolha emṕırica dos pontos

de corte. Há também alguns filtros com base em representatividade da variância, citados

anteriormente no Caṕıtulo 3 e completamente descritos em Nogueira (2009).
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32 unigramas
1:(1/5):market 1:(1/5):articl 1:(1/5):kind 2:(2/5):knowledg

1:(1/5):busi 1:(1/5):digit 1:(1/5):applic 2:(2/5):inform
1:(1/5):media 1:(1/5):discov 1:(1/5):text 3:(3/5):process
1:(1/5):tool 1:(1/5):magazin 1:(1/5):chat 3:(3/5):transform

1:(1/5):power 1:(1/5):definit 1:(1/5):tendenc 4:(4/5):collect
1:(1/5):internet 1:(1/5):work 1:(1/5):format 11:(5/5):mine
1:(1/5):subject 1:(1/5):mean 1:(1/5):talk 17:(5/5):textual
1:(1/5):manag 1:(1/5):aim 2:(2/5):special 24:(5/5):data

51 bigramas
1:(1/5):process knowledg 1:(1/5):data data 1:(1/5):mine subject

1:(1/5):discov market 1:(1/5):digit media 1:(1/5):data process
1:(1/5):transform knowledg 1:(1/5):mine power 1:(1/5):special mean

1:(1/5):definit data 1:(1/5):mine work 1:(1/5):articl internet
1:(1/5):chat textual 1:(1/5):mine data 1:(1/5):data discov
1:(1/5):internet chat 1:(1/5):data transform 1:(1/5):data magazin

1:(1/5):text talk 1:(1/5):subject text 1:(1/5):data aim
1:(1/5):collect digit 1:(1/5):tendenc textual 1:(1/5):collect format

1:(1/5):market tendenc 1:(1/5):format data 2:(2/5):data inform
1:(1/5):mine busi 1:(1/5):applic textual 2:(2/5):process transform

1:(1/5):mine definit 1:(1/5):work textual 2:(2/5):transform data
1:(1/5):busi process 1:(1/5):magazin articl 2:(2/5):collect data
1:(1/5):media data 1:(1/5):mine special 3:(3/5):mine textual
1:(1/5):power tool 1:(1/5):tool applic 4:(4/5):textual collect
1:(1/5):aim special 1:(1/5):knowledg manag 5:(3/5):data textual
1:(1/5):kind data 1:(1/5):mine process 11:(5/5):data mine

1:(1/5):special kind 1:(1/5):talk data 13:(5/5):textual data
63 trigramas

1:(1/5):textual data discov 1:(1/5):data mine special 1:(1/5):collect data mine
1:(1/5):mine process transform 1:(1/5):collect digit media 1:(1/5):articl internet chat

1:(1/5):data mine subject 1:(1/5):power tool applic 1:(1/5):data mine process
1:(1/5):magazin articl internet 1:(1/5):aim special mean 1:(1/5):work textual data

1:(1/5):data data aim 1:(1/5):mine work textual 1:(1/5):data mine power
1:(1/5):internet chat textual 1:(1/5):mine subject text 1:(1/5):text talk data

1:(1/5):data aim special 1:(1/5):subject text talk 1:(1/5):media data mine
1:(1/5):process knowledg manag 1:(1/5):talk data mine 1:(1/5):tendenc textual data

1:(1/5):collect format data 1:(1/5):digit media data 1:(1/5):definit data data
1:(1/5):chat textual collect 1:(1/5):data mine work 1:(1/5):data process transform

1:(1/5):data mine data 1:(1/5):discov market tendenc 1:(1/5):mine busi process
1:(1/5):data mine definit 1:(1/5):textual collect format 1:(1/5):mine power tool

1:(1/5):data transform knowledg 1:(1/5):special kind data 2:(2/5):data textual data
1:(1/5):kind data mine 1:(1/5):textual data magazin 2:(2/5):transform data inform
1:(1/5):mine data mine 1:(1/5):applic textual data 2:(2/5):process transform data

1:(1/5):collect data transform 1:(1/5):format data mine 2:(2/5):textual collect data
1:(1/5):data magazin articl 1:(1/5):data mine busi 3:(3/5):mine textual data

1:(1/5):market tendenc textual 1:(1/5):mine definit data 3:(3/5):data mine textual
1:(1/5):busi process knowledg 1:(1/5):textual data process 3:(3/5):data textual collect

1:(1/5):tool applic textual 1:(1/5):textual collect digit 5:(3/5):textual data textual
1:(1/5):mine special kind 1:(1/5):data discov market 5:(5/5):textual data mine

Tabela 4.2: Exemplo de atributos n-gramas gerados para a coleção de cinco textos

Filtros baseados em freqüência ou contribuição para a variância são mais confiáveis

quando aplicados a conjuntos de atributos do tipo unigrama, pois tendem a favorecer

termos com valores de freqüências de ocorrências nem tão raras nem tão comuns. Expe-

rimentalmente, é fácil observar que para palavras compostas essa regra não vale, basta

observar a Tabela 4.2. Normalmente, as palavras compostas com alta freqüência de ocor-

rência é que são os melhores candidatos a atributos, embora essa observação não garanta

que eles sejam candidatos a termos de domı́nio ou colocações (Manning e Schütze, 1999).

No entanto, sempre o bom senso deve prevalecer. Por exemplo, para os unigramas
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apresentados na Tabela 4.2 obtidos de apenas cinco documentos, se um desses filtros for

aleatoriamente escolhido, pode-se perder atributos valiosos para a análise. No entanto,

apenas a t́ıtulo de exemplo, serão escolhidos apenas os unigramas, ou todos os n-gramas,

que aparecem em pelo menos dois dos textos da coleção, ou seja, com df ≥ 2. A medida

df, document frequency, corresponde ao número de documentos da coleção nos quais o

termo é presente. Dessa forma, se esses unigramas forem utilizados em um agrupamento

hierárquico aglomerativo, com df ≥ 2 eles terão maior chance de contribuir para a for-

mação de um grupo. Com esse primeiro filtro, df ≥ 2, obtêm-se os n-gramas da Tabela

4.3.

9 unigramas - após a aplicação do filtro df ≥ 2
2:(2/5):special 4:(4/5):collect

2:(2/5):knowledg 11:(5/5):mine
2:(2/5):inform 17:(5/5):textual
3:(3/5):process 24:(5/5):data

3:(3/5):transform

Tabela 4.3: Atributos unigramas da Tabela 4.2 após corte df ≥ 2

4.2.3 Seleção de atributos n-gramas

Para selecionar n-gramas com n ≥ 2 a regra de alta ou baixa freqüência nos textos não

pode ser diretamente aplicada. Faz-se necessário verificar se as combinações encontradas

são de fato importantes ou puramente casuais. Qualquer teste que seja empregado estará

sempre se referindo à coleção de textos dispońıvel, logo, uma combinação de palavras

(gramas) será considerada casual ou importante na coleção de textos.

Candidatos a colocações, expressões ou frases interessantes em uma coleção de textos

podem ser estatisticamente indicados sem uma análise lingǘıstica rigorosa para, então,

serem selecionados por especialistas do domı́nio (Manning e Schütze, 1999). Esses termos

candidatos serão automaticamente selecionados e considerados os atributos mais interes-

santes no processo de Mineração de Textos, caso não se possa contar com mais análises

(Conrado et al., 2008).

De acordo com Banerjee e Pedersen (2003) e Manning e Schütze (1999), pode-se esta-

belecer hipóteses de dependência entre as combinações de n-gramas geradas ou rankings

de dependência. Se as combinações são independentes, então o n-grama é desconsidera-

do na análise, caso contrário pode-se fazer um ranking. Quando se obtém um ranking

é necessário decidir empiricamente um ponto de corte. Nesse caso, pode-se utilizar va-

lores tabelados como os valores cŕıticos de aceitação da hipótese de independência entre

os gramas que formam o n-grama, estabelecendo-se ńıveis de significância. Ou, pode-se

estabelecer um intervalo de confiança para a aceitação dos valores obtidos. Seja qual for

o estimador escolhido, corte ou valor cŕıtico utilizado, deve-se verificar se está adequado

ao problema e à distribuição da freqüência observada dos dados. Há várias possibilidades

para os testes e a ferramenta NSP (Banerjee e Pedersen, 2003) possui vários desses testes

estat́ısticos implementados.

Neste trabalho, todos os testes foram ilustrados com o estimador Q de Yule e um

intervalo de confiança de 95% para a estimativa obtida. Por exemplo, um bigrama genérico
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19 bigramas
1:(1/5):process knowledg 1:(1/5):data transform 4:(4/5):textual collect

1:(1/5):transform knowledg 2:(2/5):process transform 4:(4/5):collect data
1:(1/5):mine special 2:(2/5):transform data 5:(4/5):mine textual
1:(1/5):data special 2:(2/5):mine process 7:(4/5):data textual
1:(1/5):data data 2:(2/5):data inform 11:(5/5):data mine

1:(1/5):data process 3:(2/5):mine data 13:(5/5):textual data
1:(1/5):special data . .

24 trigramas
1:(1/5):mine process transform 1:(1/5):mine data data 3:(3/5):data textual data

1:(1/5):mine special data 1:(1/5):data mine special 3:(2/5):data mine data
1:(1/5):textual data process 1:(1/5):mine process knowledg 4:(4/5):data textual collect

1:(1/5):special data mine 2:(2/5):transform data inform 4:(4/5):textual collect data
1:(1/5):data transform knowledg 2:(2/5):process transform data 5:(4/5):mine textual data

1:(1/5):data data special 2:(2/5):data mine process 5:(4/5):data mine textual
1:(1/5):collect data transform 2:(2/5):mine data mine 5:(5/5):textual data mine
1:(1/5):data process transform 3:(3/5):collect data mine 7:(4/5):textual data textual

Tabela 4.4: Bigramas e trigramas da Tabela 4.2 após filtro dos unigramas

é w1w2, sendo w1 a primeira palavra (grama) e w2 a segunda palavra (grama) na sua

composição. A freqüência observada de w1w2 na coleção é f11, a freqüência observada de

w1 na primeira posição em todos os bigramas obtidos da coleção é f1. e, a freqüência de

w2 na segunda posição entre todos os bigramas obtidos da coleção é f.1. A freqüência

de todos os bigramas na coleção é f... Para cada bigrama w1w2 tabulam-se todos esses

valores como na Tabela 4.5.

w2 !(w2)
w1 f11 f1. − f11 f1.

!(w1) f.1 − f11 (f.. − f1.)− (f.1 − f11) f.. − f1.
f.1 f... − f..3 f..

Tabela 4.5: Freqüências com w1 na primeira e w2 na segunda posição do bigrama w1w2

Para testar a hipótese de independência entre w1 ocorrendo na primeira posição e w2

ocorrendo na segunda posição do bigrama w1w2, usando o Q de Yule, os seguintes valores

devem ser obtidos (para detalhes veja Bishop et al. (1975)):

d = ((f.. − f1.)− (f.1 − f11))

α =
f11 ∗ d

(f1. − f11) ∗ (f.1 − f11)

Q1 = (α− 1)/(α + 1)

v =

√
1

f11

+
1

f1. − f11

+
1

f.1 − f11

+
1

d

σQ1 =
1

2
∗ (1−Q2

1) ∗ v

ICQ1 = [Q1 − 2 ∗ σQ1 , Q1 + 2 ∗ σQ1 ]

Para que w1 e w2 nessas posições sejam independentes, o valor α deve se aproximar

de 1, logo Q1 deve se aproximar de 0. O intervalo de confiança da estimativa de Q é

constrúıdo para cobrir 95% dos valores, dado que Q tem uma distribuição Normal (veja

Bishop et al. (1975)). Assim, se 0 /∈ ICQ1 então w1w2 é candidato à colocação de domı́nio,
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ou termo ou frase interessante; e, o bigrama w1w2 é candidato a atributo do processo de

MT.

Por exemplo, na Tabela 4.4 estão os bigramas e trigramas gerados após o corte de

df ≥ 2 para os unigramas do exemplo anterior e mais algumas stopwords especialmente

definidas (cujas corretas definições são colocadas com detalhes na próxima seção).

Para esses bigramas e trigramas, da Tabela 4.4, pode-se calcular os mais estatistica-

mente significantes e depois obter seus rankings. Por exemplo, para o bigrama“data transform”

na Tabela 4.6, tem-se os seguintes valores:

transform !(transform)
data 1 23 24

!(data) 2 37 39
3 60 63

Tabela 4.6: Freqüências para o bigrama “data transform”

α =
1× 37

2× 23
= 0.8043, Q =

α− 1

α + 1
= −0.1084

v =

√
1

1
+

1

37
+

1

2
+

1

23
= 1.2532

σQ =
1

2
∗ (1−Q2) ∗ v = 1.2385

ICQ = [−1.3469, 1.1301]⇒ 0 ∈ ICQ

Logo, “data transform” pode ser desconsiderado do conjunto de atributos, dado que a

combinação w1w2 é casual segundo o teste realizado. Já para o bigrama “mine textual”,

representado na Tabela 4.7, tem-se os seguintes valores:

textual !(textual)
mine 5 6 11

!(mine) 7 45 52
12 51 63

Tabela 4.7: Freqüências para o bigrama “mine textual”

α =
5× 45

6× 7
= 5.3571, Q =

α− 1

α + 1
= 0.6854

v =

√
1

5
+

1

7
+

1

6
+

1

45
= 0.7293

σQ =
1

2
∗ (1−Q2) ∗ v = 0.1933

ICQ = [0.2987, 1.0721]⇒ 0 /∈ ICQ

Assim, o bigrama “mine textual” é inclúıdo na lista de atributos.

Para testar a validade de um trigrama, como w1w2w3, precisa-se de sua freqüência

observada f123 e, também da freqüência observada de w1w2, f12., sempre que esse bigrama
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é presente na primeira posição de todos os trigramas da coleção. É necessária a freqüência

observada do bigrama w2w3, f.23, na segunda e terceira posições de todos os n-gramas da

coleção. E, ainda, a freqüência observada de w1, (f1..), na primeira posição de todos os

trigramas da coleção e de w3, (f..3), na terceira posição de todos os trigramas da coleção.

Finalmente, precisa-se da freqüência observada de todos os trigramas da coleção (f...).

Isto porque, é preciso realizar o teste de w1 com w2w3 e w1w2 com w3.

Assim, na Tabela 4.8, a freqüência de w1 na primeira posição (f1..) e w2w3 na se-

gunda e terceira posições (f.23) do trigrama w1w2w3 (f123) são ilustradas, bem como seus

complementos.

w2w3 !(w2w3)
w1 f123 f1.. − f123 f1..

!(w1) f.23 − f123 (f... − f1..)− (f.23 − f123) f... − f1..
f.23 f... − f.23 f...

Tabela 4.8: Exemplo com a freqüência de w1 e w2w3 em w1w2w3

Para testar a hipótese de independência entre as ocorrências de w1 na primeira posição

e w2w3 na segunda e terceira posições, usa-se o estimador Q de Yule após o cálculo dos

seguintes valores:

d1 = ((f... − f1..)− (f.23 − f123))

α1 =
f123 ∗ d1

(f.23 − f123) ∗ (f1.. − f123)

Q1 = (α1 − 1)/(α1 + 1)

v1 =

√
1

f123

+
1

f1.. − f123

+
1

f.23 − f123

+
1

d1

σQ1 =
1

2
∗ (1−Q2

1) ∗ v1

ICQ1 = [Q1 − 2 ∗ σQ1 , Q1 + 2 ∗ σQ1 ]

E, na Tabela 4.9, os valores de freqüência de w1w2 na primeira e segunda posições

(f12.) e w3 na terceira posição (f..3) do trigrama w1w2w3 (f123) são organizados.

w3 !(w3)
w1w2 f123 f12. − f123 f12.

!(w1w2) f..3 − f123 (f... − f12.)− (f..3 − f123) f... − f12.
f..3 f... − f..3 f...

Tabela 4.9: Exemplo com a freqüência de w1w2 e w3 em w1w2w3

E, para testar a hipótese de independência entre as ocorrências de w3 na terceira

posição e w1w2 na primeira e segunda posições, usando o Q de Yule, obtém-se os seguintes

valores:

d2 = ((f... − f..3)− (f12. − f123))

α2 =
f123 ∗ d2

(f12. − f123) ∗ (f..3 − f123)

Q2 = (α2 − 1)/(α2 + 1)

v2 =

√
1

f123

+
1

f..3 − f123

+
1

f12. − f123

+
1

d2
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σQ2 =
1

2
∗ (1−Q2

2) ∗ v2

ICQ2 = [Q2 − 2 ∗ σQ2 , Q2 + 2 ∗ σQ2 ]

Se 0 /∈ ICQ1 e 0 /∈ ICQ2 então w1w2w3 é selecionado como atributo.

Por exemplo, para o trigrama “data process transform” da Tabela 4.4, as freqüências

dos n-gramas que o compõe estão ilustradas nas Tabelas 4.10 e 4.11.

process transform !(process transform)
data 1 20 21

!(data) 1 36 37
2 56 58

Tabela 4.10: Freqüências para o trigrama “data” com “ process transform”

transform !(transform)
data process 1 0 1

!(data process) 2 55 57
3 55 58

Tabela 4.11: Freqüências para o trigrama “data process” com “ transform”

A partir das Tabelas 4.10 e 4.11 calculam-se os seguintes valores:

α =
1× 36

1× 20
= 1.8, Q1 =

α− 1

α + 1
= 0.2857

v =

√
1

1
+

1

36
+

1

1
+

1

20
= 1.4415

σQ1 =
1

2
∗ (1−Q2

1) ∗ v = 0.6619

ICQ1 = [−1.0381, 1.6095]⇒ 0 ∈ ICQ1

α com divisor zero ⇒ Q2 = indefinido

Logo, esse trigrama não é considerado importante como atributo, pois 0 ∈ ICQ1 , em-

bora no segundo teste tenha sido constatada associação completa. A associação completa

deve-se à freqüência zerada de data process com outro unigrama na terceira posição. Para

detalhes de como identificar associação completa veja Bishop et al. (1975).

4.2.4 Atributos n-gramas e redundâncias

Quando se deseja trabalhar com atributos unigramas e n-gramas, n ≥ 2, faz-se

necessário combinar as técnicas de seleção dos dois tipos de atributos. Pode-se sim-

plesmente utilizar uma técnica para selecionar unigramas e depois algum critério para

selecionar os demais n-gramas. O problema é que também ao utilizar mais de um grama,

novamente tem-se um grande aumento no número de atributos e talvez mais redundân-

cia, pois os n-gramas são formados pelas combinações dos unigramas apresentados e são

menos freqüentes que esses.
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n-gramas escolhidos freqüência subtrai subtrai
subjetivamente observada ocorrência trigrama ocorrência bigrama

textual data mining 1
data mining 3 3-1=2
textual data 3 3-1=2

textual collections 1 1-0=1
several formats 1 1-0=1

several definitions 1 1-0=1
several meaning 1 1-0=1
special meaning 1 1-0=1

data 7 7-1=6 6-2-2-1=1
mining 3 3-1=2 2-2=0
textual 4 4-1=3 3-2-1=0

collections 1 1-0=1 1-1=0
several 2 2-0=2 2-1-1=0
formats 1 1-0=1 1-1=0

definitions 1 1-0=1 1-1=0
aimed 1 1-0=1 1-0=1
special 1 1-0=1 1-1=0

meaning 1 1-0=1 1-1=0
use 1 1-0=1 1-0=1

Tabela 4.12: Seleção de n-gramas não redundantes, fonte: Moura et al. (2008d)

Para facilitar a ilustração do que está sendo considerado redundância separaram-se

apenas os atributos do primeiro texto do exemplo da Tabela 4.1. Na Tabela 4.12 são

mostrados apenas os trigramas, bigramas e unigramas presentes nesse primeiro texto, que

subjetivamente foram considerados úteis.

Na segunda coluna da Tabela 4.12 estão as freqüências observadas para cada n-

grama. Os n-gramas foram ordenados da mais alta ordem para a mais baixa e pela

freqüência de ocorrência dentro dessa primeira categoria. Na terceira coluna dessa

tabela, o número de ocorrências foi subtráıdo do n-grama de mais alta ordem, trigrama,

que contem o n-grama da linha. Finalmente, na quarta coluna, as freqüências de cada

unigrama foram subtráıdas das dos bigramas, não removidos na primeira subtração, nos

quais eles ocorrem. Logo, os n-gramas cujas freqüências foram zeradas nesse processo são

descartados do conjunto de atributos; pois, suas freqüências são combinações lineares das

anteriores. Ou seja, esses n-gramas removidos representam redundâncias no conjunto de

atributos inicial. Conseqüentemente, os n-gramas cujas freqüências não foram zeradas

são não redundantes e devem ser utilizados. Devido aos n-gramas de mais alta ordem

serem menos freqüentes que os de mais baixa ordem e formados pelos mesmos, opta-se

por primeiro selecionar os de mais alta ordem e então eliminar as redundâncias.

Assim, neste caṕıtulo é proposto um modelo de seleção de n-gramas. Nesse modelo

faz-se a seleção de atributos unigramas e, então, adaptam-se algumas regras de seleção

de atributos para selecionar também os n-gramas com n ≥ 2 e eliminar as redundâncias

presentes entre eles.

4.3 Método proposto para a seleção de atributos n-gramas

No método proposto e desenvolvido neste trabalho, supõe-se que a coleção de textos

pertence a um domı́nio de conhecimento restrito e que será representada como uma bag
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of words.

O método proposto é baseado nas idéias apresentadas na seção anterior. Ele é dividido

em quatro passos, como ilustrado na Figura 4.1. As subseções seguintes correspondem a

cada um desses passos e os descrevem.

Figura 4.1: Passos do método proposto para a seleção de atributos n-gramas

4.3.1 Passo 1 - geração de unigramas

O primeiro passo é gerar todos os posśıveis unigramas da coleção de textos. Pode-se

usar qualquer ferramenta que permita gerar os unigramas e contabilizar suas freqüências,

por exemplo, a PreText ou a NSP. Neste passo, as entradas do processo são a coleção de

textos e a lista de stopwords a serem eliminadas do processo. Logo, a sáıda deste processo

são os unigramas gerados e contabilizados, pela sua freqüência de ocorrência na coleção

de textos, medida tf .

4.3.2 Passo 2 - filtro e seleção de stopwords da coleção

No segundo passo, escolhe-se um filtro para os unigramas gerados, de acordo com as

propostas apresentadas por Nogueira (2009) e as freqüências fornecidas.

Aplicado o filtro tem-se os unigramas filtrados e as stopwords da coleção. Os unigra-

mas filtrados estão sendo tratados como aqueles que foram selecionados como atributos

após a aplicação do filtro. Neste método proposto para a seleção de n-gramas, as stop-

words da coleção correspondem aos unigramas que foram descartados pelo filtro. Esses

unigramas que foram descartados são utilizados como stopwords no próximo passo.
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Ainda, quando se utiliza uma ferramenta que promove a radicalização, como é o caso

da PreText, há mais um item que merece atenção. Não basta relacionar os “radicais”

cortados como stopwords da coleção, é preciso relacionar todas as suas inflexões presentes

na coleção de textos; pois, todas as inflexões foram cortadas.

4.3.3 Passo 3 - geração dos n-gramas (n > 1)

As stopwords da coleção precisam ser descartadas da construção dos n-gramas de

mais alta ordem, porque podem vir a interferir na sua construção e seleção. Por exemplo,

para um n-grama como “pastagem pesquisada melhorada Embrapa”, se as inflexões do

verbo “pesquisar” tiverem sido descartadas, bem como o nome próprio “Embrapa”, o

correto seria gerar apenas o bigrama “pastagem melhorada”.

Com base no exemplo utilizado na seção anterior, o trigrama “subject text talk” da

Tabela 4.2, simplesmente deixa de existir após o corte de unigramas com df < 2, pois

ficam como unigramas filtrados apenas os que possuem df ≥ 2. E, por exemplo, o tri-

grama “textual data magazin” também deixa de existir após esse corte, mas o bigrama

“textual data” continua existindo.

Resumidamente, retirando-se as stopwords da coleção, geram-se os n-gramas de mais

alta ordem formados apenas pelos unigramas estatisticamente mais discriminativos. As-

sim, o processo de geração de n-gramas neste passo, recebe como entrada a coleção de

textos, a lista de stopwords e a lista de stopwords da coleção. Com isso, espera-se gerar

apenas os n-gramas, n > 1, que não contenham os unigramas descartados pelo filtro.

No exemplo anterior, especificam-se as stopwords da coleção como os unigramas descar-

tados após o corte df ≥ 2 e todas as suas inflexões. Então, reaplicando a ferramenta Pre-

Text à coleção de documentos são gerados apenas os trigramas e bigramas relacionados

na Tabela 4.4.

Tomando-se um exemplo completo, supor os passos de extração dos n-gramas na frase

da Tabela 4.13. Na primeira linha, a frase está completa, nenhum tratamento lhe foi

aplicado. Na segunda linha, as stopwords são removidas; essas stopwords são as geralmente

removidas, como artigos, interjeições, etc; que, neste caso foram: ”‘à”’, ”‘de”’ e ”‘seus”’.

Na terceira linha, algum processo de seleção de unigramas foi aplicado Nogueira et al.

(2008b). Com a seleção dos unigramas, a frase ficou curta; dado que lhe são descontadas as

stopwords da coleção, que foram: ”‘marrom”’, ”‘acinzentada”’, ”‘enfatizando”’ e ”‘fortes”’.

Conseqüentemente, para formar os n-gramas com 2 ≥ n ≥ 3, ter-se-iam os resultados

apresentados na quarta linha.

frase original bateu à porta de madeira marrom
acinzentada enfatizando seus fortes toques

removidas as stopwords bateu porta madeira marrom
acinzentada enfatizando fortes toques

escolhidos unigramas bateu porta madeira toques
posśıveis n-gramas bateu-porta porta-madeira madeira-toques

bateu-porta-madeira porta-mdeira-toques

Tabela 4.13: Extração de n-gramas
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4.3.4 Passo 4 - seleção dos n-gramas e eliminação de redundâncias

Neste passo, os n-gramas com n = 3, 2 devem ser estatisticamente selecionados como

candidatos a atributos. Isto é feito, realizando-se um conjunto de testes de dependência

entre os n-gramas de mais baixa ordem que os formam, de acordo com suas freqüências

de ocorrência na coleção de textos (Manning e Schütze, 1999; Banerjee e Pedersen, 2003).

De modo a simplificar a escolha dos testes de independência e sua aderência ao problema,

selecionou-se o estimador Q de Yule, que não depende da distribuição dos dados, aplicado

a decomposições das tabelas de freqüências dos n-gramas1.

Seja w1w2w3 um trigrama com freqüência observada f123; no qual, w1 corresponde à

palavra da primeira posição do trigrama, w2 à palavra da segunda posição e w3 à palavra

da terceira posição. Deve ser obtida a freqüência observada de w1w2, f12., sempre que

esse bigrama é presente na primeira posição de todos os trigramas gerados para a coleção.

Também é necessária a freqüência observada do bigrama w2w3, f.23, na segunda e terceira

posições de todos os trigramas da coleção. E, ainda, a freqüência observada de w1, (f1..),

na primeira posição de todos os trigramas da coleção. Finalmente, precisa-se da freqüência

observada de todos os trigramas da coleção (f...).

Na Tabela 4.14, a freqüência de w1 na primeira posição (f1..) e w2w3 na segunda e

terceira posições (f.23) do trigrama w1w2w3 (f123) são ilustradas, bem como seus comple-

mentos.

w2w3 !(w2w3)
w1 f123 f1.. − f123 f1..

!(w1) f.23 − f123 (f... − f1..)− (f.23 − f123) f... − f1..
f.23 f... − f.23 f...

Tabela 4.14: Freqüências de w1 e w2w3 em w1w2w3

Para testar a hipótese de independência entre as ocorrências de w1 na primeira posição

e w2w3 na segunda e terceira posições, pode-se usar o estimador Q de Yule após o cálculo

dos seguintes valores:

d1 = ((f... − f1..)− (f.23 − f123))

α1 =
f123 ∗ d1

(f.23 − f123) ∗ (f1.. − f123)

Q1 = (α1 − 1)/(α1 + 1)

v1 =

√
1

f123

+
1

f1.. − f123

+
1

f.23 − f123

+
1

d1

σQ1 =
1

2
∗ (1−Q2

1) ∗ v1

ICQ1 = [Q1 − 2 ∗ σQ1 , Q1 + 2 ∗ σQ1 ]

Na tabela 4.15, são tabelados os valores de freqüência de w1w2 na primeira e segunda

posições (f12.) e w3 na terceira posição (f..3) do trigrama w1w2w3 (f123).

E, para testar a hipótese de independência entre as ocorrências de w3 na terceira

posição e w1w2 na terceira e segunda posições, usando o Q de Yule, obtém-se os seguintes

1Para detalhes sobre o estimador e decomposição das tabelas veja Bishop et al. (1975).
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w3 !(w3)
w1w2 f123 f12. − f123 f12.

!(w1w2) f..3 − f123 (f... − f12.)− (f..3 − f123) f... − f12.
f..3 f... − f..3 f...

Tabela 4.15: w1w2 nas primeiras e segundas posições e w3 nas terceiras posições de todos
os trigramas da coleção

valores:

d2 = ((f... − f..3)− (f12. − f123))

α2 =
f123 ∗ d2

(f12. − f123) ∗ (f..3 − f123)

Q2 = (α2 − 1)/(α2 + 1)

v2 =

√
1

f123

+
1

f..3 − f123

+
1

f12. − f123

+
1

d2

σQ2 =
1

2
∗ (1−Q2

2) ∗ v2

ICQ2 = [Q2 − 2 ∗ σQ2 , Q2 + 2 ∗ σQ2 ]

Se 0 /∈ ICQ1 e 0 /∈ ICQ2 então w1w2w3 é selecionado como atributo. Todos os trigramas

selecionados como atributos são rankeados de acordo com suas freqüências de ocorrência

na coleção de textos, isto é, pelos valores obtidos como f123.

Tão logo todos os trigramas tenham sido testados, selecionados e rankeados, todos

os bigramas e unigramas cujas freqüências observadas formam os trigramas por combi-

nações lineares, são eliminados com o Algoritmo 1. Para isso, utilizam-se as freqüências

observadas, notadas por Of neste trabalho. Logo, tem-se: Ofij com i, j = 1, 2, 3 para

os bigramas e Ofi com i = 1, 2, 3 para os unigramas. Todos os n-gramas são tratados

pelo algoritmo na ordem em que foram rankeados pelas suas freqüências. A base do algo-

ritmo é que para cada trigrama, há algum(ns) bigrama(s) e unigrama(s) com freqüência

maior ou igual à deles. Nesse caso, a redundância funciona como um critério de seleção

de atributos e é usada para eliminar essas ocorrências de n-gramas de mais baixa ordem.

Deve-se salientar que, apenas os melhores candidatos a atributos entre os trigramas ficam

na lista de atributos finais.

Input: TriGramList : lista de trigramas ordenados pelo valor de seus ranks
Output: FinalAttributesList : lista de atributos finais com freqüências atualizadas
for todos os trigramas em TriGramList do

selecionar o trigrama melhor rankeado, w1w2w3;
procurar por w1w2, com Of12 ≥ Of123 ;
procurar por w2w3, com Of23 ≥ Of123 ;
procurar por w1, com Of1 ≥ Of123 ;
procurar por w2, com Of2 ≥ Of123 ;
procurar por w3, com Of3 ≥ Of123 ;
subtrair Of123 de todos os n-gramas acima, de cada Ofij e Ofi ;
adicionar w1w2w3 em FinalAttributesList ;

end

Algoritmo 1: Seleção de trigramas

Após a seleção dos trigramas e eliminação de redundâncias, o mesmo processo e idéias

são aplicados aos bigramas, que não foram anteriormente eliminados. Deste modo, os can-
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didatos a bigramas são selecionados com o teste de independência e cálculo do estimador

Q de Yule; e a seguir, rankeados pela sua freqüência de ocorrência.

Seja w1w2 um bigrama com freqüência observada f11. Também é necessário calcular

as freqüências observadas do unigrama w1 na primeira posição entre todos os bigramas

como f1. e a freqüência observada de w2 na segunda posição entre todos os bigramas como

f.1. A freqüência de todos os bigramas na coleção, após o a eliminação de redundâncias

e seleção dos n-gramas de mais alta ordem, corresponde a f... Então esses valores são

tabulados como na Tabela 4.16.

w2 !(w2)
w1 f11 f1. − f11 f1.

!(w1) f.1 − f11 (f.. − f1.)− (f.1 − f11) f.. − f1.
f.1 f... − f..3 f..

Tabela 4.16: Freqüências de w1 e w2 no bigrama w1w2

Para testar a hipótese de independência entre a ocorrência de w1 na primeira posição

e de w2 na segunda posição, usando o estimador Q de Yule, os seguintes valores precisam

ser obtidos:

d = ((f.. − f1.)− (f.1 − f11))

α =
f11 ∗ d

(f1. − f11) ∗ (f.1 − f11)

Q = (α− 1)/(α + 1)

v =

√
1

f11

+
1

f1. − f11

+
1

f.1 − f11

+
1

d

σQ =
1

2
∗ (1−Q2) ∗ v

ICQ = [Q− 2 ∗ σQ, Q1 + 2 ∗ σQ]

Se 0 /∈ ICQ então w1w2 é candidato a atributo. Todos os bigramas selecionados

são rankeados pela sua freqüência de ocorrência f11. Tão logo, todos eles tenham sido

selecionados e rankeados, rankeiam-se os unigramas remanescentes do processo anterior de

eliminação de redundâncias, pela sua freqüência de ocorrência. Obtém-se as freqüências

Ofi , i = 1, 2 e aplica-se o Algoritmo 2.

Input: BiGramList : lista dos bigramas remanescentes ordenados pelos valores de seus ranks
Output: FinalAttributesList : lista de atributos finais com freqüências atualizadas
for para todos os bigramas em BiGramList do

selecionar o bigrama melhor rankeado, w1w2 com sua freqüência remanescente Of11 ;
procurar por w1, com Of1 ≥ Of11 ;
procurar por w2, com Of2 ≥ Of11 ;
subtrair Of11 de todos os bigramas acima, isto é de Of1 e Of2 ;
adicionar w1w2 em FinalAttributesList ;

end

Algoritmo 2: Seleção de bigramas

Logo, apenas os melhores bigramas candidatos a atributos são selecionados no final

do processo. Também restam apenas os unigramas que não representavam combinações

lineares com os n-gramas de mais alta ordem. Deste modo, novamente a redundância

serviu como um critério de seleção de atributos, ou melhor, de eliminação de atributos.
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Embora o processo tenha sido aplicado apenas a trigramas, bigramas e unigramas, é

fácil notar que ele pode ser expandido para qualquer n, desde que se apliquem as devidas

partições às tabelas de contingência dos n-gramas.

4.4 Avaliação do método proposto

Para testar o método proposto para seleção de atributos n-gramas foram implementa-

dos alguns protótipos para realizar os testes, ranking e seleção dos atributos. Deste modo

é posśıvel obter as listas de candidatos a atributos e as listas finais resultantes do método

proposto, para compará-los. A melhor comparação deveria ser uma análise subjetiva,

dado que se tratam de atributos que também são candidatos a termos de domı́nio. Logo,

seria interessante que um grupo de especialistas do domı́nio, preferencialmente, terminó-

logos, avaliassem os resultados. No entanto, qualquer que seja o tamanho da coleção de

textos, para que se possa representar pelo menos parte de um domı́nio de conhecimento,

é gerado um número muito grande de atributos. Logo, uma análise subjetiva seria uma

tarefa nada trivial e muito onerosa.

Uma análise objetiva simples seria utilizar coleções de textos rotuladas e verificar o

desempenho de um ou mais classificadores mediante diferentes conjuntos de atributos.

Porém, a seleção de atributos é realizada como se a coleção fosse não rotulada, ou seja,

em nenhum momento inclui-se a informação do rótulo na seleção de atributos. Assim,

constroem-se dois conjuntos de atributos para cada coleção de textos considerada:

1. atributos rankeados: geram-se os unigramas e os demais n-gramas. Filtram-se

os unigramas e encontram-se as stopwords da coleção. E, então todos os n-gramas

são selecionados e rankeados de acordo com o teste de independência anteriormente

explicado.

2. atributos não redundantes: aplica-se o método proposto para obter o conjunto

de atributos.

O teste de seleção dos n-gramas é o mesmo aplicado nos dois conjuntos de atributos,

para que não se insiram outros efeitos à comparação, além da eliminação de redundâncias

e stopwords da coleção.

Então, uma matriz atributo×valor é constrúıda para cada conjunto de atributos; ou

seja, uma matriz atributo×valor para o conjunto de dados com atributos apenas rankeados

e outra matriz atributo×valor para o mesmo conjunto de dados porém removidas as

stopwords da coleção e as redundâncias.

Em cada matriz atributo×valor, as células correspondem à freqüência de ocorrência

do atributo no documento e, a última coluna corresponde ao rótulo do documento. Para

validar os resultados, para cada conjunto de atributos, dois modelos de classificação foram

constrúıdos utilizando dois algoritmos de classificação amplamente conhecidos: C4.5 para

árvores de decisão e Support Vector Machines (SVM). Ambos escolhidos devido ao fato

de suportarem bem matrizes esparsas; especialmente, SVM comporta-se bem e encontra

um modelo mesmo na presença de muitos dados redundantes (Joachims, 1998). Adi-

cionalmente, para estimar a taxa de acurácia dos classificadores, utilizou-se o modelo de
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amostragem cruzada de 10 pastas (10-fold cross validation). Finalmente, após obter as

taxas de acurácia de cada classificador, calculam-se suas médias e comparam-nas usando-

se o estimador t Student.

4.5 Experimentos e avaliação dos resultados

Três conjuntos de dados de diferentes domı́nios e ĺınguas foram selecionados. O

primeiro é uma coleção de textos de artigos completos do Instituto Fábrica do Milênio

(IFM). Esse conjunto de dados é composto por 614 documentos em português, divididos

em quatro classes, com 291 documentos na classe majoritária. A segunda coleção de do-

cumentos é o conjunto de artigos Case Based Reasoning- Inductive Logic Programming -

Information Retrieval - Sonification (CBR-ILP-IR-SON)2 composto por 681 resumos de

documentos em inglês, classificados em quatro classes e com 276 documentos na classe

majoritária, tratando-se exclusivamente de resumos de artigos cient́ıficos e referenciada

neste trabalho por CIIS. A terceira coleção são artigos completos em inglês sobre in-

teligência artificial (IA), divididos em cinco categorias: agentes e multi-agentes, lógica

fuzzy, aprendizado de máquina, planejamento e robótica3.

Um processo completamente aleatório foi utilizado para balancear as coleções de textos,

escolhendo cinqüenta documentos por classe. Exceto pela coleção IFM; nessa, três classes

sofreram o processo de escolha aletória de 50 de seus documentos, porém, uma das classses

tinha apenas 43 documentos e ficou com todos os originais. Deste modo, procurou-se

minimizar efeitos causados pelo desbalanceamento das classes. Na Tabela 4.17 encontram-

se o número de documentos em cada coleção, o número total de unigramas antes e depois

do filtro. Utilizou-se o filtro TC (Liu et al., 2003), tomando-se apenas 10% dos unigramas

rankeados, que na verdade era resultado de experimentos prévios. Nesse experimentos foi

observado que filtros baseados na contribuição do termo para a variância total explicada

resulta no menor conjunto de atributos mais representativo da coleção (Nogueira et al.,

2008b; Liu et al., 2003) e alguns outros experimentos sugerem que somente 10% dos atri-

butos rankeados são tão confiáveis quanto maiores conjuntos de atributos (Nogueira et al.,

2008a). Na mesma tabela, as duas últimas colunas referem-se ao número de bigramas e

trigramas após o filtro dos unigramas e a remoção de stopwords da coleção.

Coleção # de # de # de unigramas # de # de
de Textos docs unigramas pós-filtro bigramas trigramas

IA 250 42753 4276 87297 30326
CIIS 200 10810 1081 17940 17944
IFM 193 20795 2080 82325 84200

Tabela 4.17: Resultados dos primeiro, segundo, terceiro e quarto passos do modelo pro-
posto sobre os dados experimentais

Assim, as três últimas colunas da Tabela 4.17 correspondem aos primeiros conjuntos de

candidatos a atributos. Para encontrar o conjunto não redundante aplica-se o quinto passo

do modelo proposto. Deste modo, para cada coleção tem-se os dois conjuntos de atributos

2Dispońıvel em http://infoserver.lcad.icmc.usp.br/infovis2/PEx.
3Dispońıvel em http://labic.icmc.usp.br/projects.
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só rankeados (R) e não redundantes (NR). O número de atributos não redundantes (NR)

é resumido na Tabela 4.18 e os rankeados na Tabela 4.19.

Coleções # unigramas # bigramas # trigramas
de textos NR NR NR

IA 4264 26270 24303
CIIS 1065 1379 1831
IFM 1984 7043 42741

Tabela 4.18: Atributos n-gramas não redundantes obtidos dos dados experimentais

Coleções # unigramas # bigramas # trigramas
de textos R R R

IA 4276 53595 30060
CIIS 1081 4284 2811
IFM 2080 48775 82354

Tabela 4.19: Atributos n-gramas apenas rankeados obtidos dos dados experimentais

Para cada coleção e conjunto de atributos, os classificadores C4.5 e SVM foram apli-

cados e suas taxas de acurácia foram estimadas usando validação 10-fold cross. É muito

importante ressaltar que os classificadores não estão sendo comparados, o foco é observar

o comportamento de mais de um classificador com diferentes conjuntos de atributos.

Coleções Rankeados Não Red. teste t
de textos acc± se acc± se p− value

IA 90± 5.42 89.6± 7.11 0.3838
CIIS 87± 9.19 87± 9.19 0.3880
IFM 70.45± 8.28 75.63± 7.88 0.1385

Tabela 4.20: Resultados do classificador C4.5 para testar H0 : accr = accnr

Coleções Rankeados Não Red. teste t
de textos acc± se acc± se p− value

IA 79.6± 8, 1 82± 7.12 0.2968
CIIS 90± 8.82 90.5± 6.85 0.3837
IFM 59.97± 10.24 68.84± 11.74 0.0835

Tabela 4.21: Resultados do classificador SVM para testar H0 : accr = accnr

Nas Tabelas 4.20 e 4.21, notam-se os resultados das avaliações das acurácias e seus

respectivos desvios padrões para cada grupo de atributos, coleção e classificador; os grupos

são rankeados (R) e não redundantes (NR). Na última coluna estão só resultados do teste t

Student para a hipótese de igualdade das médias das acurácias, isto é, H0 : accr = accnr).

Tem-se que accr e (se)r correspondem respectivamente ap valor médio e ao desvio padrão

de cada acurácia, mediante o 10-fold cross validation, para o conjunto de rankeados. E,

que accnr e (se)nr correspondem respectivamente ao valor médio e ao desvio padrão de

cada acurácia, mediante o 10-fold cross validation, para o conjunto de não redundantes. A

Equação 4.1 foi utilizada na obtenção de cada valor de t e então calculada a probabilidade

acumulada desse valor sob uma distribuição t-Student. Se a probabilidade acumulada ficar

no intervalo [0.025, 0.975], a hipótese de igualdade das acurácias é aceita. Esse intervalo

corresponde a valores com nove graus de liberdade. Logo, o valor de p-value na última

coluna corresponde ao complemento dessa probabilidade em relação a um. Como todos
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os valores obtidos são maiores que 0.025 então a hipótese de igualdade é aceita em todos

os casos.

tvalue =
accr − accnr√
(se)2r

10
+ (se)nr2

10

(4.1)

Num primeiro momento, focando apenas na performance de cada classificador, parece

que retirar a redundância foi melhor, especialmente devido ao intervalo de valores dos

desvios padrões. Mas, ao aplicar o teste t vê-se que estatisticamente as acurácias são

iguais a um ńıvel de significância de 95%. Deste modo, podemos observar que a remoção

da redundância não sacrificou a efetividade da categorização, como esperado.

4.6 Vantagens do método para a seleção de atributos n-gramas

Como o método proposto não depende do conhecimento prévio de rótulos, pode ser

utilizado em aprendizado supervisionado ou não supervisionado. No entanto, para apren-

dizado supervisionado seria interessante trocar o processo de seleção dos unigramas, no

primeiro filtro do método. Para ter uma melhor seleção dos unigramas, poder-se-ia acres-

centar o conhecimento dos rótulos.

O método proposto depende somente dos testes estat́ısticos sobre uma coleção desor-

denada de palavras (ou radicais, ou lemas, etc) n-gramas em lugar de caracteres n-gramas

cont́ıguos, como nos métodos de Dejun e Maosong (2004). Além disso, Dejun e Maosong

(2004) acreditavam que seus métodos eram independentes de ĺıngua, e o método aqui

proposto o é para a remoção de redundâncias. Deve-se lembrar que a identificação dos

n-gramas depende da ĺıngua, após esse processo, a remoção de redundâncias é indepen-

dente. Como evidência dessa afirmação pode-se considerar as coleções de textos utilizadas

no experimento, pois uma está em português e as duas outras em inglês.

Além disso, o método proposto define e utiliza stopwords da coleção de textos para

remover combinações indesejadas de n-gramas. Essa remoção de stopwords tanto funciona

como um filtro para que não ocorram n-grams formados pelos unigramas cortados, quanto

substitui janelas de formação de n-gramas. Por exemplo, no trabalho de Zhang e Zhu

(2007) há uma proposta de estimação de tamanhos de janelas entre os gramas, de modo

que sejam eliminadas algumas combinações indesejadas. Com a remoção das stopwords da

coleção acredita-se que o método proposto se aproximadas idéias de Zhang e Zhu (2007),

causando uma melhora da informação semântica similar à estimativa de janelas em um

processo muito mais simples.

4.7 Considerações Finais

Um método para resolver o problema de automaticamente selecionar bons atributos n-

gramas não redundantes é proposto. O método baseia-se no pressuposto que a redundância

é sempre presente quando se usam n-gramas, n ≥ 2, devido a sua natureza estocástica.

O método proposto alcançou seus objetivos, selecionando bons candidatos a atributos

n-gramas e eliminando as redundâncias apresentadas. Nos experimentos foram obtidas
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boas estimativas de acurácia, o que evidencia uma boa qualidade dos atributos. Além

disso, a efetividade dos classificadores não foi diminúıda após a remoção das redundâncias

entre os atributos, o que indica que apenas as redundâncias foram realmente eliminadas.

Como trabalho futuro, deve ser realizada uma análise subjetiva sobre os atributos

gerados, junto a especialistas do domı́nio, para tentar avaliar melhorias semânticas na

interpretação. Também seria interessante comparar os resultados a indicação de janelas

entre os n-gramas gerados, como feito por Zhang e Zhu (2007).

Por fim, é necessário expandir os algoritmos e implementações para n qualquer, dado

que o modelo apresentado limitou-se a n ≤ 3.

No Caṕıtulo 5, a seguir, trata-se de um quesito da etapa de extração de conhecimento

da TopTax. O assunto é a seleção de atributos como rótulos discriminativos de agrupa-

mentos hierárquicos de documentos, ao quê dá-se o nome de rotulação de agrupamentos.

Para a rotulação de agrupamentos hierárquicos de documentos foram propostos dois mo-

delos inéditos, bem como a metodologia de avaliação dos resultados desses modelos.
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Caṕıtulo

5
Modelos de rotulação em agrupamentos

hierárquicos de documentos

U m novo método de rotulação para agrupamentos hierárquicos de documen-

tos e uma proposta de validação do método são apresentados neste caṕıtulo.

O objetivo do método é produzir rótulos discriminativos dos grupos, sem

repetição ao longo dos ramos, com um vocabulário variado e de qualidade e, independente

do algoritmo de agrupamento utilizado, bem como independente da ĺıngua. Para isso o

método foi baseado em uma definição formal de uma taxonomia de tópicos, a partir das

definições de seus elementos. O método foi implementado e validado contra três outros

métodos da literatura. A validação passa pelos critérios de complexidade do algoritmo,

melhor discriminação dos grupos, melhor variabilidade e qualidade do vocabulário gerado;

em todos esses quesitos o novo método supera estatisticamente os outros três.

5.1 Introdução

Segundo Konchady (2006), um número considerável de propostas explora o agrupa-

mento aglomerativo de documentos sob a perspectiva da recuperação de informação, mas

um aspecto igualmente importante é o processo de rotular os grupos obtidos. O usuário

final pode decidir explorar um agrupamento geralmente guiado pelo rótulo do mesmo;

porém, resumir um agrupamento com base em um pequeno conjunto de termos é bas-

tante dif́ıcil. Pois, a questão de abstração de dados em problemas de agrupamento envolve

obter descrições concisas e significativas para os grupos e essas descrições chegam a ser

tão importante quanto o próprio agrupamento (Feldman e Sanger, 2007).

Há vários trabalhos que exploram especialmente a geração de rótulos para o agrupa-

mento de documentos textuais, que visam à identificação de palavras-chaves para indicar

os posśıveis tópicos aos quais os documentos agrupados se refiram. Em geral, esses méto-

dos dependem diretamente da forma como o agrupamento é obtido, isto é, do método
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utilizado para agrupar os documentos. Os agrupamentos são calculados a partir da re-

presentação matricial da coleção de textos, considerando-se cada texto um elemento a

ser agrupado representado por um vetor de atributos. Cada atributo corresponde a uma

palavra ou composição de palavras (por exemplo, “inteligência artificial”), para as quais é

obtida uma medida de freqüência, que pode ser qualitativa, representando a pertinência

ou não da palavra no documento, ou quantitativa, como a freqüência ou a freqüência in-

versa de ocorrência da palavra. Os agrupamentos obtidos refletem tópicos ou sub-tópicos

aos quais os documentos se referem, logo, são representados por conjuntos de atributos

mais significativos no grupo, que podem ser interpretados como um conceito associado ao

grupo.

Um dos principais pontos de investigação está relacionado a como rotular os tópicos

das coleções de textos hierarquicamente organizadas. A organização hierárquica de uma

coleção de textos seguida de um procedimento de rotulação tem como objetivo organizar

a informação, atribuir metadados únicos a cada grupo da hierarquia e auxiliar o usuário

em navegação e busca, de modo que o usuário possa melhor compreender a coleção de

dados. Assim, no escopo do projeto TopTax- Topic Taxonomy (Moura et al., 2008a),

descrito no Caṕıtulo 3, a rotulação de grupos foi separada da obtenção dos mesmos.

Desta forma, pode-se avaliar diferentes métodos de obtenção da hierarquia e de rotulação

separadamente, procurando não perder informação ou compreensibilidade. Além disso,

com o processo separado da rotulação, a técnica pode ser aplicada a qualquer hierarquia,

tenha ela sido obtida de qualquer procedimento de agrupamento hierárquico, inclusive

manual. Neste caṕıtulo trata-se exclusivamente o problema de rotulação dos grupos.

Na próxima seção é discutida a revisão bibliográfica realizada sobre métodos de rotu-

lação de agrupamentos que se aproximam dos requisitos do projeto TopTax. A seguir,

descrevem-se as idéias que inspiraram os dois modelos propostos para rotulação de agru-

pamento hierárquico; para ilustrar essas idéias utiliza-se um exemplo propositadamente

criado. Depois os modelos, algoritmos e caracteŕısticas são descritos. Na Seção 5.4

discute-se uma forma de avaliação objetiva do modelo proposto comparando-o a outros

pré-existentes. Na Seção 5.7 discorre-se sobre os experimentos realizados, apresentando

dados e resultados. E, finalmente as considerações finais.

5.2 Revisão bibliográfica de modelos de rotulação

Obtidos os agrupamentos, a tarefa de identificar as palavras mais discriminativas em

cada qual, também conhecida como rotulação de agrupamentos, pode ser vista como

um problema de seleção de atributos (Weiss et al., 2005). Para seleção supervisionada,

considera-se cada grupo como uma classe, podendo-se utilizar informação mútua ou ganho

de informação; e, para abordagens não supervisionadas utiliza-se a tf-idf (term frequency

- inverse document frequency) ou alguma análise fatorial. Um bom exemplo de seleção

não supervisionada é a utilização da tf-idf no módulo k-means do ambiente TMSK - Text

Mining Software Kit (Weiss et al., 2005). A tf-idf corresponde à freqüência observada

da palavra na coleção, ou no agrupamento como utilizada nesse caso, ponderada pelo

logaritmo da sua freqüência inversa na coleção; a ponderação visa eliminar palavras muito
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freqüentes e privilegiar as menos freqüentes. No ambiente TMSK, para selecionar as

palavras mais discriminativas de cada agrupamento encontrado, o método empregado

considera aquelas que possuem as maiores tf-idfs médias.

Dentre as idéias mais difundidas e utilizadas para rotular os grupos de documentos

estão os métodos baseados em centróides, para agrupamentos obtidos com k-means ou

k-medóide, ou método deles derivado. Esses métodos geram agrupamentos disjuntos e

em alguns casos hierárquicos - aplicando-se métodos semelhantes ao bissecting k-means

- que divide o conjunto de dados em duas partes, depois cada parte em duas partes e,

assim, sucessivamente. Para obter o conjunto de palavras-chaves que melhor discriminem

os grupos, em cada grupo calculam-se os centróides, para a base k-means, ou as medi-

anas, para os similares ao k-medóide; e, então se utilizam os valores de cada célula dos

vetores como pesos para cada atributo considerado. Os atributos com maior peso em cada

grupo são considerados os mais discriminativos do agrupamento (Larsen e Aone, 1999).

Recentemente, Zhang et al. (2009) propuseram um método simples cuja base é o vetor

central de um agrupamento, tomando-lhe as cinco palavras de maior peso, seguido de uma

escolha heuŕıstica das melhores palavras; o problema é que a heuŕıstica é um tanto quanto

subjetiva. A validação dessa proposta é realizada sobre um agrupamento manualmente

anotado e usando diferentes classificadores.

Trabalhando-se com modelos probabiĺısticos de agrupamentos, há o modelo CAM -

Cluster Abstraction Model, desenvolvido por Hofmann (1999). Nesse modelo restringe-se

a presença do termo no nó da árvore como ascendente ao agrupamento no qual o termo

é significativo no documento somado à distribuição das palavras condicionadas aos docu-

mentos, P (w/d) =
∑
c P (cd = c/wd, θ)

∑
a P (a/c)P (w/a), com w correspondendo a cada

palavra, d a cada documento e c a uma classe/grupo. Nesse caso, se for considerado hard

assigment para a distribuição dos grupos dadas as palavras, captura-se a idéia de propa-

gação de termos em uma taxonomia, em que se verifica que um documento é composto por

uma mistura de termos que vão dos mais genéricos para os mais espećıficos. O resultado

é muito bom, embora a forma de se chegar ao mesmo seja muito complexa e envolva a

estimação dos critérios de convergência dos métodos empregados. Em consonância com

este trabalho, as abstrações probabiĺısticas de hierarquias de Segal et al. (2001) utilizaram

um modelo com classes espećıficas e probabiĺısticas para cada nó. Nesse trabalho, a di-

vergência de Kullback-Leibler (Duda et al., 2001) define a distância entre as categorias;

permitindo minimizar a distância total e maximizar a verossimilhança, complementando

o CAM em relação a encontrar um melhor agrupamento.

Uma solução não probabiĺıstica e mais simples é a utilizada no ambiente TaxaMiner

(Kashyap et al., 2005a), que busca identificar taxonomias de tópicos a partir de clusteri-

zação hierárquica; em que os documentos são agrupados mediante o cálculo de um fator

de coesão dos grupos e a taxa de coesão de cada grupo indica também os atributos mais

significativos em cada qual. Nesse método é realizado um procedimento de pruning da

árvore de cluster com base na idéia de propagação de termos em uma taxonomia. A base

do procedimento de pruning é que ńıveis mais espećıficos da árvore que nada acrescentam

aos seus antecedentes podem ser podados; para tomar essa decisão o método utiliza a me-

dida de coesão, nele definida, para maximizar a relação intracluster e também estabelece
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empiricamente um threshold.

Outra solução recente, independente de método de agrupamento e de linguagem, foi

proposta por Ienco e Meo (2008). Eles usam o algoritmo PageRank do Google (Mihalcea,

2005), sobre o grafo obtido após aplicar um algoritmo hierárquico de agrupamento a uma

coleção de documentos. O algoritmo PageRank é baseado em passeios aleatórios através

do grafo para determinar a importância dos vértices; é uma algoritmo iterativo, usando

as probabilidades de transição entre os vértices do grafo para produzir pesos e ranquear

as palavras-chaves. Dessa forma a seleção dos descritores, ou seja, dos rótulos dos grupos,

é induzida pelo PageRank.

Geralmente, quando estamos interessados na tarefa de rotular os agrupamentos de

forma independente de como o cluster foi obtido, usa-se a distribuição de freqüências

das palavras ao longo dos grupos. Glover et al. (2002) propuseram um modelo baseado

exclusivamente nas freqüências observadas para cada palavra em cada grupo, isto é, nas

estimativas de máxima verossimilhança de suas probabilidades: p(w/c) e p(w), com w cor-

respondente a palavra e c ao grupo (considerado como uma classe). A hipótese assumida

é que, se p(w/c) é muito comum e p(w) é raro, então a palavra é um bom discriminador

para a classe c; caso contrário, se p(w/c) e p(w) são comuns então a palavra discrimina

a classe ascendente de c e, finalmente, se p(w/c) é muito comum e p(w) é relativamente

rara na coleção, então a palavra é um melhor discriminador para a classe descendente de

c. Os valores de muito comum e raro são experimentalmente determinados. Foi proposta

uma modificação a este método, na qual foi estabelecido um compromisso entre uma única

palavra como rótulo e uma lista de palavras como rótulo, estabelecendo-se uma pontuação

descritiva ponderada pela tf-idf (Treeratpituk e Callan, 2006). Embora os resultados se-

jam bons, o problema de determinação experimental dos critérios de convergência foram

entendidos também aos novos pontos de corte dessas pontuações descritivas.

A abordagem de Lamirel et al. (2008) é uma combinação da construção de uma árvore

hiperbólica e técnicas de visualização com técnicas de rotulação de agrupamentos; porém a

forma de atribuição dos rótulos não depende do algoritmo de agrupamento, logo, a solução

pode ser utilizada inclusive para agrupamento não hierárquico. O método de rotulação

é baseado no critério de avaliação do conteúdo dos grupos por meio da medida F . Os

autores redefiniram as medidas recall (cobertura), precision (precisão) e F , usadas em

recuperação de informação, para refletir a qualidade dos conjuntos de rótulos. Para isso,

baseados na distribuição de freqüências de todos os termos na coleção de textos e em cada

grupo, alguns pesos relacionados às freqüências dos termos foram considerados. Deste

modo, a precisão e a cobertura em cada grupo podem ser vistas como probabilidades

condicionais, da ocorrência do termo dado o grupo. Adicionalmente, eles propuseram

uma medida de penalidade e de ganho para cada escolha dependendo se discriminavam

simultaneamente cada nó pai e filho. Com essas pontuações, as escolhas foram boas e

o método teve um resultado significativamente melhor que aqueles com base apenas nas

maiores freqüências e em seleção por X2 (qui-quadrado).

Um método pouco mais antigo, que trabalha sobre uma distribuição multinomial em

um agrupamento hierárquico foi desenvolvido por Popescul e Ungar (2000). Nessa pro-

posta, um atributo é discriminativo ou não em um dado nó da hierarquia se ele depende
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estatisticamente do nó. A seleção é realizada da raiz para a folhas da árvore, testando-se

cada palavra em relação a sua dependência dos filhos do nó. Se a hipótese de independên-

cia é aceita, então a palavra tem distribuição homogênea nos filhos e está associada apenas

ao nó pai, caso contrário, a palavra deve estar associada a algum dos filhos ou seus des-

cendentes. Um problema nesse método é garantir a convergência das diferenças entre os

valores observados e esperados para o estimador X2, usado no teste de hipótese, quando

os valores esperados ou observados são muito pequenos - próximos a zero. De acordo com

o critério estabelecido para os valores mı́nimos aceitáveis e os intervalos de confiança das

hipóteses validadas, os resultados obtidos podem não ser confiáveis. Mas, o método tem

soluções interessantes e poderia ser mais bem explorado para evitar os riscos inerentes ao

processo de decisão.

Primeiramente, foi proposta uma modificação ao método de Popescul & Ungar na qual

alguns problemas foram solucionados (Moura et al., 2008c). As modificações incluem o

tratamento de baixas freqüências de ocorrência observadas e esperadas, isto é, quando

próximas a zero, e a troca do estimador por um mais robusto, não dependente da dis-

tribuição das diferenças entre valores esperados e observados. Com isso, os algoritmos

sempre conseguem tomar uma decisão, produzindo conjuntos de rótulos pequenos e sem

repetição ao longo da hierarquia. Embora essas modificações tenham tido uma boa avali-

ação, os algoritmos do método têm alta complexidade computacional e existe uma alta

taxa de propagação de erros nos resultados. Em se tratando de método estat́ıstico o erro

é previsto, mas poderia ser evitado com uma reespecificação dos algoritmos. Esse método

é descrito na Seção 5.3.3, RLDM - Robust Labeling Down Method.

Assim, foi proposto um novo método com base nas idéias dos dois últimos. Esse

método também é independente da ĺıngua e produz conjuntos de rótulos pequenos e sem

repetição ao longo da hierarquia. Comparando-o aos dois últimos, ele tem uma complexi-

dade computacional muito menor, diminui a propagação de erro, produz um vocabulário

de qualidade superior e mais variado que os demais; conseqüentemente, melhora a repre-

sentatividade do vocabulário. Esse método é descrito na Seção 5.3.4, RLUM - Robust

Labeling Up Method.

5.3 Métodos desenvolvidos para rotulação hierárquica de agrupa-

mentos

Esta seção tem ińıcio com a idéia geral empregada aos métodos de rotulação desen-

volvidos neste trabalho, bem como seu embasamento na literatura. Os algoritmos pré-

existentes e os novos, desenvolvidos neste trabalho, são apresentados na seqüência, bem

como o método utilizado para a validação objetiva.

5.3.1 Idéia geral de rotulação de agrupamentos

Para ilustrar as idéias aqui apresentadas, será utilizada uma coleção de seis textos

em inglês. Os textos foram proposital e cuidadosamente constrúıdos para cobrir tópicos

relacionados à piscicultura (pisciculture), com duas espécies de peixes do Pantanal, e
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tópicos sobre produção e reprodução de gado de corte (beef catle). Os textos foram criados

para ter em comum o termo Pantanal e apenas termos do domı́nio foram utilizados nos

textos; isto é, termos que foram obtidos de um thesaurus. Adicionalmente, procurou-se

distribuir as freqüências dos termos mais ou menos uniformemente ao longo dos textos.

Conseqüentemente, essa coleção de textos é um exemplo ideal, pois após obter a estrutura

hierárquica deve-se chegar a uma hierarquia de tópicos basicamente sem erros; pois, os

termos selecionados supostamente são os melhores, dado que são termos de domı́nio e

estão balanceadamente distribúıdos ao longo dos textos.

Após aplicar um método de agrupamento hierárquico aglomerativo, usando similari-

dade de cosseno e o algoritmo average linkage, espera-se que os textos sejam separados

por tópicos e sub-tópicos de acordo com os respectivos assuntos e todos agrupados sob um

tópico raiz que contém o termo Pantanal em seus descritores; como ilustrado na Figura

5.1. Nessa figura, para todos os nós é representada a freqüência acumulada de cada termo

em cada grupo de documentos.

Figura 5.1: Hierarquia inferida sobre a coleção de textos do exemplo ideal

Dada a hierarquia da Figura 5.1, se os rótulos de cada grupo forem obtidos com

o método de seleção dos termos mais freqüentes em cada grupo, os termos com maior

freqüência acumulada nos agrupamentos são mantidos como rótulos após a determinação

de quantos termos deverão compor cada conjunto de rótulos. Assim, usando, no máxi-
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Figura 5.2: Resultado da aplicação do método de rotulação Mais Freqüentes sobre a
coleção de textos do exemplo

mo, sete dos termos em cada conjunto, tem-se o resultado apresentado na Figura 5.2.

Esse método geralmente é chamado de Mais Freqüentes, denominação seguida neste

trabalho. Deve-se ressaltar que esse método é bastante usado em agrupamentos não

hierárquicos e disjuntos (flat clusters), para os quais apresenta bons resultados. Porém,

em uma hierarquia esse método introduz uma série de repetições desnecessárias de termos

ao longo dos ramos; dado que os rótulos dos nós ascendentes também se aplicam aos seus

descendentes, de acordo com as idéias de propagação de termos em taxonomias. Embora,

tenha sido utilizado em alguns trabalhos junto a agrupamentos hierárquicos, como no

TaxGen (Müller et al., 1999). No TaxGen foram utilizados no máximo sete ńıveis de

hierarquia e os cinco termos mais freqüentes como rótulos em cada grupo.

Finalmente, uma taxonomia de tópicos é definida, neste trabalho, como uma coleção

de um domı́nio de conhecimento espećıfico, agrupada de acordo com algum critério de

similaridade entre os documentos e, tendo cada grupo associado a um conjunto de termos,

que é o rótulo de cada agrupamento. A união de todos os conjuntos de termos forma uma

estimativa do vocabulário do domı́nio no qual a coleção se insere. A primeira estimativa

do vocabulário é o conjunto inicial de atributos, após a aplicação de algum filtro.

5.3.2 Seleção hierárquica de rótulos

Com o exemplo anterior, pode-se observar que, o método Mais Freqüentes não executa

uma seleção adequada de rótulos para agrupamentos hierárquicos; uma boa idéia é procu-

rar não repetir os termos dos rótulos ao longo dos mesmos ramos da hierarquia. Para

explicar as idéias e definir os métodos desenvolvidos será utilizada a hierarquia genérica

representada na Figura 5.3 e utilizadas as notações descritas a seguir. Supõe-se que a

hierarquia foi obtida de um método de agrupamento hierárquico sobre uma coleção de

documentos, D = {d1, ..., dx}, com x documentos, representados por medidas sobre um

conjunto de atributos, A = {a1, ..am}, com m atributos. Assim, cada nó ni na hierarquia

corresponde a um grupo com c filhos e é formado por uma subcoleção de D. Deste modo,

fi(ak) é definida como a freqüência acumulada do k-ésimo atributo de A em ni; ou simi-
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Figura 5.3: Hierarquia genérica de uma taxonomia

larmente, essa quantidade corresponde à freqüência acumulada de ak nos documentos de

ni. Para tomar uma decisão sobre quais atributos melhor discriminam o i-ésimo grupo,

para cada ak, k = 1, ..m, em um determinado ni, constrói-se uma tabela de contingência

das freqüências dos termos em cada filho de ni, ilustrada na Tabela 5.1.

filho ak !ak total
ni1 fi1(ak)

∑m
t=1,t6=k fi1(at)

∑m
t=1 fi1(at)

... ... ... ...
nic fic(ak)

∑m
t=1,t6=k fic(at)

∑m
t=1 fic(at)

total fi(ak)
∑m

t=1,t6=k fi(at)
∑m

t=1 fi(at)

Tabela 5.1: Tabela de contingência para fi(ak)

Para decidir se o termo ak discrimina somente o nó ascendente, nó pai ni, ou somente

um dos filhos ou todo o conjunto de filhos, {ni1, .., nic}, um teste de independência é

aplicado sobre a distribuição do termo nos filhos. Sob a hipótese de independência, isto

é, o termo fixado ak não depende dos nós filhos, cada fij(ak) depende exclusivamente das

freqüências marginais, isto é, o valor esperado para cada fij(ak) deve ser:

E(fij(ak)) = fi(ak)×
m∑
t=1

fij(at)×
1∑m

t=1 fi(at))

Se o termo independe de todos os nós filhos, considera-se que ele pertence ao conjunto

de rótulos genéricos do nó pai ni, caso contrário, ele é considerado como pertencente aos

conjuntos de rótulos espećıficos de cada nó filho com o qual a relação de dependência

tenha sido verificada. Esse teste é aplicado ao longo de toda a hierarquia, para cada

atributo, iniciando-se na raiz e descendo-se até as folhas.

O método de Moura et al. (2008c), a partir daqui tratado por RLDM - Robust La-

beling Down Method, e o de Popescul e Ungar (2000) implementam essas idéias, tendo

como principais diferenças os testes utilizados para verificar a hipótese de independência e

o tratamento das restrições de aplicação dos testes. Popescul e Ungar usaram o estimador

χ2 com a restrição de todos E(fij(ak)) ≥ 5 bem como todas as freqüências observadas na

tabela ≥ 5. Como em mineração de textos as matrizes atributo×valor são muito esparsas,

também após o agrupamento muitos dos atributos apresentam freqüências baixas. Assim,

com uma restrição como E(fij(ak)) ≥ 5 ou fij(ak)geq5, esse método acaba se aproximando

muito dos resultados obtidos com o método dos Mais Freqüentes, comentado e ilustrado

anteriormente.
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Quanto ao uso do chi-quadrado e de medidas de associação, verificou-se que haviam

recomendações diferentes. Por exemplo, segundo Kachigan (1986) a regra de considerar

o valor cinco como limite inferior para as freqüências esperadas e observadas é muito

conservadora. Fienberg (1985) e Bishop et al. (1975) consideram que se o tamanho total

da amostra é grande, nesse caso as caselas de total
∑m
t=1 fi(at), pode-se utilizar a estimativa

de qui-quadrado sem fatores de correção de continuidade. Nesse caso, considera-se a regra

geral de freqüências e valores esperados ≥ 1, ou seja, basta que a freqüência do termo

não seja zerada em cada casela. Fienberg (1985) e Bishop et al. (1975) também afirmam

que, nesses casos, pode-se considerar medidas de associação invariantes para as diferentes

combinações de linhas e colunas, como a cross-product ratio. Assim, no RLDM decidiu-se

pelo uso da cross-product ratio junto a medidas de associação total.

5.3.3 O método Robust Labeling Down - RLDM

Nesse método, casos nos quais algum fij(ak) ≈ 0 são tratados separadamente, como

casos de associação ou dissociação completa do k−ésimo termo a algum grupo. Deste

modo o método permite que seu algoritmo sempre tome uma decisão em relação a algum ak

em algum ni e, conseqüentemente, os algoritmos sempre produzem um conjunto pequeno

de rótulos em cada grupo e não replicam os termos ao longo da hierarquia; como pode

ser observado na Figura 5.4. Adicionalmente, são utilizados os estimadores Q de Y ule e

o U2 para testar as hipóteses de independência (para maiores detalhes veja Bishop et al.

(1975)).

Figura 5.4: Ilustração do método de rotulação RLDM

Assim, em tabelas 2 × 2, isto é, quando algum ni tem somente dois filhos, c = 1, 2;

o estimador escolhido é o Q de Y ule. Para testar a hipótese de associação usando o

Q de Y ule, a razão do produto cruzado é calculada:

α = (fi1(ak) ∗
m∑

t=1,t6=k
fi2(at)) / (fi2(ak) ∗

m∑
t=1,t6=k

fi1(at))
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E, então, estima-se Q (Bishop et al., 1975)1:

Q̂ =
α− 1

α + 1
,

σ̂Q =
1

2
∗ (1− Q̂2) ∗

√√√√ 1

fi1(ak)
+

1∑m
t=1,t6=k fi2(at)

+
1

fi2(ak)
+

1∑m
t=1,t6=k fi1(at)

Q̂ ≈ N(Q̂, σ̂Q)⇒ Q̂± 2 ∗ σ̂Q

O valor máximo da função é alcançado quando α̂ = 1 e Q̂ = 0 e, Q̂ = 1 ou Q̂ = −1

ocorrem quando algum fij = 0; assim, se o valor 0 ∈
[
Q̂− 2 ∗ σ̂, Q̂+ 2 ∗ σ̂

]
então a

hipótese de independência ou desassociação é verdadeira.

A expansão do teste mais robusto para tabelas de contingência c × 2, isto é, ni pode

ter qualquer número de filhos, (c ≥ 3), usa o estimador U2:

U2 =
(c− 1) ∗BSS

TSS
,

BSS = TSS −WSS

TSS = (c/2)− (1/2c)
c∑
j=1

(fij(ak))
2

WSS = (c/2)− (1/2)

fi(ak) +
m∑

t=1,t6=k
fi(at)

× c∑
j=1

(fij(ak))
2

O valor TSS é interpretado como a variância total na tabela, ou a dispersão total

entre os valores. O valor WSS é a variação dos filhos dentro da classe, sendo que a classe

é positiva quando o termo está presente no nó filho. O valor BSS é a variância entre as

classes. Assim, U2 é um estimador da redução da proporção da variância explicada pelos

dados, isto é, a variação da freqüência do termo e, assintoticamente, aproxima-se de uma

distribuição χ2 com (c − 1) graus de liberdade (veja Bishop et al. (1975) para detalhes),

embora não dependa da probabilidade de distribuição das freqüências.

Algoritmos para o RLDM

Os Algoritmos 3 e 4 implementam a idéia básica de percorrer a árvore da raiz para

as folhas, para cada atributo ak, k = 1, ...,m, realizando os testes de hipótese e decidindo

para quais nós, ou grupos, o atributo é ou não discriminativo. Deve-se notar que com

esses passos sendo seguidos no processo decisório, não sobram replicações de termos ao

longo de um mesmo ramo da hierarquia.

Ainda, como para cada atributo sempre existe uma decisão, em alguns casos, o con-

junto de rótulos de um grupo resulta vazio. Nesses casos, não foi encontrado um atributo

especificamente discriminativo para o grupo, isto é, ele apenas herda os rótulos discrimi-

nativos de seus antecessores. Isso ocorre porque a coleção de textos é limitada, bem como

o conjunto de atributos. Logo, nem sempre há atributos que representam bem cada grupo,

independentemente. Então, esses grupos são cortados da hierarquia e, os descendentes

1Toda estimativa é notada com um chapéu.
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desses grupos passam a ser parte de seu primeiro antecessor rotulado. Para realizar esse

corte semântico da hierarquia, após a aplicação dos algoritmos anteriores a toda a árvore,

aplica-se o Algoritmo 5.

Input: ni, o nó raiz precisa ser o primeiro
Output: hierarquia atualizada, com seus conjuntos de rótulos
for all ak, k=1,..,m do

h executa testeRLDM(ni,ak);
end
execute CombinaSimplifica(ni);

Algoritmo 3: RLDM: controle do conjunto de atributos

Input: ni: i-ésimo grupo; ak: k-ésimo atributo
for all filhos de ni do

verifica quantos filhos possuem ak;
end
if quantos filhos == 1 then

executa testeRLDM(esse filho,ak);
end
if quantos filhos == 2 then

calcula Q de Yule e testa a hipótese;
if independe dos filhos then

fica no pai; remove dos filhos;
end
else

if depende de um filho then
fica nesse filho; remove do pai e do irmão;

end
else

remove do pai; executa testeRLDM(primeiro filho,ak); executa testeRLDM(segundo
filho,ak);

end

end

end
if quantos filhos ≥ 3 then

calcula U2 e testa a hipótese;
if independe dos filhos then

fica no pai; remove dos filhos;
end
else

verifica de quais filhos independe; remove do pai e dos irmãos;
for all filhos onde há dependência do

executa testeRLDM(filho,ak);
end

end

end

Algoritmo 4: RLDM: teste da hipótese de independência

Complexidade computacional do RLDM

Os algoritmos que descrevem o RLDM, bem como os do método de Popescul e Ungar

[2000], tem alta complexidade computacional, da ordem de O(m ∗ z2), considerando-se

os m atributos de A e que a árvore tenha z nós. Primeiramente, esses métodos precisam

acumular as freqüências de cada termo ao longo da hierarquia. Depois, percorrem a

hierarquia da raiz para as folhas para cada termo. Em cada nó eles testam a discriminação

do termo e decidem se o termo discrimina o nó ou ramos de seus filhos. Se o termo

discrimina apenas o nó ni ou algum nij, ele é removido de todas as listas de termos dos
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Input: hierarquia
Output: hierarquia atualizada
for das últimas folhas até a raiz do

if nó tem conjunto de rótulos vazio then
if nó tem filhos then

seu pai recebe os seus filhos; remove o nó;
end

end

end

Algoritmo 5: RLDM: realizar o corte semântico

descendentes deste, antes de se passar ao teste de um outro termo. Além disso, o método

RLDM ainda propõe o corte semântico sobre a hierarquia, e esse processo é aplicado sobre

toda a hierarquia novamente, o que incrementa um pouco a sua complexidade passando

a O(m ∗ z2 + z).

Propagação de erros

Ainda, ao usar as freqüências acumuladas em cada nó e a aplicação dos testes da

raiz para as folhas, um erro pode ser inserido diversas vezes no processo de decisão.

Observando a Figura 5.4, o termo Embrapa foi considerado discriminativo na raiz da

hierarquia, mas de fato ele não é presente em todos os nós da hierarquia, o que pode ser

facilmente verificado observando-se a Figura 5.1.

Para ilustrar esse problema, os valores na Tabela 5.2 representam os três primeiros

passos nos dois métodos, aplicados ao termo Embrapa, para a coleção de textos do exem-

plo (Figura 5.1). Os valores das estimativas do Q de Y ule e do χ2 são dados para cada

passo; e a numeração do nó segue a notação geral de acordo com a Figura 5.3.

1o Passo - nó raiz - n0
filho Embrapa !Embrapa total
n1 20 80 100
n2 20 255 275
total 40 335 375

α = 3.1875, Q̂ = 0.5224, σ̂Q = 0.1240
0 /∈ [0.2743, 0.5893] and χ̂2 = 11.1362 > 3.84

2o Passo - nó n1
filho Embrapa !Embrapa total
n11 10 35 45
n12 10 35 45
total 20 70 90

α = 1, Q̂ = 0
0 ∈ [interval] and χ̂2 = 0 < 3.84

3o Passo - nó n2
filho Embrapa !Embrapa total
n21 10 131 141
n22 10 124 134
total 20 255 275

α = 0.9466, Q̂ = 0.03
0 ∈ [interval] and χ̂2 = 0.0129 < 3.84

Tabela 5.2: Resultados dos passos iniciais dos algoritmos dos métodos RLDM e Popescul
& Ungar para o termo Embrapa

Os resultados para o RLDM podem ser observados na Figura 5.4. No resultado apre-

sentado nessa figura, o termo Embrapa foi inclúıdo no conjunto de rótulos da raiz, porque
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o termo resultou dependente dos dois filhos de n0, como se pode observar pelos resultados

do primeiro e segundo passos. Os resultados do método de Popescul e Ungar (2000) estão

ilustrados na Figura 5.5, na qual o mesmo vê-se que praticamente o mesmo resultado

foi observado para o termo Embrapa; porém, no método o termo foi inclúıdo nos dois

conjuntos de rótulos de n1 e n2.

Figura 5.5: Exemplo de rotulação com o método de Popescul & Ungar

Deve ser ressaltado que, os dois resultados estão estatisticamente corretos. Entretanto,

o termo Embrapa não está presente em todos os nós da hierarquia, nem ao menos em

todos os descendentes de n2, o que é facilmente observado na Figura 5.1. Assim, esse

erro é parte dos métodos, e quanto maior a coleção de documentos e, conseqüentemente,

a hierarquia, maior a propagação desse tipo de erro ao longo da taxonomia.

5.3.4 O método Robust Labeling Up - RLUM

O RLUM - Robust Labeling up Method , utiliza as idéias de Popescul e Ungar e

do RLDM, mas foca na redução da complexidade computacional e em uma boa definição

dos rótulos para construção da taxonomia de tópicos, procurando com isso minimizar a

propagação de erros. Mais precisamente, o foco é uma bem definida estimativa dos rótulos

da taxonomia de tópicos; pois, os rótulos identificados são conjuntos de posśıveis termos

de domı́nio, ou seja, são aproximações ou estimativas desses termos.

Assim, o conjunto de termos que define o rótulo espećıfico Ls de um nó ni é definido

como:

Ls(ni) = {∀ ak / I é V ∧ II é V }

I : fij(ak) > 0, ∀ j = 1, ..., c

II : p(ak|nij) = E(fij(ak)) = fi(ak)×
m∑
t=1

fij(at)×
1∑m

t=1 fi(at))

∀ j = 1, ..., c

Ou seja, se algum atributo ak tem freqüência não zerada em todos os filhos de um nó
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ni e, se sua freqüência esperada, sob a hipótese de homogeneidade de distribuição entre

os filhos de ni, estiver de acordo com a premissa II, então ak é um descritor espećıfico do

nó ni. Caso contrário, ak é descritor espećıfico de cada nó filho de ni:

Ls(nij) = {∀ ak / I é V ∧ II é F}

Conseqüentemente, todo Ls(ni) é aplicado a ni e a todos os nós que dele descendem,

funcionando como um rótulo genérico de todos os descendentes de ni. Logo, um rótulo

genérico pode ser recursivamente definido, a partir do nó raiz no, como:

Ls(n0) = Lg(n0)

e,

Lg(nij) = Ls(nij)
⋃

Lg(ni)

Dadas essas definições, uma hierarquia de documentos (representada como uma árvore

genérica), o conjunto D de documentos, o conjunto A de atributos e uma matriz de

incidência das freqüências dos atributos em cada documento (também chamada de modelo

espaço-vetorial ou de matriz atributo-valor), definem-se os algoritmos desse método.

Algoritmos para o RLUM

Os Algoritmos 6, 7 e 8 são aplicados para construir os conjuntos de rótulos de cada

nó e, conseqüentemente, estimar os termos da taxonomia de tópicos dessa coleção de

documentos.

Input: ni, a raiz precisa ser o primeiro nó
Output: Hierarquia atualizada, com os conjuntos de rótulos em cada nó
if ni tem pelo menos um filho then

recursivamente chama percArvore(filho de ni);
end
if se pai de ni tem próximo filho then

if esse filho não é herdado then
recursivamente chama percArvore(próximo filho do pai de ni);

end

end
else

chama Seleciona(ni);
end

Algoritmo 6: RLUM: controlar as visitas aos nós da árvore

Deve-se notar que, cada Ls(nij) produzido pelo Algoritmo 7 é uma atualização dos

rótulos já existentes para cada nij. Os que não são folhas inicialmente têm seus Ls(nij) =

φ. Os que são folhas têm seus Ls(nij), no primeiro instante, correspondentes a todos

os ak com freqüência maior que zero nos documentos que formam o grupo ni. Logo,

neste método não é necessário totalizar as freqüências de ak nos grupos, pois os ak são

selecionados das folhas para a raiz e suas freqüências nos grupos vão sendo atualizadas a

cada passo. Ainda, os estimadores usados para verificar as hipóteses de independência de

ak nos nij são os mesmos utilizados no RLDM.
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Input: ni: nó corrente
Output: Ls(ni) e Ls(nij): atualizados
for all ak, k=1,..,m, e all fij(ak) > 0, j=1,...,c do

if c = 2 then
if fi1 ≈ 0 ∨ fi2 ≈ 0 then

Ls(ni)← Ls(ni)
⋃
{ak}; Ls(ni1)← Ls(ni1)− {ak}; Ls(ni2)← Ls(ni2)− {ak};

end
else

if ak independente de acordo com Q de Yule then
Ls(ni)← Ls(ni)

⋃
{ak}; Ls(ni1)← Ls(ni1)− {ak}; Ls(ni2)← Ls(ni2)− {ak};

end

end

end
else

if c ≥ 3 then
if ak independente de acordo com U2 then

for all filhos de ni, j = 1, ..., c do
Ls(nij)← Ls(nij)− {ak};

end
Ls(ni)← Ls(ni)

⋃
{ak};

end

end
else

Ls(ni)← Ls(ni)
⋃
{ak}; Ls(ni1)← Ls(ni1)− {ak};

end

end

end

Algoritmo 7: RLUM: selecionar ak em Ls(ni) ou Ls(nij)

Input: ni, o nó corrente
Output: nij , com seu status atualizado
for all filhos de ni do

if all fij(ak) = 0,k = 1, ...,m then
ni ← (children of this nij); all desses filhos têm seu status mudado para “herdado”; nij é
removido da hierarquia;

end

end
if all fi(ak) = 0, k = 1, ...,m then

(seu nó pai) ← (all ni filhos); all desses filhos têm seu status mudado para “herdado”; ni é
removido da hierarquia;

end

Algoritmo 8: RLUM: realizar o corte semântico
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O Algoritmo 6 percorre a árvore e controla se o nó atual é uma herança. Um nó é

herdado quando seu nó pai é cortado da árvore; então ele é herdado pelo seu avô. Um nó

ni é cortado quando não há termos discriminativos em seu conjunto de rótulos, ou seja, o

conjunto está vazio após a aplicação do algoritmo 7 a esse nó. Isso corresponde ao corte

semântico realizado no RLDM. Conseqüentemente, no Algoritmo 6, identificar um nó

herdado significa identificar que esse nó já foi tratado. O Algoritmo 8 é responsável pelo

corte da árvore a cada passo; e, não mais no final do processo, como no RLDM. Assim,

também esse processo de corte tem sua complexidade reduzida em relação ao método

anterior, que percorre novamente toda a árvore.

Vantagens do método

Este método tem uma complexidade linear O(mz), considerando-se m atributos e z

nós para a árvore, porque as decisões são tomadas das classes mais profundas para as

mais genéricas. Além disso, esse modo de visitar os nós da árvore diminui a propagação

de erros presente nos dois métodos anteriormente mencionados.

Figura 5.6: RLUM aplicado à coleção de textos do exemplo

O resultado fornecido por este novo método sobre o exemplo é ilustrado na Figura

5.6; onde se observa que o termo Embrapa é presente somente nos nós para os quais

sua freqüência de ocorrência é realmente significante. Os resultados dos três primeiros

passos dos algoritmos em relação ao termo Embrapa encontram-se na Tabela 5.3. Para

facilitar a interpretação da tabela, deve-se visualizar os nós pelos textos da Figura 5.1.

No primeiro passo, o nó n11 corresponde ao texto “txt1” e o nó n22 corresponde ao texto

“txt4”; note que ambos possuem o termo “Embrapa”, isto é, o termo tem freqüência não

zerada nos dois textos. Logo, nesse primeiro passo, o rótulo espećıfico do nó pai n1 vai

ficar com o termo “Embrapa”, que será removido dos rótulos espećıficos dos nós filhos n11

e n12. Seguindo o mesmo racioćınio, os nós n(21)1 e n(21)2 correspondem respectivamente
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aos textos “txt3” e “txt6”; e os nós n(22)1 e n(22)2 correspondem respectivamente aos textos

“txt2” e “txt5”. Assim, Ls(n21) não conterá “Embrapa” porque o termo não está na

intersecção dos rótulos espećıficos de seus filhos e, da mesma forma, Ls(n22) não conterá

“Embrapa” porque o termo não está na intersecção dos rótulos espećıficos de seus filhos.

Conseqüentemente, Ls(n2) também não conterá “Embrapa”, conforme pode ser observado

na Figura 5.6. Deve-se notar, nesses passos, que os valores esperados não chegaram a ser

calculados, bem como os testes não chegaram a ser aplicados, pois a primeira condição

(I : fij(ak) > 0, ∀ j = 1, ..., c) foi falsa. Deste modo, o termo Embrapa pertence a

Ls(n1), isto é, ele pertence a Lg(n11) e Lg(n12).

1o Passo - nó n1
“Embrapa′′ ∈ Ls(n11)

⋂
Ls(n12)

⇒
Ls(n1)← “Embrapa′′

Ls(n11)← Ls(n11)−′′ Embrapa′′

Ls(n12)← Ls(n12)−′′ Embrapa′′

2o Passo - nó n21
“Embrapa′′ /∈ Ls(n(21)1)

⋂
Ls(n(21)2)

⇒
“Embrapa′′ /∈ Ls(n21)

3o Passo - nó n22
“Embrapa′′ /∈ Ls(n(22)1)

⋂
Ls(n(22)2)

⇒
“Embrapa′′ /∈ Ls(n22)

Tabela 5.3: Resultados dos passos iniciais dos algoritmos do RLUM para o termo Embrapa

5.4 Validação do processo de rotulação

Embora a melhor forma de comparação deva ser uma análise subjetiva junto a espe-

cialistas do domı́nio de conhecimento das coleções de textos utilizadas no processo, devido

à natureza dos dados e atributos, essa tarefa não é nada fácil mediante coleções de textos

um pouco extensas, muito menos ainda sobre grandes coleções de textos. Mesmo em uma

pequena coleção, freqüentemente resultam grandes conjuntos de rótulos e uma grande

hierarquia, se nenhum processo de poda de agrupamento for aplicado; e isso dificulta um

julgamento subjetivo por parte dos especialistas.

Mesmo assim, o primeiro critério utilizado nas validações foi subjetivo. Procurou-se

reduzir as taxonomias apresentadas aos especialistas e avaliar os resultados mediante a

comparação de notas. Essa avaliação é detalhada na Subseção 5.4.1.

Ainda, é dif́ıcil para o especialista do domı́nio observar apenas um quesito de julga-

mento numa análise subjetiva. Por exemplo, ao julgar a forma de atribuir os rótulos a

cada grupo, a forma como esses atributos foram extráıdos da coleção de textos influencia

o julgamento, bem como algum conhecimento anteriormente presente no julgamento do

especialista. Então, propõe-se realizar uma análise objetiva dos resultados, detalhada na

Subseção 5.4.2.
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5.4.1 Avaliação subjetiva da rotulação

Para avaliar a aplicabilidade de cada método de construção do conjunto de rótulos

dos agrupamentos realiza-se uma análise subjetiva junto a especialistas do domı́nio de

conhecimento.

Assim, para uma dada coleção de textos de um domı́nio de conhecimento geram-se

tantas taxonomias de tópicos quantos sejam os métodos de rotulação a comparar. Os

cuidados que se tomam para conseguir comparações justas é aplicar um único procedi-

mento de pré-processamento à coleção de textos. Então, a partir da matriz atributo×valor

geram-se as diferentes taxonomias. Cada taxonomia é levada a uma ferramenta de visu-

alização que permite gravar notas para cada nó. Pede-se então a equipe de avaliadores,

que são especialistas do domı́nio, que atribuam notas a cada lista de atributos em cada

nó visualizado, tentando considerar a hierarquia como um todo. Foi escolhido um número

par de notas para evitar que, em dúvida, o avaliador decida pela nota média. Dessa forma

o avaliador, em cada grupo, deve atribuir uma das seguintes notas a cada lista de rótulos:

• 1: o conjunto de palavras indicado atrapalha a identificação do tópico;

• 2: o conjunto de palavras ajuda pouco na identificação do tópico;

• 3: o conjunto de palavras realmente ajuda a identificação do tópico;

• 4: o conjunto de palavras aproxima-se do ideal na identificação do tópico.

Ao final desse processo de avaliação tem-se uma relação de avaliadores, métodos, gru-

pos e notas, em um delineamento hierárquico (veja (Searle, 1971) para detalhes), pois as

notas são dadas dentro de cada grupo e os métodos considerados para cada avaliador. Os

dados resultantes são tabelados como na Tabela 5.4, onde:

avaliador método grupo nota
1 a1 m1 c1 g111
2 a1 m1 c2 g112
... ... ... ... ...

Tabela 5.4: Tabela de dados para avaliação subjetiva dos métodos de rotulação

• ai: i-ésimo avaliador, i = 1, 2, ..., A, A o número de avaliadores;

• mj: j-ésimo método, com j = 1, 2, ...,M , M o número de métodos avaliados;

• ck: k-ésimo grupo da hierarquia, sendo que k depende do maior número de grupos

internos encontrados para cada coleção de textos, isto é, o número total de textos

menos 1 (tomando-se todos os grupos mais internos de uma clusterização hierárquica

bottom-up);

• gijk: nota do i-ésimo avaliador, para o j-ésimo método no k-ésimo grupo.

O modelo para a análise de variância é um modelo linear generalizado hierárquico

(Searle, 1971), que pode ser especificado de duas formas:

ĝ = µ̂+ â+ m̂+ ˆc(m) + ê (5.1)
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ĝ = µ̂+ â+ ˆm(a) + ˆc(m) + ê (5.2)

nos quais, após o ajuste do modelo tem-se:

• ĝ: a estimativa da nota;

• µ̂: estimativa do efeito da média geral do modelo sobre a nota;

• â: estimativa do efeito do avaliador sobre a nota;

• m̂: estimativa do efeito do método sobre a nota;

• ˆm(a): estimativa do efeito do método aninhado ao avaliador sobre a nota;

• ˆc(m): estimativa do efeito do grupo (cluster) aninhado ao método sobre a nota;

• ê: erro aleatório da estimativa da nota.

O interesse é verificar se os efeitos do avaliador e método, bem como o efeito método

aninhado em avaliador, influenciam significativamente a nota. Após essa verificação,

realizam-se as comparações múltiplas de médias das notas dados esses efeitos do modelo

(detalhes veja (Snedecor e Cochran, 1967)). Com as comparações múltiplas das médias

dos efeitos espera-se inferir como os métodos se agrupam; e, se atendem às expectativas

dos avaliadores e às expectativas de seu desenvolvimento.

5.4.2 Avaliação objetiva da rotulação

Na avaliação objetiva, o RLUM é comparado aos outros três métodos descritos neste

Caṕıtulo. Assim os quatro métodos foram implementados, por meio de protótipos (na

linguagem de programação C): Popescul e Ungar [2000], os Mais Freqüentes (apenas

ordenam-se as freqüências em cada nó e, estabelecendo-se um ponto de corte), o RLDM e

o RLUM. Deste modo foi posśıvel compará-los em relação aos conjuntos de rótulos para

as mesmas hierarquias das mesmas coleções de documentos.

Primeiro, obtém-se o agrupamento hierárquico da coleção de textos, então uma cópia

dessa hierarquia e da matriz de incidência é fornecida a cada implementação dos métodos.

Como o RLDM e o RLUM podem realizar cortes na hierarquia, eles podem alterar a

hierarquia final. De modo a comparar corretamente os métodos, não se devem comparar

os conjuntos de rótulos obtidos para a hierarquia toda a partir dos quatro métodos, mas

sim apenas os conjuntos de rótulos dos grupos (nós) mantido nas hierarquias após a

aplicação dos métodos. Deste modo, as comparações são realizadas nó a nó, de acordo

com a presença dos mesmos na hierarquia. Ainda, para que as comparações sejam justas,

o ideal é que os conjuntos de rótulos sejam de tamanhos semelhantes. Pode-se forçar essa

situação, colocando-se um corte de número máximo de rótulos em cada conjunto, como

costuma ser feito para o método dos Mais Freqüentes. Utilizando essa idéia, basta aplicar o

método dos Mais Freqüentes a cada resultado apresentado pelos demais métodos; ou seja,

toma-se cada Ls(ni), ordenam-se os elementos por freqüência e então se limita o conjunto

aos f elementos mais freqüentes. Assim, neste trabalho, em todas as comparações, serão
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utilizados os mesmos grupos, que são os nós mantidos pelos diferentes métodos, e conjuntos

de rótulos de tamanhos semelhantes.

Decorre das definições de taxonomia de tópicos, neste trabalho, que os termos não são

replicados ao longo dos mesmos ramos na hierarquia. Deste modo, o RLUM deve produzir

realmente os conjuntos de rótulos mais espećıficos em cada nó e os mais gerais para os

descendentes desse nó com melhor ı́ndice de acertos que os três outros métodos. Para

testar essa primeira hipótese, a proposta é utilizar os conjuntos de rótulos selecionados

como expressões de busca em um processo de recuperação de informações, como explicado

na próxima sub-seção. Uma segunda hipótese é que o RLUM produz um vocabulário

maior, ou no mı́nimo equivalente, comparado aos demais métodos. Se um vocabulário

maior é obtido, espera-se que esse vocabulário tenha uma melhor cobertura do domı́nio

em que a coleção se insere. Finalmente, se o vocabulário tem uma maior cobertura, sua

qualidade deve ser medida e comparada à qualidade dos vocabulários obtidos com os três

outros métodos, conforme explicado na última sub-seção.

Conjuntos de rótulos como expressões de busca

Todos os conjuntos de rótulos são tratados como expressões de busca, nos quais o ope-

rador “and” é usado entre os termos de um mesmo conjunto. Por exemplo, o conjunto de

rótulos Ls(n21) = {husbandri, product} é usado como uma expressão de busca da seguinte

forma: “husbandri∧product”. Deste modo, espera-se que os documentos do nó n21 sejam

recuperados, isto é, txt3 e txt6 (veja Figura 5.1); se o processo e busca for aplicado aos

textos da coleção do exemplo.

O processo de recuperação de informações foi implementado (outro protótipo em C)

sobre a matriz atributo-valor utilizada no agrupamento de documentos. Na representação

utilizada para essa matriz temos em suas linhas os documentos e em suas colunas os

atributos utilizados, sendo que cada célula corresponde à freqüência de ocorrência do

termo no documento. Para decidir se um documento foi ou não recuperado, pela expressão,

todos os termos da busca devem ter freqüência maior que zero no documento. Após a

aplicação do processo de recuperação, para cada grupo (nó da hierarquia) calculam-se os

valores da Tabela 5.5.

recuperados !recuperados total
ni tp fn dc

!(ni) fp tn nc
rd nr o

Tabela 5.5: Número de recuperações em cada ni

As medidas de interesse sobre os valores da Tabela 5.5 que serão utilizadas são:

• precisão: a proporção de documentos dentre os recuperados que está na classe cor-

reta, p = tp/rd;

• “recall”: a proporção de documentos dentre os do grupo, que foram corretamente

recuperados, r = tp/dc, também chamada de cobertura de recuperação;
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• “false alarm”: a proporção dentre os documentos recuperados que, de fato, não

pertence ao grupo, fa = fp/nc;

• “F measure”: a média harmônica entre precisão e “recall”, F = 2 ∗ p ∗ r/(p + r). O

valor ideal de F é igual a um, porque o ideal é ter p = 1 e r = 1.

Essas medidas podem ser diretamente usadas para comparar os resultados, porque eles

estão sendo computados para os mesmos grupos apenas, isto é, grupos com os mesmos

documentos; a única diferença são os conjuntos de rótulos selecionados por um mesmo

método, sendo estes limitados a tamanhos semelhantes, com no máximo f elementos cada.

Particularmente, a medida de maior interesse é a cobertura de recuperação (“recall”),

porque ela representa bem a qualidade do conjunto de rótulos, quando usado como ex-

pressão de busca. Quando os rótulos são usados como palavras-chaves de busca, ligados

pelo operador “and”, se forem realmente representativos do grupo, o valor de “recall” de-

verá se aproximar de um, isto é, ter-se-ia um número muito baixo de falsos negativos (fn)

e um número de positivos verdadeiros (tp) bastante alto, próximo ao total de documentos

no grupo.

Para verificar experimentalmente uma hipótese sobre o comportamento de uma dessas

medidas para cada um dos métodos de rotulação, calculam-se as medidas para cada um

dos nós mantidos nas quatro taxonomias. Tabulam-se essas medidas junto ao número

do nó e ao método que as gerou, e, então se ajusta um modelo linear generalizado (ver

(Searle, 1971)) para analisar a variância e obter estimativas para cada medida. O modelo

considera os efeitos do nó e do método de rotulação, além da média geral:

m̂e = µ̂+ n̂ij + l̂m + ε̂ (5.3)

na qual,

• m̂e: estimativa da medida de avaliação após ajuste do modelo;

• µ̂: média geral do modelo, sem qualquer outro efeito;

• n̂ij: estimativa do efeito do nó nij, que é o quanto a medida m̂e desvia-se da média

geral devido a esse efeito;

• l̂m: estimativa do efeito do método de rotulação,que é o quanto a medida m̂e desvia-

se da média geral devido à aplicação de um dado método;

• ε̂: efeito aleatório associado a cada estimativa.

Com o uso dessas estimativas para cada medida, m̂e, para cada método de rotulação l̂m

espera-se obter comparações mais estatisticamente confiáveis. Então, aplicam-se testes de

comparação múltiplas de médias a cada modelo, e, também se utilizam essas estimativas

para construir gráficos das medidas para cada coleção de textos e método de rotulação.
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Cobertura do vocabulário

No exemplo usado para mostrar o desenvolvimento das idéias de rotulação, foi utilizado

um conjunto de atributos retirado de um vocabulário do domı́nio pré-existente, no caso, do

Thesagro (Thesaurus Agŕıcola Nacional (BINAGRI, 2009)). Quando isso ocorre, espera-

se que os vocabulários finais tenham cardinalidades equivalentes para qualquer método de

rotulação. Pois, se os termos estão nos textos e passaram pelo filtro de atributos aplicado

espera-se que farão diferença significativa nos agrupamentos e servirão para discriminar

os grupos na rotulação. Quando se utiliza um conjunto de atributos com base apenas na

geração de termos a partir das coleções com a ferramenta PreText (Matsubara et al., 2003),

não há garantia de que todos os termos selecionados para o conjunto de atributos façam

parte de algum thesaurus, ou mesmo que todos eles estejam presentes no vocabulário final

obtido.

Assim, se os atributos foram selecionados entre termos gerais da coleção e textos,

retiradas as stopwords e aplicado algum filtro estat́ıstico (por exemplo, cortes de Luhn),

espera-se que o número de diferentes termos produzidos pelo RLUM seja maior que por to-

dos os outros. Como mencionado, anteriormente, se o vocabulário tiver essa propriedade,

é esperado que ele seja capaz de ter uma melhor cobertura do domı́nio no qual a coleção

de textos se insere, ou seja, seria uma melhor estimativa do vocabulário de domı́nio.

Espera-se, nesse caso, que o RLUM produza um vocabulário maior, ou no mı́nimo igual

ou equivalente, em cardinalidade ao dos outros métodos.

Para verificar essa hipótese, as cardinalidades dos vocabulários obtidos por cada método

devem ser comparadas, para diferentes coleções de textos. Experimentalmente, é acon-

selhável ter coleções de diferentes tamanhos, diferentes idiomas ou domı́nios; e, então,

aplica-se um teste de comparação múltipla de médias (veja (Searle, 1971; Ramsey, 1993;

Snedecor e Cochran, 1967), para maiores detalhes), para agrupar comparativamente as

cardinalidades.

Primeiramente, vamos definir o vocabulário V como a união de todos os conjuntos de

rótulos da taxonomia de tópicos obtida:

V =
z⋃
i=1

Ls(ni),

z : número total de nós na hierarquia

Então, elabora-se a hipótese sobre as diferentes cardinalidades:

H0 : card(VR) ≥ card(VF ) ≥ card(VP ) ≥ card(VM)

VR : vocabulário para RLUM

VF : vocabulário para “Most Frequent′′

VP : vocabulário para Popescul e Ungar

VM : vocabulário para RLDM
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Para testar essa hipótese, calculam-se os vocabulários para algumas diferentes bases,

ajusta-se um modelo linear generalizado para calcular as variações de cada efeito dos

métodos e cardinalidade do conjunto e atributos iniciais sobre as cardinalidades finais do

vocabulário, da seguinte forma2:

ˆcardv = µ̂ + ˆ< cardA > + m̂ + ε̂ (5.4)

no qual,

• ˆcardv: cardinalidade final inferida para cada vocabulário em cada método e cada

base;

• µ̂: a média geral de dispersão estimada para inferir as cardinalidades finais;

• ˆ< cardA >: estimativa do efeito da cardinalidade do conjunto de atributos iniciais,

em cada caso, para inferência da cardinalidade final. Utilizando-se a cardinalidade

de A como covariável é esperado que o efeito de diferentes número de atributos

seja devidamente tratado e considerado nas inferências finais, permitindo que se

possa comparar apenas os efeitos relativos a diferentes métodos de rotulação sobre

a cardinalidade do vocabulário final;

• m̂: estimativa do efeito do método de rotulação aplicado, isto é, quanto a estimativa

final desvia-se da média geral de dispersão em relação a esse efeito;

• ε̂: erro aleatório de ajuste do modelo linear.

Representatividade do vocabulário

Uma maior cardinalidade do vocabulário não garante a qualidade do mesmo, pois

verificar essa propriedade pode ser apenas reflexo de uma série de más escolhas. Para

avaliar as escolhas, que podem ser vistas como quão bem os rótulos selecionados predizem

o conteúdo dos documentos em cada grupo, além do uso da medida recall, pode-se utilizar

a esperança da informação mútua entre o conjunto de atributos e o vocabulário final. Para

a coleção completa de documentos após a rotulação, a Esperança da Informação Mútua

(EMIM) ((Manning e Schütze, 1999) e (Lawrie et al., 2001)) é definida como:

EMIM(V,A) =
card(V )∑
u=1

m∑
k=1

p(vu, ak) ∗ log(
p(vu, ak)

p(vu)× p(ak)
)

Considerando-se cada p(vu, ak) como a probabilidade de ocorrerem simultaneamente

o vocábulo vu ∈ V e o atributo ak ∈ A, e, esta estimativa da probabilidade ser o

estimador de máxima verossimilhança dado pelo número de ocorrências de vu e ak em

cada documento da coleção. Assim, como definida aqui, a EMIM reflete estatisticamente

a qualidade do vocabulário selecionado. Para comparar essa qualidade entre os quatro

métodos, a proposta é considerar os diferentes conjuntos de rótulos produzidos por cada

2Toda estimativa é notada com chapéu.
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método para cada grupo de documentos e calcular:

EMIMni(Ls(ni), A) =
card(Ls(ni))∑

u=1

m∑
k=1

p(lu, ak) ∗ log(
p(lu, ak)

p(lu)× p(ak)
)

Considerando-se cada lu como um elemento do conjunto de rótulos Ls(ni). Como

esses valores são calculados para os mesmos grupos de documentos, os valores obtidos

para a EMIM podem ser comparados utilizando-se comparação múltipla de médias. E,

ainda, como a EMIM não tem um intervalo de valores definidos ou mesmo um máximo,

os maiores valores obtidos refletem as melhores predições. Porém, a EMIM é senśıvel

ao tamanho dos conjuntos envolvidos; mas esse problema já foi evitado ao se considerar

apenas os nós (grupos) comuns às hierarquias e limitar o tamanho de cada conjunto de

rótulos a, no máximo, f elementos cada. Assim, para testar a hipótese de que a EMIM

em cada nó, para cada método, é maior para o RLUM, podendo, no mı́nimo, comparar-

se aos demais métodos, ajusta-se o seguinte modelo linear para a análise de variância e

comparação múltipla de médias:

ˆemim(ni) = µ̂ + n̂i + m̂ + ε̂ (5.5)

no qual,

• ˆemim(ni): EMIM final inferida para cada nó em cada método e cada base;

• µ̂: a média geral de dispersão estimada para inferir a emim(ni) final;

• n̂i: estimativa do efeito de cada nó ni em cada base na inferência da emim final. O nó

funciona como efeito de categoria para cada EMIM, fazendo com que as comparações

de médias dos efeitos dos métodos sejam justas por estarem sendo realizadas nó a

nó;

• m̂: estimativa do efeito do método de rotulação aplicado, isto é, quanto a média

geral de dispersão desvia-se da EMIM final em relação a esse efeito;

• ε̂: erro aleatório de ajuste do modelo linear.

5.5 Resultados experimentais da avaliação subjetiva

Em um primeiro momento foram realizados experimentos com bases de dados rela-

tivamente grandes, contendo mais de mil textos de um único domı́nio de conhecimento.

Os domı́nios foram de Gado de Corte, Informática Agropecuária, Manufatura e Melho-

ramento de Gado, especificamente. Observou-se que seria imposśıvel apresentar extensas

taxonomias a especialistas do domı́nio, para que realizassem uma análise subjetiva minu-

ciosa; a tarefa não seria trivial e comprometeria a qualidade da avaliação.

Para tentar viabilizar uma avaliação de qualidade, que permitisse comparar os métodos

implementados, optou-se em primeiro lugar por uma base de dados menor, que pudesse

ser julgada significativa para os domı́nios em questão. Primeiramente, acertou-se quais
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seriam os especialistas que julgariam os métodos e em função desses fixou-se o domı́nio de

conhecimento e, conseqüentemente, a amostra de textos a ser utilizada. Então se realizou

o pré-processamento dos dados, foram escolhidos cortes e representações; extráıram-se

os agrupamentos e geraram-se os rótulos. Cada taxonomia gerada foi levada a uma fer-

ramenta de avaliação, que permite visualizá-las e atribuir notas aos nós. Assim, foram

realizadas as avaliações por parte dos especialistas; e a seguir tabulados e analisados os

resultados.

Nessa avaliação subjetiva, o RLUM ainda não havia sido desenvolvido, e o quarto

método julgado é uma modificação à restrição do método de Popescul & Ungar (Moura e

Rezende, 2007). Esse método foi chamado no experimento de qui-quadrado adaptado, pois

em lugar de utilizar a restrição de freqüências e valores esperados ≥ 5 ele usa freqüências

e valores esperados ≥ 1 (veja Seção 5.3.2). Esse método serviu para avaliar a modificação

da restrição do Popescul & Ungar, mas deixou de ser utilizado, pois ele não se mostrou

vantajoso em relação ao RLDM.

5.5.1 Delimitação das coleções de textos e pré-processamento

Foram escolhidas coleções de textos para o domı́nio gado de corte, especificamente

gado da raça Canchim, e para Informática Agropecuária. Para o domı́nio Canchim houve

a disponibilidade de dois avaliadores especialistas do domı́nio, um avaliador especialista

em informação3 para o domı́nio e 48 textos completos - digitalizados em sua ı́ntegra e em

português. Para o domı́nio de Informática Agropecuária, muito amplo, foram seleciona-

dos 31 resumos de assuntos variados e atuais, em português, havia um especialista em

informação para o domı́nio e três especialistas em subdomı́nios e com bom conhecimento

do domı́nio como um todo.

CANCHIM InformáticaAgropecuária
documentos 48 31
unigramas 7025 604

unigramas− Luhn 2095 125
unigramas− Salton 5868 514

Tabela 5.6: Número de unigramas antes e depois dos filtros utilizados, na análise subjetiva

Para o pré-processamento das coleções de textos foram utilizadas as mesmas listas de

stopwords e o mesmo procedimento de stemmização, gerando-se atributos unigramas e

contabilizando-se a freqüência absoluta de ocorrência desses nos textos. Para realizar os

filtros foram utilizados cortes de Luhn, como mostrado na Tabela 5.6. Porém, como a

coleção de textos de Informática Agropecuária escolhida é muito pequena e composta por

resumos, o número de atributos ficou muito reduzido e obteve-se, na fase seguinte, um

agrupamento quase linear dos textos. Assim, fez-se uma nova escolha dos filtros, optando-

se por usar os unigramas que ocorreram entre um a dez por cento da coleção de textos,

que é uma recomendação de Salton et al. (1975). Essa escolha aumentou o número de

atributos e permitiu obter uma hierarquia mais representativa para os 31 resumos.

3Os especialistas em informação para o domı́nio foram bibliotecários experientes em catalogação de
publicações do domı́nio espećıfico.
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5.5.2 Agrupamento hierárquico e rotulação

Para o agrupamento hierárquico aglomerativo utilizou-se a medida de dissimilaridade

baseada em distância euclidiana e o algoritmo complete linkage do MatLab (versão 7). Na

Figura 5.7 é ilustrada a hierarquia para a amostra de textos de informática agropecuária,

já com os rótulos calculados para os métodos Mais Freqüentes e RLDM; os dois outros

métodos não apresentam diferenças significativas, pois de Popescul & Ungar aproxima-se

muito do Mais Freqüentes.

Figura 5.7: Hierarquia informática agropecuária: comparação dos resultados para o
método Mais Freqüentes e RLDM

Deve-se notar que no RLDM, cujo resultado é ilustrado na Figura 5.7, quando nenhuma

das palavras de um grupo é significativamente associada ao grupo, a lista de palavras

discriminativas fica vazia. Isso ocorre quando se usa a opção de não cortar a hierarquia

nesses casos. Nesta avaliação essa opção foi usada para manter as mesmas estruturas

hierárquicas nas taxonomias. Os avaliadores foram devidamente informados do porquê

de manter esses rótulos vazios. Na visualização criada essa lista vazia é representada por

“. . .”. A idéia é que a lista ficou vazia porque não havia sequer um termo, pertencente à

coleção e selecionado como atributo, que fosse significativo para discriminar o grupo em

questão.

5.5.3 Análise dos resultados

A partir das taxonomias geradas para cada domı́nio e método foram realizadas as

avaliações, tabulados e analisados os resultados. Além das notas atribúıdas a cada nó

e método pelos avaliadores, eles também enviaram cŕıticas e sugestões. Dentre esses
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comentários os mais relevantes referiram-se à forma de gerar os atributos. Especialmente

entre os especialistas em informação para o domı́nio, habituados ao uso de thesaurus, há a

expectativa de encontrar representações n-gramas, ou melhor, termos de fato compostos,

como por exemplo “composto de lixo urbano” em lugar de uma lista com “lix urban

compost cresciment ...”, como nas últimas folhas das taxonomias mostradas na Figura 5.7.

Outro ponto de confusão foram os nós em que a lista palavras discriminativas eram

vazias e representadas pelos “. . .”; para alguns avaliadores o significado disso era extrema-

mente claro e para outros completamente obscuro. Ou seja, ter mantido as taxonomias

com a mesma configuração hierárquica acabou sendo um fator negativo na avaliação.

Devido à confusão relativa aos nós rotulados como “. . .”, na avaliação dos efeitos do

método e do método aninhado a avaliador nos diferentes modelos, foram sempre con-

sideradas dois conjuntos de dados, para cada domı́nio separadamente: completo, isto

é, todas as avaliações para todos os nós, em todos os métodos e domı́nios; e, sem os

“. . .”, isto é, apenas as observações relativas àqueles nós que não apresentaram os “. . .”

em nenhum dos métodos de rotulação.

Para cada tabela de resultados, são apresentadas as comparações múltiplas de médias

das notas para cada grupo de efeitos estudado. Nessas comparações foi utilizado o teste

SNK (Student-Newman-Keuls), com a raiz do erro quadrático do modelo ajustado, os

graus de liberdade desse erro e um ńıvel de significância de 5%. Esse teste foi esco-

lhido devido a sua força, pois diferenças reais são mais freqüentemente apontadas por

ele (Snedecor e Cochran, 1967). Nas colunas de comparação das tabelas, letras iguais

significam que as notas comparadas pertencem aos mesmos grupos; sendo que as letras

estão em ordem ascendente de agrupamento de notas.

Na Tabela 5.7 estão tabuladas as comparações múltiplas da variável nota ajustada

pelos efeitos de média geral, avaliador, método e nó aninhado a método. Nota-se que no

domı́nio Canchim houve uma clara preferência pelo método dos Mais Freqüentes, seguido

pelo de Popescul & Ungar, dado que eles sempre provêm uma lista de palavras inter-

pretável para cada agrupamento, mesmo que com palavras em excesso. No entanto,

retirando-se os nós sem rótulos e reajustando-se o modelo, os métodos de Popescul &

Ungar e RLDM têm suas notas mais próximas. Em contrapartida, para o domı́nio de

Informática Agropecuária, os métodos estão claramente divididos em ordem de preferên-

cia: Popescul & Ungar, Mais Freqüentes, RLDM e qui-quadrado adaptado; e, quando se

retiram os nós sem rótulos, então se agrupam os que provêm maiores listas de palavras

(Popescul & Ungar e Mais Freqüentes) e os que mais eliminam palavras da hierarquia

(RLDM e qui-quadrado adaptado). Orientando-se somente por essa primeira análise,

parece que retirar as palavras menos discriminativas dos rótulos dos nós não ajuda o

especialista a identificá-los, sem o aux́ılio das listas de rótulos dos nós ascendentes.

Na análise seguinte, procurou-se observar o efeito do método aninhado a cada avali-

ador. Para isso, ajustou-se o modelo de nota dependente de média geral, avaliador, método

aninhado a avaliador e nó aninhado a método, de acordo com a Equação 5.2. A Tabela

5.8 corresponde à comparação múltipla de médias usando esse modelo para o domı́nio

Canchim e a Tabela 5.9 para o domı́nio de Informática Agropecuária. Os efeitos de cada

avaliador aninhado ao m-ésimo método são representados por ik(m), o k-ésimo especialista
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CANCHIM
Completo Sem− ...√

e = 0.29, df = 290
√
e = 0.27, df = 122

m g grupo
MaisFrequentes 2.58 a
Popescul&Ungar 2.20 b

RLDM 1.61 c
qui− quadrado 1.48 c

m g comp.
MaisFrequentes 2.51 a
Popescul&Ungar 2.19 b

RLDM 2.13 b
qui− quadrado 1.60 c

Informática Agropecuária
Completo Sem− ...√

e = 0.34, df = 316
√
e = 0.39, df = 133

m g comp.
Popescul&Ungar 2.83 a
MaisFrequentes 2.67 b

RLDM 1.62 c
qui− quadrado 1.35 d

m g comp.
Popescul&Ungar 2.65 a
MaisFrequentes 2.44 a

RLDM 1.79 b
qui− quadrado 1.75 b

Tabela 5.7: Comparação múltipla de médias das notas considerando os efeitos dos métodos

em informação para o domı́nio, e dj(m), o j-ésimo especialista no domı́nio. Os métodos

são: 1-Popescul & Ungar, 2- qui-quadrado adaptado, 3- RLDM e 4-Mais Freqüentes.

A principal intenção dessa análise foi verificar se as avaliações dos especialistas em

informação para o domı́nio diferiam muito dos especialistas no domı́nio. No entanto, as

maiores diferenças apresentadas foram entre diferentes especialistas do domı́nio; ou seja,

ficou dif́ıcil avaliar o que seria melhor para esse grupo de especialistas. Assim, focou-se

a atenção nas avaliações dos especialistas em informação para o domı́nio, dado que estes

correspondem a bibliotecários experientes na catalogação de informação para o domı́nio.

Completo Sem− ...√
e = 0.29, df = 284

√
e = 0.26, df = 116

m(a) g comp.
d1(4) 3.02 a
i1(4) 2.66 b
d1(1) 2.51 bc
i1(1) 2.30 c
d2(4) 1.92 d
d1(3) 1.72 de
d2(1) 1.67 def
d1(2) 1.66 def
i1(3) 1.65 def
i1(2) 1.40 efg
d2(3) 1.36 fg
d2(2) 1.21 g

m(a) g comp.
d1(4) 3.06 a
d1(1) 2.81 a
d1(3) 2.69 a
i1(4) 2.69 a
i1(3) 2.25 b
i1(1) 2.19 b
d1(2) 1.94 bc
d2(4) 1.73 cd
i1(2) 1.63 cde
d2(1) 1.53 cde
d2(3) 1.40 de
d2(2) 1.20 e

Tabela 5.8: Comparação múltipla de notas com o modelo ĝ = µ̂ + â + ˆm(a) + ˆc(m) + ê
no domı́nio Canchim

Para o domı́nio de Canchim, Tabela 5.8, considerando-se as avaliações do especialista

em informação, nota-se que no modelo ajustado para todos os nós há uma ńıtida prefe-

rência pelo método dos Mais Freqüentes seguido pelo de Popescul & Ungar. Nesse caso,

os métodos qui-quadrado adaptado e RLDM ficam agrupados em uma terceira colocação.

Descontando-se os nós que não possuem rótulos e reajustando-se o modelo, o método

Mais Freqüentes continua na liderança, porém o método RLDM aproxima-se do Popescul

& Ungar, ficando no mesmo grupo, e o método qui-quadrado adaptado é empurrado

sozinho para a terceira colocação. Isso pode sugerir que o método RLDM atende bem
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Completo Sem− ...√
e = 0.30, df = 307

√
e = 0.31, df = 124

m(a) g cmp
d1(1) 3.10 a
d2(1) 2.97 a
i1(1) 2.88 a
d1(4) 2.87 a
i1(4) 2.83 a
d2(4) 2.80 a
d3(1) 2.40 b
d1(3) 2.27 b
d3(4) 2.20 b
i1(2) 1.67 c
d1(2) 1.67 c
i1(3) 1.52 c
d3(3) 1.37 cd
d2(3) 1.30 cd
d3(2) 1.30 cd
d2(2) 1.03 cd

m(a) g comp.
d1(1) 3.00 a
d2(1) 2.83 a
i1(4) 2.75 ab
d1(3) 2.67 abc
d1(4) 2.67 abc
i1(1) 2.67 abcd
d2(4) 2.50 abcde
d1(2) 2.33 abcdef
d3(1) 2.08 bcdefg
i1(2) 2.00 c efg
d3(4) 1.83 fg
d3(2) 1.75 fg
i1(3) 1.58 gh
d3(3) 1.50 gh
d2(3) 1.42 gh
d2(2) 1.08 gh

Tabela 5.9: Comparação múltipla de notas com o modelo ĝ = µ̂ + â + ˆm(a) + ˆc(m) + ê
no domı́nio Informática Agropecuária

às expectativas desse especialista, quando se refere exclusivamente a apontar palavras

realmente discriminativas do grupo.

Na Tabela 5.9 encontram-se os resultados para o domı́nio de informática agropecuária.

O especialista em informação, nesse domı́nio claramente ficou com os métodos Popescul &

Ungar e Mais Freqüentes na primeira colocação e os qui-quadrado adaptado e RLDM em

outro grupo, quase único; considerando os dois grupos de observações dos dados. Porém,

devido à grande discrepância entre os especialistas do domı́nio, quando se retiram as

observações para as quais alguns nós apresentam lista de rótulos vazia, não há diferença

significativa entre as notas dos métodos para os especialistas 1 e 2, enquanto que, para os

de número 2 e 3 o método RLDM seja o pior de todos.

5.5.4 Considerações da avaliação subjetiva

Como vimos, não foi uma boa escolha deixar as hierarquias iguais nas taxonomias

avaliadas. A manutenção de listas de rótulos vazias prejudicou a avaliação do RLDM.

Além disso, os avaliadores deram preferência ao método que sempre produz um conjunto

maior de termos, mesmo que os repita ao longo da hierarquia. E, ainda, os especialistas

deixam-se influenciar por várias outras variáveis, desde a forma de geração dos atributos.

Ainda, nas cŕıticas e sugestões enviadas vinham observações sobre a hierarquia e questio-

namentos variados sobre o porquê de uma árvore e não um grafo genérico, etc. O perfil do

especialista também parece influenciar o resultado, pois os de informação para o domı́nio

acabam tendo uma melhor compreensão dos objetivos. Ou seja, mesmo preparando an-

teriormente os especialistas, explicando o objetivo da análise e fornecendo um exemplo,

outros fatores subjetivos prejudicavam a leitura dos resultados.

Assim, dessas primeiras avaliações, concluiu-se que a avaliação puramente subjetiva

acaba sendo inconclusiva. Por isso, para os próximos experimentos procurou-se integrar

o uso de critérios objetivos à avaliação.
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5.6 Resultados experimentais da avaliação subjetiva integrada a

critérios objetivos

Nesse experimento, usou-se a avaliação subjetiva proposta e a avaliação objetiva uti-

lizando os rótulos gerados como expressão de busca como definidos na Subseção 5.7.2.

Apenas os conjuntos de rótulos espećıficos foram utilizados como expressão de busca

neste experimento. A idéia era tentar repetir o que os avaliadores julgavam importante,

isto é, que cada conjunto de rótulos espećıficos fosse capaz de representar bem o conjunto

de documentos sob o seu grupo e, supostamente, recuperar esse grupo ou a maioria de

seus documentos.

Primeiramente os avaliadores foram escolhidos entre alguns especialistas para cada

coleção de textos. Então, tomou-se uma pequena e bem estabelecida amostra de docu-

mentos de cada domı́nio. Novamente, as amostras são pequenas em função da dificuldade

em avaliar subjetivamente grandes taxonomias.

A primeira coleção de documentos foi escolhida entre publicações cient́ıficas em por-

tuguês sobre inteligência artificial, correspondendo a um total de 47 artigos completos.

A segunda coleção veio do domı́nio de lingǘıstica computacional, correspondendo a um

conjunto de 51 artigos dos eventos dos seminários do TIL (TIL - Tecnologia da Informação

e da Linguagem Humana), ocorridos entre 2005 a 2007.

5.6.1 Obtenção das taxonomias

Na etapa de pré-processamento, as mesmas listas de stopwords e o mesmo processo

de radicalização foram aplicados às duas coleções de textos separadamente, usando a

ferramenta PreText (Matsubara et al., 2003). Foram extráıdos atributos unigramas e

criadas as matrizes atributo×valor de cada coleção. O processo de filtro foi baseado em

cortes de Luhn após o corte de df ≥ 2, devido ao fato de se estar utilizando cluster

aglomerativo. As matrizes foram processadas com o MatLab, usou-se dissimilaridade

de cosseno e o algoritmo average linkage para construir as hierarquias. Para rotular as

hierarquias foram usados apenas os métodos de Popescul & Ungar e o RLDM, dado que

o interesse era avaliar o RLDM em relação a seu método inspirador (Moura et al., 2008c).

Os resultados de um ramo da hierarquia obtida a partir da coleção de textos de in-

teligência artificial, rotulada com os dois métodos, pode ser observada na Figura 5.8. Na

figura, para o método de Popescul & Ungar, alguns termos são repetidos ao longo dos nós

filhos, por exemplo “document, sentenc, ontolog, reticul...”. Por outro lado, nos resultados

obtidos com o RLDM os termos não se repetem e são aparentemente mais discriminativos.

Um bom exemplo é comparar os resultados dos dois métodos para os últimos filhos das

hierarquias mostradas na Figura 5.8, nos quais “document, ontolo, domin...” correspon-

dem ao rótulo “sinonimia, ...” e “text, sentence, reticul, extract...” correspondem à lista

de rótulos “summariz, estrutur, corresponden, ...”. Esse exemplo é uma evidência de que

no RLDM, de fato, os termos mais genéricos ficam nos nós mais altos e os mais espećıficos

mais próximos às folhas, sem apresentar repetições.
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Figura 5.8: Taxonomia parcial obtida a partir da coleção de inteligência artificial

5.6.2 Avaliação subjetiva

A avaliação subjetiva foi realizada para cada método e coleção, junto aos especialistas

do domı́nio. Para comparar os métodos os avaliadores foram divididos em pares. Cada par

de avaliadores atribúıa uma nota a cada lista de rótulos após observar os resultados dos

dois métodos para o mesmo nó, junto ao ramo onde o nó se encontra na taxonomia. Na

Tabela 5.10 encontram-se as médias finais das notas (g) e seus desvios padrões (se) para

cada método. Como são apenas dois métodos, em lugar de utilizar um teste de comparação

múltipla de médias, será utilizado um teste t Student bicaudal (Bussab e Morettin, 2006).

Os valores calculados para os p−values foram 0.0819 e 0.0713 para inteligência artificial e

a coleção do TIL respectivamente. Deste modo, pode-se concluir que os especialistas não

encontraram uma diferença estatisticamente significante na interpretação da rotulação

com os dois diferentes métodos ao ńıvel de 5% de significância. Isto é, pode-se aceitar a

igualdade estat́ıstica de interpretação dos métodos com 95% de certeza.

Inteligência Artificial TIL
74 notas 98 notas

m g se
P&U 2.7703 0.7860
RLDM 2.5811 0.9364

m g se
P&U 2.7449 0.7365
RLDM 2.6020 0.6996

Tabela 5.10: Médias da notas (g) e seus desvios padrões (se) para cada método (m)

Ainda, alguns dos especialistas sugeriram que a presença de termos repetidos ao longo

da taxonomia, como ocorre no método de Popescul & Ungar, facilita a interpretação, am-

pliando o raio de alcance da mesma. Então, os especialistas achavam que, provavelmente,

essa seria a melhor escolha em um processo de recuperação de informação. Aparente-

mente, parece ser mesmo uma boa escolha, mas quando se analisa o grupo isoladamente,

isto é, como se tratasse do resultado de um flat cluster. Se os grupos são completamente

independentes, o resultado de uma expressão de busca como “document or text or sen-

tence” seria capaz de recuperar os documentos de interesse, embora provavelmente viriam

muitos documentos a mais.
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5.6.3 Avaliação objetiva

Em uma hierarquia os termos devem ser mais espećıficos, ou todos os documentos da

coleção seriam recuperados, isto é, ter-se-ia um recall ≈ 1 com uma precisão muit́ıssimo

baixa. Para testar a hipótese de que gerar termos mais espećıficos é mais interessante

para recuperar os documentos corretos, calcularam-se os pontos de Fscore para as duas

coleções de documentos, como mostrado na Figura 5.9. Para calcular os Fscore, a precisão

e a cobertura (recall), foram considerados apenas os dez rótulos mais freqüentes em cada

lista de rótulos espećıficos. Com isso, tentou-se repetir como o especialista vê as listas de

rótulos, os sete ou dez mais importantes; e, também utilizando-se o mesmo número de

rótulos as comparações tendem as ser mais justas.

Figura 5.9: Fscore do processo de recuperação usando apenas os 10 primeiros elementos
das listas de rótulos espećıficas em cada coleção

Alguns pontos do Fscore não puderam ser definidos, porque resultaram em divisão por

zero. Isso ocorre quando recall e precision tendem a zero. Nos gráficos pode-se observar

que as listas de rótulos espećıficas do RLDM provêem melhores resultados de busca que as

listas espećıficas produzidas pelo método de Popescul & Ungar. O RLDM é responsável

por 30 (65%) do total de pontos de Fscore na coleção de inteligência artificial contra 5 (11%)

dos pontos produzidos pelo método de Popescul & Ungar. Para a coleção do TIL, o RLDM

foi capaz de representar 37 (74%) dos pontos contra 12 (24%) dos pontos produzidos pelo

método de Popescul & Ungar. Observando o gráfico, o método proposto encontra as mais

discriminativas listas de rótulos, pois consegue responder satisfatoriamente às expressões

de busca em um número bem maior de vezes.

5.6.4 Considerações sobre a avaliação subjetiva integrada à objetiva

De acordo com essa avaliação, o RLDM alcançou os melhores resultados, pois foi

comparável ao de Popescul & Ungar na avaliação subjetiva e obteve melhores resultados

na avaliação objetiva. Por estar comparável ao método que nas avaliações anteriores esteve

em primeiro lugar, parece que o RLDM conseguiu não perder em compreensibilidade,

mantendo seu objetivos de não repetir termos ao longo da taxonomia.
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Porém, apesar das boa avaliação subjetiva, ainda encontraram-se variáveis extras rotu-

lação nos comentários dos especialistas. Novamente houve o comentário sobre a ausência

do uso de termos compostos, n-gramas. Como provavelmente o uso de n-gramas adiciona

informação semântica à abordagem bag of words, esse comentário tornou-se um requisito.

Devido a esse requisito foi desenvolvido o trabalho de Moura et al. (2008d) para escolher

bons atributos n-gramas e sem redundâncias entre os mesmos.

Dessa forma, as avaliações subjetivas sempre apontaram melhorias ao processo de

obtenção das taxonomias de tópicos, mas não conseguiam medir de fato apenas a ro-

tulação. Como se desejava saber se, além de recuperar melhor com a lista de termos

mais espećıficos, também se gerariam melhores vocabulários, passou-se a trabalhar mais

a questão de avaliação objetiva, e então se chegou ao modelo apresentado na Seção 5.4.2.

5.7 Resultados experimentais da avaliação objetiva

Quatro coleções de textos foram selecionadas para os experimentos, cada qual dividida

em quatro categorias, de tamanhos diferentes, que foram utilizados como bases isoladas,

logo, dezesseis coleções de textos foram utilizadas nos testes. As coleções passaram pelo

mesmo processo de pré-processamento, seguido por processos idênticos de agrupamento

hierárquico e depois pelos quatro métodos de rotulação. As análises dos resultados foram

conduzidas em relação a cada um dos fatores considerados: (i) cobertura para a recupe-

ração de informações a partir dos conjuntos de rótulos, (ii) cobertura de vocabulário de

cada método e (iii) qualidade de vocabulário para cada método. As sub-seções a seguir,

apresentam cada passo dos experimentos.

Deve-se salientar que, os resultados de comparações múltiplas de médias, apresenta-

dos nesta seção, foram realizados com o teste SNK (Student-Newman-Keuls), usando o

quadrado médio do erro do modelo linear utilizado na análise de variância, com o grau de

liberdade desse erro e o ńıvel de significância de 5%. O teste foi escolhido devido a sua

força e sua caracteŕıstica de sempre mostrar a real diferença entre as médias (Snedecor

e Cochran, 1967). Nas tabelas apresentadas, diferentes letras na coluna de grupos corre-

spondem a diferentes grupos de médias. Em cada sub-t́ıtulo das tabelas tem-se os graus

de liberdade, a variância do erro utilizada e o número de nós envolvidos nos testes. Pois,

os testes são realizados comparando-se as medidas em cada nó, ou seja, em cada grupo,

mantido nas hierarquias rotuladas por diferentes métodos. Ainda, quando algum modelo

de análise de variância apresentou uma matriz singular, impossibilitando a aplicação da

comparação múltipla de médias a todos os métodos, isso foi indicado na tabela e, calcu-

lada a média da medida para o valor fora das comparações; como ocorrido para a medida

F no sub-item 5.7.2.

5.7.1 Pré-processamento, agrupamento e rotulação

Na Tabela 5.11 é apresentado, de forma resumida, o resultado do pré-processamento

das coleções utilizadas no experimento. As quatro coleções de textos podem ser acessadas
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no site do projeto TopTax4. A primeira coleção de textos corresponde a artigos com-

pletos, em português, da segunda assembléia do Instituto Fábrica do Milênio (IFM5).

No primeiro momento essa coleção tinha 614 documentos, dividida em quatro categorias,

com 198 documentos na maior classe; as classes correspondem a projetos de trabalho do

instituto (WP01, WP02, WP03 e WP04). A segunda coleção de textos corresponde a

artigos em inglês, 408 documentos, sobre computação, divididos nos temas: inteligência

artificial (AI), interface homem máquina (HCI), hardware (Hard) e segurança e crip-

tografia (Sec). A terceira coleção corresponde a 396 artigos sobre qúımica, divididos nos

temas: orgânica (OrgC), inorgânica (InoC), anaĺıtica (AnaC) e ciência dos poĺımeros

(PolyC). A quarta coleção são artigos sobre f́ısica, divididos em biof́ısica (BioP), geof́ısica

(GeoP), mecânica (Mech) e f́ısica quântica (Quan).

Na segunda coluna da Tabela 5.11 encontram-se os números de documentos utilizados

em cada coleção após a conversão dos textos do formato original (PDF) para texto plano.

Quando esse processo é aplicado, algumas vezes, alguns documentos são descartados, de-

vido à conversão apresentar algum tipo de problema; fica-se apenas com os textos cujo

conteúdo possa ser utilizado no processo. A seguir, aplicou-se stemmização às coleções,

obtendo-se unigramas (número total em cada coleção na terceira coluna da tabela), com

a ferramenta PreText (Matsubara et al., 2003). Para simplificar e padronizar o procedi-

mento de filtro foi utilizado aproximadamente a indicação de Salton (Salton et al., 1975)

para palavras discriminativas, que é usar as palavras que possuem freqüência de ocorrên-

cia nos documentos (df: document frequency) entre um a dez por cento da coleção; isto é,

com D = {d1, ..., dx}, com x documentos, então cada termo (stem na tabela) que ficará

no conjunto A precisa ter sua df no intervalo: 0.01x ≤ df(termo) ≤ 0.10x. No entanto,

como as coleções serão submetidas a um processo de agrupamento aglomerativo, usou-se

no mı́nimo df = 2 e, para compensar a retirada de df = 1, a maior df foi acrescida de

um ou dois pontos. Após a aplicação desse filtro, resumido na quarta coluna da tabela,

tem-se a cardinalidade do conjunto A de atributos.

Ainda, para manter uma padronização de resultados, um agrupamento aglomerativo é

aplicado a cada coleção, utilizando-se similaridade de cosseno e o algoritmo average link-

age. Após esse procedimento, são aplicados os métodos de rotulação. Como eles geram

diferentes conjuntos espećıficos de rótulos, em cada nó, de diferentes cardinalidades, fixou-

se um número máximo de rótulos por nó, em catorze (14), uma escolha completamente

aleatória. Para fazer isso, os rótulos obtidos em cada nó, para cada método, foram orde-

nados por freqüência de ocorrência, como no método dos Mais Freqüentes. Desse modo,

cada método de rotulação gera, no máximo, catorze rótulos por Ls(ni) ordenados por

freqüência.

5.7.2 Avaliando os rótulos como expressões de busca

Para essa avaliação consideraram-se os conjuntos de rótulos genéricos e os conjuntos

de rótulos espećıficos separadamente, em diferentes experimentos. A idéia é avaliar a

4In: http://www.labic.icmc.usp.br/projects
5O IFM é uma organização brasileira cujas ações são focadas na busca por soluções de necessidades

da manufatura nas indústrias; veja: http://www.ifm.org.br/
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TC #docs #stems filtro com DF card(A)
WP01 80 10268 2 ≥ df ≤ 10 4799
WP02 65 11630 2 ≥ df ≤ 9 5000
WP03 198 19904 2 ≥ df ≤ 21 9302
WP04 48 13870 2 ≥ df ≤ 7 5252
Hard 89 11014 2 ≥ df ≤ 10 3453
AI 94 10128 2 ≥ df ≤ 11 4445

HCI 98 8915 2 ≥ df ≤ 12 3971
Sec 127 18780 2 ≥ df ≤ 14 6253

AnaC 100 18408 2 ≥ df ≤ 12 6645
InoC 97 18436 2 ≥ df ≤ 12 8864
OrgC 99 20116 2 ≥ df ≤ 12 5238
PolyC 100 11628 2 ≥ df ≤ 12 5634
BioP 95 13179 2 ≥ df ≤ 12 6187
GeoP 97 12011 2 ≥ df ≤ 12 5100
Mech 117 12660 2 ≥ df ≤ 14 4378
Quan 82 9586 2 ≥ df ≤ 10 3798

Tabela 5.11: Número de documentos e atributos das coleções de textos utilizadas

utilização dos conjuntos espećıficos como expressão de busca, isto é, cada Ls(nij) como se o

grupo fosse resultado de um“flat cluster”e, então comparar os resultados obtidos por cada

método de rotulação. A seguir, utilizaram-se os rótulos genéricos Lg(ni) junto ao rótulo

espećıfico em cada filho de ni, isto é, utilizou-se a expressão de busca Lg(ni)
⋃
Ls(nij) para

cada nij; essa segunda expressão permite que se avalie a rotulação hierárquica propria-

mente dita, pois reflete o fato de que os rótulos genéricos dos antecessores discriminam o

nó atual.

Na Tabela 5.12 é apresentado o resumo dos resultados desse primeiro experimento para

a coleção de textos WP01. Nessa tabela estão presentes os resultados das comparações

múltiplas de médias para cada medida de interesse: F , média harmônica de precisão e re-

vocação; prec, precisão; r, revocação ou cobertura (recall); e, Fa, falso alarme. Para obter

as tabelas foi utilizado o modelo linear generalizado especificado na equação 5.3. Para

cada medida ajustou-se um modelo linear generalizado dessa forma. Ainda, os mesmos

cálculos e avaliações foram realizados para as dezesseis coleções de textos, relacionadas

no Apêndice A; e, o comportamento observado para as medidas nas dezesseis coleções foi

semelhante.

Deve-se notar na Tabela 5.12 que, para algumas medidas, como a F e a precisão prec

não há o mesmo número de pontos calculados, para cada nó (n, na tabela); o que ocorre

devido a alguma divisão por zero, por exemplo. Ainda, na tabela, para a expressão de

busca Lg(ni)
⋃
Ls(nij), a medida F do RLUM não pode ser comparada às demais, por

insuficiência de pontos nos resultados dos demais métodos. Porém, nota-se que o resultado

de F para RLUM foi 1, nos trinta pontos totais, ou seja, o resultado atingiu o valor ideal.

Nota-se, na tabela, que o RLUM só perde para o RLDM na precisão, quando utilizada a

expressão de busca Ls(nij), mas em todos os demais casos seu desempenho é melhor que

dos outros três. Quanto ao falso alarme, o comportamento do RLUM é sempre aceitável,

comparável ao outros; porém o RLDM erra mais.

Outros resultados interessantes referem-se, por exemplo, aos métodos dos Mais Fre-

qüentes e de Popescul e Ungar, que sempre apresentam um comportamento semelhante.

O método RLDM tem um melhor desempenho, no que tange à precisão e “F measure”,
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modelo: F̂ = µ̂+ m̂+ ε̂
Lg(ni)

⋃
Ls(nij) Ls(nij)√

e = 0, gl = 1
√
e = 0.0282, gl = 60

método n F grupo
MostFreq 1 0.697248 a
PopeUngar 1 0.697248 a
RLDM 1 0.367816 b
FRLUM 30 1.000000 singular

método n F grupo
RLDM 30 0.807975 a
RLUM 30 0.701492 b

PopeUngar 17 0.401681 c
MostFreq 17 0.401681 c

modelo: P̂ = µ̂+ m̂+ ε̂
Lg(ni)

⋃
Ls(nij) Ls(nij)√

e = 0.0179, gl = 64
√
e = 0.0371, gl = 89

método n prec grupo
RLUM 30 0.590959 a
RLDM 6 0.166667 b

PopeUngar 31 0.032258 c
MostFreq 31 0.032258 c

método n prec grupo
RLDM 31 0.801459 a
RLUM 30 0.579107 b

PopeUngar 31 0.197366 c
MostFreq 31 0.197366 c

modelo: R̂ = µ̂+ m̂+ ε̂
Lg(ni)

⋃
Ls(nij) Ls(nij)√

e = 0.0007, df = 89
√
e = 0.0541, df = 89

método n rec grupo
RLUM 30 1.000000 a

PopeUngar 31 0.017265 b
MostFreq 31 0.017265 b
RLDM 31 0.007269 b

método n rec grupo
RLUM 30 1.000000 a
RLDM 31 0.848667 b

PopeUngar 31 0.326405 c
MostFreq 31 0.326405 c

modelo: F̂a = µ̂+ m̂+ ε̂
Lg(ni)

⋃
Ls(nij) Ls(nij)√

e = 0.0042, df = 89
√
e = 0.0041, df = 89

método n Fa grupo
MostFreq 31 0.064665 a
PopeUngar 31 0.064665 a
RLUM 30 0.056270 a
RLDM 31 0.003314 b

método n Fa grupo
MostFreq 31 0.065600 a
PopeUngar 31 0.065600 a
RLUM 30 0.059169 a
RLDM 31 0.009922 b

Tabela 5.12: Resultados das medidas de interesse para WP01

quando se usam os conjuntos de rótulos espećıficos como expressão de busca, obtendo-se

resultados melhores que os demais métodos. Já o método RLUM sempre tem um exce-

lente desempenho no valor de recall, próximo a um, um bom ı́ndice da “F measure” e

um falso alarme dentro do esperado. Seu desempenho é sempre superior ou, no mı́nimo,

equivalente aos demais, quando essas medidas são boas para os demais e a expressão de

busca Lg(ni)
⋃
Ls(nij) é usada; logo, estatisticamente, ele obtém os conjuntos de rótulos

mais representativos quando toda a hierarquia é considerada.

Reforçando essas observações, os resultados das medidas recall, F-measure e precision

para as dezesseis coleções de textos estão resumidos nos gráficos a seguir. Primeiramente,

observe os Gráficos 5.10 e 5.11. Usando-se os conjuntos de rótulos espećıficos de nij

(Ls(nij)) como a expressão de busca, isto é, considerando cada grupo como um “flat clus-

ter”, o RLDM e o RLUM tem uma boa performance. Os dois métodos tem seus valores de

F próximos a um. Porém os métodos de Popescul & Ungar e o Mais Freqüentes apresen-

tam uma grande variação da F para algumas coleções de textos. Por outro lado, usando

a expressão de busca como os conjuntos de rótulos genéricos Ls(nij)
⋃
Lg(ni), o RLUM

apresenta o mesmo comportamento para a F, o que era esperado. O RLDM, por sua vez,

apresenta um grande decréscimo da F. O Popescul & Ungar e o Mais Freqüentes nova-

mente apresentam comportamento similar, embora também apresentem um decréscimo

da F. Tomando apenas essa medida de interesse (a F), tem-se uma boa evidência de que

98



Figura 5.10: Medida F – Ls(nij)

Figura 5.11: Medida F – Lg(ni)
⋃
Ls(nij)

o RLUM produza as melhores taxonomias.

A segunda medida de interesse para esse tipo de comparação é a recall. Se os conjuntos

de rótulos constrúıdos são bons, eles devem ser representativos do nó. Deste modo, espera-

se que os documentos recuperados por cada conjunto de rótulos sejam o mais próxi-

mo do conjunto de documentos do grupo que eles representam; isto é, que a recall seja

próxima a um. No Gráfico 5.12 os resultados das médias para a medida recall usando-

se a expressão de busca Lg(ni)
⋃
Ls(nij) podem ser observados. Usando esse conjunto

genérico de rótulos, a categoria do documento na hierarquia deveria ser refletida nos

resultados obtidos. Como esperado o RLUM obteve os melhores resultados, porém os

demais métodos apresentaram resultados bastante ruins. O Popescul & Ungar e os Mais

Freqüentes estão sempre com resultados similares, porém ruins. Para o RLDM esperavam-

Figura 5.12: Medida Recall – Lg(ni)
⋃
Ls(nij)
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Figura 5.13: Medida Recall – Ls(nij)

Figura 5.14: Precisão – Ls(nij)

Figura 5.15: Precisão – Lg(ni)
⋃
Ls(nij)
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se melhores resultados, mas provavelmente a propagação de erros nele presente prejudicou

seu desempenho. Por outro lado, usando apenas os conjuntos de rótulos espećıficos, pode-

se observar uma melhora significativa nos resultados desses três últimos métodos, dado que

o RLUM sempre mantém seus resultados altos; como pode ser observado na Figura 5.13.

Ou seja, quando a expressão de busca refere-se a um grupo isolado, os quatro métodos

tem bons resultados. Mas, também se deve notar que houve aumento da variância, ou

seja, os gráficos apresentam maior dispersão entre os pontos. Como esperado o Mais

Freqüentes é bom para grupos isolados, porém o Popescul & Ungar acabou apresentando

comportamento similar. O RLDM apresentou bons resultados, provavelmente porque a

propagação de erros influenciou menos os grupos isoladamente. Salienta-se o resultado

de que o RLUM produz os melhores rótulos na hierarquia, dado que seus resultados de

“recall” para a expressão de busca Lg(ni)
⋃
Ls(nij) são estatisticamente iguais a um, e,

também para os grupos isoladamente, com a expressão Ls(nij).

Os outros três métodos não apresentaram resultados tão ruins para a medida F devido

ao comportamento da precisão, de acordo com os resultados apresentados nas Figuras

5.14 e 5.15. Embora a precisão para os outros três métodos pareça ser melhor que para

o RLUM, exceto em algumas das coleções de textos, isso não mostra que produzam con-

juntos de rótulos mais significativos. A precisão pode ser boa mesmo quando a cobertura

(recall) é ruim, pois recuperar um único documento correto significa ter uma precisão de

cem por cento, porém, se o total de documentos no grupo é de 100, recuperou-se apenas

um por cento do grupo.

5.7.3 Avaliando a cobertura do vocabulário

Como há uma indicação de que o método RLUM produz um vocabulário maior que

o dos outros métodos, espera-se que este método consiga melhor cobrir um vocabulá-

rio e domı́nio, já que se o número é maior espera-se que as chances dos termos de

domı́nio estarem nele contidos também sejam maiores. Assim, nesta sub-seção verifica-se

a hipótese:

H0 : card(VU) ≥ card(VP ) ≥ card(VM) ≥ card(VD)

Pois aparentemente o RLDM gera o menor vocabulário e os outros dois geram vocabu-

lários de tamanhos semelhantes, como observado na Tabela 5.13. Como também se deve

considerar o fato de que os conjuntos de atributos iniciais têm diferentes tamanhos, como

observado na Tabela 5.11, faz-se necessário retirar o efeito dessa covariável do modelo,

quando definida a equação 5.4.

Após o ajuste do modelo linear generalizado (equação 5.4) e então realizada a com-

paração múltipla de médias das cardinalidades finais obteve-se o resultado apresentado

na Tabela 5.14. Pode-se notar que houve o mesmo número de observações para cada

método, isto é, a cardinalidade foi observada e considerada para as dezesseis bases. A

cardinalidade média para cada método, card(Vm), foi maior para o RLUM (card(VU)),

com 0.95 de certeza. Como esperado as cardinalidades do Popescul e Ungar (card(VP ))

e dos Mais Freqüentes card(VM) são estatisticamente iguais. Porém, estatisticamente,

já não se observa que o RLDM (card(VD)) apresente uma cardinalidade mais baixa que
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TC card(VP ) card(VM ) card(VD) card(VU )
WP01 645 645 488 927
WP02 566 566 690 867
WP03 1383 1384 1595 2245
WP04 495 495 558 739
Hard 836 824 478 1000
AI 747 746 665 928

HCI 808 801 597 937
Sec 1116 1116 766 1359

AnaC 915 914 838 1244
InoC 803 798 974 1120
OrgC 1051 1030 512 1309
PolyC 786 784 757 967
BioP 759 754 799 977
GeoP 825 824 793 1032
Mech 937 937 691 1179
Quan 719 716 607 912

Tabela 5.13: Cardinalidade dos vocabulários obtidos

Teste SNK para a cardinalidade final, com rejeição=0.05
Com 59 graus de liberdade, variância média= 42482.6158

método observações card(Vm) grupo
RLUM 16 1108.875000 a

PopeUngar 16 836.937500 b
MaisFreq 16 833.375000 b
RLDM 16 738.000000 b

Tabela 5.14: Comparação múltipla de médias para cardinalidades dos vocabulários

os demais, ou seja, ele pode ser considerado como obtendo um vocabulário tão variado

quanto os métodos de Popescul e Ungar e o dos Mais Freqüentes.

5.7.4 Avaliação da representatividade do vocabulário produzido

Como dito anteriormente, apenas a cardinalidade do método ser superior à dos demais

não garante que a qualidade do vocabulário produzido seja boa, pois ele pode ser resultado

de uma série de más escolhas. Embora a medida “recall” já indique se as escolhas foram

ou não boas para a formação dos conjuntos de rótulos de cada grupo. Assim, nesta fase

do experimento vamos utilizar a EMIM para testar a hipótese de que a qualidade do

vocabulário produzido pelo RLUM é superior a dos outros três métodos, ou seja:

H0 : EMIM(RLUM) ≥ EMIM(P ) ≈ EMIM(M) ≥ EMIM(D)

Para verificar essa hipótese, calcula-se a EMIM em cada nó para cada taxonomia de

tópicos resultante de cada método e, então, compara-se a EMIM dos nós correspondentes

em cada resultado utilizando o modelo linear generalizado, definido pela equação 5.5;

então se realiza a análise de variância e a comparação múltipla das médias com o teste

SNK, com 0.95 de certeza. A Tabela 5.15 foi obtida para essa comparação a partir das

bases do domı́nio de computação. Os demais resultados para as outras bases encontram-se

no Anexo A e repetem um comportamento muito similar a estes.

Deve-se observar, na Tabela 5.15 que todos os valores são calculados, tem-se sempre o

mesmo número de grupos (ou nós), n, para cada média calculada. Percebe-se também que
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Col. de Textos AI Col. de Textos HCI
gl = 147, var.media = 160140.0445 gl = 108, var.media = 286839.4677
método n emim grupo
RLUM 50 1089.899965 a

PopeUngar 50 893.817625 b
MostFreq 50 893.742870 b
RLDM 50 557.042183 c

método n emim grupo
RLUM 37 885.627493 a

PopeUngar 37 765.692200 a
MostFreq 37 762.961843 a
RLDM 37 373.175243 b

Col. de Textos Hard Col. de Textos Sec
gl = 36, var.media = 185914.7144 gl = 159, var.media = 487370.7896

método n emim grupo
RLUM 13 1104.943006 a

PopeUngar 13 909.675011 a
MostFreq 13 906.329243 a
RLDM 13 77.376233 b

método n emim grupo
RLUM 54 1613.500940 a

PopeUngar 54 1337.548719 a
MostFreq 54 1337.383964 a
RLDM 54 636.411828 b

Tabela 5.15: EMIM - resultados da comparação múltipla de suas médias

o agrupamento esperado de médias se confirma nas quatro bases apresentadas (bem como

se confirma nos resultados apresentados no Apêndice A), ou seja, a hipótese de qualidade

dos vocabulários, de acordo com a EMIM, é confirmada com 0.95 de certeza. Assim, além

do RLUM apresentar a maior variabilidade de termos no vocabulário produzido, ele tam-

bém garante a melhor qualidade desses termos, em relação aos três métodos comparados.

Também se deve observar que os métodos de Popescul e Ungar e dos Mais Freqüentes

sempre se encontram nos mesmos grupos, o que mostra que seus resultados são sempre

muito próximos devido a lacuna do processo decisório no método de Popescul e Ungar,

discutido anteriormente. Ainda, o RLDM tende a produzir um vocabulário mais pobre,

em termos de cardinalidade, e de menor qualidade.

5.8 Considerações finais

Neste caṕıtulo foi apresentada a evolução do método de rotulação proposto para agru-

pamentos hierárquicos de documentos e uma proposta de validação objetiva do método.

Desde a primeira proposta, com o RLDM procurou-se produzir rótulos discriminativos

dos grupos, sem repetição ao longo dos ramos, com um vocabulário variado e de quali-

dade. Porém, apesar de ter sido bem avaliado (Moura et al., 2008c), o RLDM apresentava

uma complexidade computacional muito alta e uma propagação de erros que poderia ser

minimizada.

Em um primeiro momento, o novo método era uma proposta de diminuição da com-

plexidade do RLDM, objetivo imediatamente atingido, pois o RLDM apresenta complexi-

dade da ordem deO(mz2) e o RLUM apresenta complexidade linear, O(mz), considerando-

se m o número de atributos e z o número de nós da hierarquia. O RLUM diminuiu a

propagação de erros ao longo da tomada de decisão sobre os atributos selecionados como

rótulos, porque constrói os conjuntos de rótulos das folhas para a raiz, enquanto lhes

atualiza.

A melhor discriminação dos conjuntos de rótulos foi verificada utilizando-se os mesmos

como expressões de busca sobre as coleções de textos e verificando a cobertura (“recall”)

dos resultados. O RLUM apresentou a melhor cobertura de recuperação, estatisticamente

mais significante, com 0.95 de certeza, que os demais em todos os casos testados, para as
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dezesseis coleções de textos.

A ordem de grandeza dos vocabulários produzidos foi testada comparando-se a car-

dinalidade dos vocabulários produzidos pelos quatro métodos de rotulação, em dezesseis

diferentes coleções de textos. O RLUM obteve uma maior variabilidade de vocabulário

em todos os testes. E, quando testada a qualidade desse vocabulário, contra a dos obtidos

pelos demais métodos, também o RLUM superou os demais, ou no mı́nimo igualou-se a

eles.

Assim, todas as hipóteses iniciais sobre o RLUM e suas relações com os métodos de

Popescul e Ungar, dos Mais Freqüentes e do RLDM foram validadas como verdadeiras,

ou seja, o método atingiu todos os objetivos inicialmente propostos.

Como comentado no Caṕıtulo 3 e visto na Seção 5.6, em outros experimentos realizou-

se uma validação subjetiva de métodos de rotulação junto a especialistas de domı́nio

(Moura e Rezende, 2007; Moura et al., 2008c), com o intuito de avaliar o resultado da

taxonomia obtida nó a nó. Uma série de fatores interfere nesse processo de validação, desde

a forma de obtenção dos termos até o tamanho final das taxonomias, o que acaba gerando

limitações e não permite que se tenha grande credibilidade nos resultados das avaliações.

Isto é, as avaliações não refletem exclusivamente o método de rotulação, acabam refletindo

outras variáveis subjetivas, que não são fáceis de identificar. Assim, como trabalhos

futuros, pretende-se utilizar o RLUM em um processo de construção de taxonomias de

tópicos e validar o processo contra taxonomias gold, isto é, taxonomias pré-existentes e já

bem aceitas, como realizado por outros autores ((Kashyap et al., 2005a),(Krishnapuram

e Kummamuru, 2003)). Espera-se com esse tipo de validação conseguir simular uma

validação subjetiva exclusivamente do método de rotulação.
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Caṕıtulo

6
Conclusões e trabalhos futuros

O objetivo principal desta tese de doutorado é a construção de taxonomias de

tópicos em domı́nios restritos. A metodologia desenvolvida recebeu o nome de

TopTax e é uma instanciação do processo de mineração de textos. A partir

dessa instanciação foram propostas soluções espećıficas direcionadas ao objetivo de cons-

truir taxonomias. Essas propostas contribuem para o estado da arte em algumas tarefas

de mineração de textos, bem como satisfazem aos objetivos espećıficos e às avaliações das

hipóteses inicialmente elencadas. Além disso, a metodologia foi empregada em problemas

práticos, tendo atingido um bom ńıvel de aceitação e resultados. Assim, neste caṕıtulo

resumem-se todas as contribuições desta tese por meio dos resultados alcançados para cada

objetivo espećıfico e hipóteses validadas. Também relacionam-se as principais limitações

atuais ao uso da TopTax e suas ferramentas e, finalmente, apresenta-se uma lista de

trabalhos futuros, dentre os quais alguns já em andamento.

6.1 Contribuições do trabalho

As contribuições desta tese dividem-se em três grupos. O primeiro grupo, trata das

contribuições diretas desta tese de doutorado, que vão de encontro aos objetivos mais am-

plos inicialmente traçados e alguns dos objetivos espećıficos diretamente ligados a estes.

No segundo grupo estão as contribuições em parceria no grupo de pesquisa, que focam

vários dos objetivos espećıficos iniciais. Por último, o terceiro grupo corresponde às apli-

cações reais da metodologia TopTax durante esse peŕıodo, que serviram para validar o

seu projeto e verificar sua utilidade prática.

6.1.1 Contribuições diretas desta tese

A primeira grande contribuição é o desenvolvimento da metodologia para a construção

de taxonomias de tópicos em um domı́nio (Moura et al., 2008a,b), denominada TopTax-
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Topic Taxonomy. A metodologia é um guia de construção de taxonomias, cobrindo desde

a seleção dos textos utilizados até a avaliação dos resultados obtidos, fornecendo soluções

automatizadas e permitindo a intervenção do especialista de domı́nio em cada etapa.

Assim, o primeiro objetivo do trabalho foi satisfeito, que corresponde à construção de uma

metodologia, utilizando técnicas de mineração de textos, para auxiliar um especialista a

organizar hierarquicamente a informação textual do domı́nio e fornecendo a cada etapa

critérios que o auxilie a intervir no processo de modo a melhorar os resultados obtidos.

A segunda contribuição remete ao estado da arte em seleção de atributos, correspon-

dendo ao modelo de seleção de atributos n-gramas (Moura et al., 2008d). Embora exis-

tam recomendações de seleção de n-gramas como candidatos a colocações de domı́nio há

poucos trabalhos tratando esse problema como seleção de atributos e, conseqüentemente,

poucos trabalhos deram importância à remoção de redundâncias. Com o modelo proposto,

selecionam-se n-gramas com maior importância semântica e removem-se as redundâncias

entre todos eles. Os experimentos realizados mostraram que o espaço de atributos não

perde em discriminação com a redução das redundâncias. Essa constatação valida uma

das hipóteses inicialmente colocadas de que a redução do número de atributos não afeta

negativamente o resultado da extração de conhecimento. Ainda, essa contribuição vai de

encontro aos dois primeiros objetivos espećıficos inicialmente traçados, que são: obter um

conjunto de métodos e parâmetros para identificar e delimitar o vocabulário do domı́nio

presente na coleção de textos; e, obter métodos adequados de filtro de atributos para

diminuir a caracteŕıstica esparsa da matriz de dados, procurando não perder represen-

tatividade. Lembrando que o conjunto de atributos selecionados corresponde à primeira

estimativa do vocabulário do domı́nio presente na coleção de textos.

A terceira contribuição para o estado da arte encontra-se na forma de rotular os

grupos obtidos. Embora haja muito estudo em métodos e algoritmos de agrupamentos de

documentos há poucas soluções focadas em rotulação dos grupos. Os rótulos auxiliam a

interpretação dos grupos e seus conjuntos dão o embasamento à construção de uma taxo-

nomia de tópicos. Obter bons descritores para o agrupamento é um desafio e, nesta tese,

são propostos dois modelos para esse fim. O primeiro modelo apresenta bons resultados

embora seja computacionalmente bastante complexo (Moura et al., 2008c). O segundo

modelo proposto tem baixa complexidade computacional e produz um melhor conjunto de

rótulos, tanto do ponto de vista de recuperação de informação quanto da variabilidade do

vocabulário utilizado (Moura e Rezende, 2009b,a). Com esses dois modelos conseguiu-se

desenvolver mais de um método eficiente de seleção de termos discriminativos para cada

agrupamento obtido, representando-os de maneira única. Assim, validou-se a hipótese de

que se consegue representar unicamente cada grupo obtido por meio da seleção dos termos

discriminativos.

Ainda, do modelo de rotulação decorre uma outra contribuição, que é a forma de

avaliar os resultados. Foram propostas duas formas de avaliação subjetiva, objetiva e o

uso das duas conjuntamente. Iniciou-se pelo uso da avaliação subjetiva, que obteve resul-

tados bastante interessantes. Porém esses resultados não refletiram apenas a rotulação,

sofreram a influência de outras variáveis dif́ıceis de serem isoladas (Moura e Rezende,

2007). Assim, numa segunda proposição de avaliação integraram-se a avaliação subjetiva
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e objetiva pelos critérios de recuperação de informação (Moura et al., 2008c). Essa se-

gunda forma de avaliação produziu resultados mais facilmente interpretáveis, mas ainda

não isolou completamente apenas a análise dos métodos de rotulação. Assim, decidiu-

se por investir em um modelo mais completo de avaliação objetiva, utilizando critérios

de recuperação de informação e qualidade do vocabulário produzido (Moura e Rezende,

2009c). Esse último modelo de avaliação foi o mais satisfatoriamente empregado para

validar a hipótese de representar unicamente cada grupo.

6.1.2 Contribuições em parcerias

Alguns dos objetivos espećıficos foram atingidos em parceria com mestrandos e alunos

de graduação em projetos de conclusão de curso e de iniciação cient́ıfica.

Um dos objetivos espećıficos era desenvolver soluções de avaliação visual para os gru-

pos, permitindo explorá-los e estudá-los. Apenas para visualizá-los e explorá-los foi desen-

volvida uma ferramenta denominada TaxTools em um projeto de conclusão de curso de

graduação (Marcacini, 2008). Outra contribuição importante refere-se à exploração visual

das taxonomias obtidas em diferentes ńıveis de granularidade, com base na hipótese inicial

de que coleções textuais geram grandes hierarquias que precisam ser cortadas. Para isso

foram adaptadas técnicas de corte de cluster ao processo de visualização no trabalho de

Marcacini et al. (2009). Com isso, permite-se que o especialista decida se deseja reduzir

a taxonomia obtida, ou apenas navegá-la em diferentes ńıveis, satisfazendo a hipótese de

que visualizar as hierarquias em diferentes ńıveis de granularidade auxilia a compreensão

da coleção textual.

O objetivo espećıfico de obter métodos adequados de filtro de atributos para diminuir

a caracteŕıstica esparsa da matriz de dados, procurando não perder representatividade,

também foi foco de um trabalho de mestrado (Nogueira, 2009). Esse mestrado foi desen-

volvido tendo como um de seus objetivos contribuir com a TopTax. Em Nogueira et al.

(2008a), foram propostas algumas adaptações a métodos de filtro comumente utilizados,

comparados seus desempenhos e proposto o uso de alguns deles. Ocorreu também um

primeiro estudo dos filtros, frente a outros problemas de pré-processamento, no trabalho

de Nogueira et al. (2008b). Nesses dois trabalhos a seleção não supervisionada de atributos

concentra-se em atributos compostos por uma única palavra (unigrama). Conseguiu-se

observar que a redução do número de atributos não prejudica o desempenho dos algo-

ritmos de extração de conhecimento, mas não se validou a hipótese de que tenha havido

melhora de desempenho.

Outro objetivo espećıfico é obter um conjunto de métodos e parâmetros para identi-

ficar e delimitar o vocabulário do domı́nio presente na coleção de textos. Para tal, tem-se

como a hipótese que existe alguma representação dos atributos que uma avaliação subje-

tiva possa julgar como melhor. Atingir esse objetivo e tentar validar essa hipótese foi o

tema de um outro mestrado (Conrado, 2009), no qual os estudos e desenvolvimentos tin-

ham como um de seus objetivos contribuir com a TopTax. Primeiramente, é necessário

buscar por uma forma de representação dos atributos, que seja adequada ao problema

e, então, selecionar os atributos. Em relação à forma de representação dos atributos,
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foram realizados alguns estudos (Conrado et al., 2008, 2009). Desses estudos, o que se

pode observar é que o uso de métodos h́ıbridos para a geração de atributos parece indicar

um caminho de trabalho futuro mais promissor, pois, subjetivamente, os resultados de

métodos h́ıbridos satisfazem melhor aos especialistas.

E, ainda, um trabalho de iniciação cient́ıfica foi inspirado nas necessidades de preparação

dos dados textuais observadas durante as aplicações da TopTax. Desse trabalho resultou

uma ferramenta de extração de informação, a IESystem (Rossi et al., 2009), capaz de tra-

balhar com dados textuais de diferentes fontes de informação, isto é, em vários formatos e

em diferentes ĺınguas. Com a ferramenta constrói-se um modelo de dados e ela transforma

os arquivos de entrada em arquivos textos com marcação de metadados em XML.

6.1.3 Aplicações práticas da TopTax

A metodologia TopTax foi utilizada em alguns projetos práticos, o que auxiliou a

validação e evolução da mesma. A organização da biblioteca digital do Instituto Fábrica

do Milênio - IFM foi auxiliada pelo uso da metodologia Marcacini et al. (2007), tanto

para a organização quanto para melhoria dos processos de recuperação de informação.

A TopTax também foi empregada em um projeto de gestão de competências junto à

Embrapa Pecuária Sudeste (Mazzari, 2007), no qual ela foi utilizada como ferramenta de

análise exploratória para estudar as tendências em pesquisa e desenvolvimento da empresa

no tema gado de corte e leite. A TopTax também foi utilizada em mais um projeto de

gestão de competências e conhecimento (Marcacini et al., 2008) e depois em suporte à

gestão do conhecimento na área de engenharia de produção (Rezende et al., 2008).

Essas aplicações práticas foram muito úteis para observar o quanto as soluções empre-

gadas aproximaram-se dos objetivos espećıficos iniciais de aux́ılio à organização de bases de

dados textuais, identificando-se tópicos e palavras-chaves para cada grupo e documento.

Assim, a hipótese inicial de que a metodologia validada e avaliada atingisse o objetivo

de aux́ılio à organização da informação, permitindo realizar essa tarefa com eficácia não

chegou a ser provada, mas foi experimentada. E a hipótese de que, pelo menos, metada-

dos são obtidos e podem ser usados para classificar os documentos e, conseqüentemente

auxiliar o especialista em organização de informação, foi confirmada na prática.

6.2 Principais limitações

A configuração atual do ambiente de suporte computacional à metodologia permite

utilizá-la e produzir bons resultados, como visto nos caṕıtulos anteriores. Entretanto, o

objetivo do desenvolvimento dessas ferramentas é testar os modelos propostos; logo, elas

ainda são protótipos. Assim, é necessário investir na transformação desses protótipos em

ferramentas robustas, para trabalhar com grandes bases de dados e, efetivamente, cumprir

o objetivo de aux́ılio ao especialista de domı́nio.

Além disso, o método de seleção de n-gramas precisa ser expandido para lidar com

n-gramas de maior ordem, n > 3, e, conseqüentemente, também todos os seus algoritmos

e implementações.
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6.3 Trabalhos futuros

Precisa-ses obter uma avaliação formal para a metodologia TopTax. Embora, na

prática, tenha-se confirmado sua utilidade, falta-lhe uma avaliação formal. Cada uma

das etapas foi avaliada independentemente, com o objetivo de avaliar cada nova técnica

colocada à disposição no ambiente da TopTax. Assim, é necessário investir esforços em

realizar experimentos com as várias combinações de técnicas em vários domı́nios. Esses

experimentos precisam contar apenas com avaliações objetivas, pois seria muito oneroso

envolver especialistas na avaliação de um elevado número de taxonomias. Para viabilizar

uma análise objetiva detalhada, quase similar a uma subjetiva, vem-se desenvolvendo

uma metodologia de avaliação por meio de taxonomias gold. Uma taxonomia gold é uma

taxonomia já bem aceita em uma comunidade. Para isso, vem-se coletando taxonomias

gold de diferentes domı́nios vinculadas a coleções de documentos e implementando alguns

algoritmos de comparação para executar esses experimentos.

Outros trabalhos futuros derivam-se diretamente dos trabalhos em desenvolvimento e

geraram dois projetos de mestrado, já em andamento. O primeiro trata do processo de

crescimento das taxonomias de tópicos, isto é, da atualização das taxonomias por meio

da inserção e remoção de documentos. Nesse trabalho serão avaliadas técnicas existentes

e provavelmente proposto algum ajuste ou integração das mesmas. O segundo mescla um

pouco de geração e seleção de atributos, trabalhando com regras de associação para gerar

novos atributos. Nesse trabalho será avaliada a redução do espaço de caracteŕısticas e se

há melhora significativa na interpretação dos atributos.

Mais dois trabalhos futuros em direção ao estado da arte estão inspirados diretamente

na metodologia e já em andamento no formato de dois projetos de doutorado. O primeiro,

também na linha de crescimento das taxonomias de tópicos, investigará técnicas de cresci-

mento das taxonomias, devendo produzir um novo modelo adaptado às necessidades da

TopTax e melhorado em relação aos já existentes. O segundo, segue a linha de geração

de atributos, dando continuidade ao trabalho de mestrado de Conrado (2009). Nesse tra-

balho, serão explorados modelos h́ıbridos de geração de atributos. Os modelos h́ıbridos

misturam técnicas puramente estat́ısticas de extração de atributos a técnicas de lingǘıs-

tica computacional. Assim, espera-se incrementar o uso de modelos h́ıbridos de extração

de atributos na TopTax.

Ainda em andamento, há um trabalho numa linha um pouco diferente do paradigma

de aprendizado de máquina atual, que é o estat́ıstico. Nesse vem-se trabalhando com

lógica fuzzy na organização e recuperação de informação. Pretende-se com isso avaliar o

uso de soft cluster na metodologia, porém dentro do paradigma de aprendizado nebuloso,

especialmente na etapa de extração de conhecimento por meio de agrupamento fuzzy

e no pós-processamento avaliando-se as melhorias do processo de busca. Para validar o

trabalho, será também interessante utilizar cluster hierárquico probabiĺıstico para gerar as

taxonomias, embutindo-lhes a tarefa de rotulação, como idealizado por Hofmann (1999),

e adaptar o processo de busca a utilizar as probabilidades estimadas cada cada grupo em

lugar dos graus de pertinência dos agrupamentos fuzzy.

Na linha de experimentos sobre as técnicas já desenvolvidas, pretende-se expandir o
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modelo de seleção de n-gramas para trabalhar com n > 3. O novo modelo será experi-

mentado na seleção inicial de atributos, na etapa de pré-processamento, e, na etapa de

pós-processamento, após a seleção dos rótulos de cada agrupamento. Com esses experi-

mentos, pretende-se avaliar em qual etapa é mais vantajoso utilizá-lo. E, ainda, como

trabalho futuro sobre esse modelo, seria interessante comparar os resultados com a indi-

cação de janelas entre os n-gramas gerados, como feito por Zhang e Zhu (2007).

Especificamente, sobre a rotulação de agrupamentos hierárquicos, pretende-se avaliar

o uso de diferentes testes estat́ısticos nos algoritmos de seleção de rótulos do RLUM.

Pretende-se avaliar a cada caso, isto é, a cada tabela de contingência para cada atributo,

qual o melhor estimador a ser utilizado nos testes. O objetivo é avaliar se há melhorias

significativas nos conjuntos de rótulos identificados. Esse experimento implica em alterar

a forma de testes de independência nos algoritmos e reimplementá-los. Para avaliar as

diferenças obtidas entre os resultados com os novos algoritmos e os anteriores, pretende-se

utilizar as avaliações contra taxonomias gold.

No que tange às aplicações práticas, a TopTax será utilizada em um projeto de

pesquisa e desenvolvimento junto ao projeto de manutenção da Base de Dados da Pesquisa

Agropecuária - BDPA 1. Pretende-se utilizar a TopTax na identificação e extração de

metadados, bem como identificação de posśıveis taxonomias de tópicos em subdomı́nios

contidos na BDPA, e, na seqüência desenvolver um classificador de documentos a partir

dos resultados encontrados. A TopTax também será parcialmente utilizada em um

projeto de organização de informação sobre recursos h́ıdricos, também da Embrapa.

1Dispońıvel em http://bdpa.cnptia.embrapa.br/.
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na página 21.

Agrawal, R. e Srikant, R. (1994). Fast algorithms for mining association rules in large

databases. Em Proceedings of XX International Conference on Very Large Data Bases
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46, e 54.
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Clifton, C., Cooley, R., e Rennie, J. (2004). Topcat: Data mining for topic identification

in a text corpus. Transactions on Knowledge and Data Engineerings - IEEE, 16(8):949–

964. Citado na página 23.

Conrado, M. S. (2009). O efeito do uso de diferentes formas de extração de termos na

compreensibilidade e representatividade dos termos em coleções textuais na ĺıngua por-
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páginas 16–22. Citado na página 65.

Lawrie, D. e Croft, W. B. (2000). Discovering and comparing topic hierarchies. Em

Proceedings of the 6th Computer-Assisted Information Retrieval - RIAO, páginas 314–
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Informática [Electronic Journal], 2. Citado na página 20.

Lima, V. L. S., Nunes, M. G., e Vieira, R. (2007). Desafios do processamento de ĺınguas
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de Computação – ICMC – USP. Citado nas páginas 33, 64, e 105.
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Matemáticas e de Computação – ICMC – USP. Citado nas páginas 31, 58, e 107.
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Apêndice

A
Apêndice - Tabelas de comparação das

medidas de interesse de resultados de EMIM e

busca

N este apêndice encontram-se todos os dados de medidas de interesse obtidas a

partir de recuperação de informações e de esperança da informação mútua,

para todas as coleções de textos utilizadas nos experimentos do Caṕıtulo 5.

Cada seção contém uma pequena contextualização a fim de evitar a consulta constante ao

Caṕıtulo 5. Para cada tabela é apresentada a análise dos resultados. Ainda, as coleções

de textos utilizadas são as resumidas na Tabela 5.11, Caṕıtulo 5.

A.1 Comparações múltiplas de médias de EMIM

Para estudar o comportamento da EMIM em cada nó para cada método ajusta-se o

seguinte modelo linear generalizado:

ˆemimni
= µ̂ + n̂i + m̂ + ε̂

onde,

• ˆemimni
: emim inferida para cada nó em cada método e cada coleção de textos;

• µ̂: a média geral de dispersão estimada para inferir a emimni
;

• n̂i: estimativa do efeito de cada nó ni em cada coleção de textos na inferência da

emimni
. O nó funciona como efeito de categoria para cada EMIM, fazendo com que

as comparações de médias dos efeitos dos métodos sejam justas por estarem sendo

realizadas nó a nó;
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• m̂: estimativa do efeito do método de rotulação aplicado, isto é, quanto a média

geral de dispersão desvia-se da EMIM final em relação a esse efeito;

• ε̂: erro aleatório de ajuste do modelo linear.

Com esse modelo, a seguinte hipótese é testada para cada coleção de textos:

H0 : EMIM(RLUM) ≥ EMIM(P ) ≈ EMIM(M) ≥ EMIM(D)

Realizando-se a comparação múltipla de médias das estimativas de EMIM em relação

aos efeitos de cada método, para cada coleção de textos é apresentada uma tabela. Cada

tabela contem o nome da coleção, o número de graus de liberdade gl utilizado na com-

paração múltipla de médias, a variância média vm utilizada pelo teste SNK, o número

de pontos n utilizado para estimar a EMIM em cada coleção, a estimativa da média de

EMIM ( ¯emim) para cada método em cada coleção e uma letra para grupo. Letras iguais

representam grupos estatisticamente iguais e, a ordem dos grupos é a alfabética.

Col. de Textos AI Col. de Textos HCI
gl = 147, vm = 160140.0445 gl = 108, vm = 286839.4677

método n ¯emim grupo
RLUM 50 1089.899965 a

PopeUngar 50 893.817625 b
MostFreq 50 893.742870 b
RLDM 50 557.042183 c

método n ¯emim grupo
RLUM 37 885.627493 a

PopeUngar 37 765.692200 a
MostFreq 37 762.961843 a
RLDM 37 373.175243 b

Col. de Textos Hard Col. de Textos Sec
gl = 36, vm = 185914.7144 gl = 159, vm = 487370.7896

método n ¯emim grupo
RLUM 13 1104.943006 a

PopeUngar 13 909.675011 a
MostFreq 13 906.329243 a
RLDM 13 77.376233 b

método n ¯emim grupo
RLUM 54 1613.500940 a

PopeUngar 54 1337.548719 a
MostFreq 54 1337.383964 a
RLDM 54 636.411828 b

Tabela A.1: EMIM - resultados para o domı́nio de Ciência da Computação

Col. de Textos AnaC Col. de Textos InoC
gl = 150, vm = 626822.0993 gl = 153, vm = 1e+ 06

method n ¯emim group

RLUM 51 1944.724002 a
PopeUngar 51 1447.356021 b
MostFreq 51 1446.846145 b
RLDM 51 747.228784 c

method n ¯emim group

RLUM 52 2235.525562 a
PopeUngar 52 1664.561465 b
MostFreq 52 1661.026177 b
RLDM 52 1308.392552 b

Col. de Textos OrgC Col. de Textos Poly
gl = 105, vm = 1e+ 06 gl = 141, vm = 274807.2374

method n ¯emim group

RLUM 36 2638.297039 a
MostFreq 36 2129.767519 a
PopeUngar 36 2113.688907 a
RLDM 36 303.138253 b

method n ¯emim group

RLUM 48 1083.452986 a
PopeUngar 48 885.448869 a b
MostFreq 48 884.329346 a b
RLDM 48 656.565679 b

Tabela A.2: EMIM - resultados para o domı́nio de Qúımica
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Col. de Textos BioP Col. de Textos GeoP
gl = 102, vm = 4e+ 06 gl = 150, vm = 309004.6045

method n ¯emim group

RLUM 35 3305.903151 a
RLDM 35 2353.240417 b

PopeUngar 35 1842.456371 b
MostFreq 35 1842.456371 b

method n ¯emim group

RLUM 51 1644.596988 a
PopeUngar 51 1209.551453 b
MostFreq 51 1209.089450 b
RLDM 51 1069.912500 b

Col. de Textos Mech Col. de Textos Quan
gl = 138, vm = 457452.0106 gl = 117, vm = 284639.2019

method n ¯emim group

RLUM 47 1335.448216 a
PopeUngar 47 1030.787221 a
MostFreq 47 1030.787221 a
RLDM 47 414.650337 b

method n ¯emim group

RLUM 40 1276.068038 a
PopeUngar 40 988.725002 b
MostFreq 40 985.847125 b
RLDM 40 654.964093 c

Tabela A.3: EMIM - resultados para o domı́nio de F́ısica

Col. de Textos WP01
gl = 90, vm = 2e+ 07

method n ¯emim group

RLUM 31 5190.859414 a
PopeUngar 31 3429.286832 a b
MostFreq 31 3429.286832 a b
RLDM 31 1897.535148 c

Col. de Textos WP02
gl = 102, vm = 4e+ 06

method n ¯emim group

RLUM 35 3305.903151 a
RLDM 35 2353.240417 b

PopeUngar 35 1842.456371 b
MostFreq 35 1842.456371 b

Col. de Textos WP04
gl = 78, vm = 3e+ 06

method n ¯emim group

RLUM 27 3790.885026 a
PopeUngar 27 2475.731493 b
MostFreq 27 2475.731493 b
RLDM 27 2094.232192 b

Tabela A.4: EMIM - resultados para as coleções de textos do IFM

Os valores da Tabela A.1 resumem as comparações múltiplas de médias para as coleções

de textos de Ciência da Computação. Deve-se notar que a EMIM de RLUM é estatistica-

mente maior que as demais apenas para a coleção de textos de IA. Nas demais coleções de

textos o resultado é estatisticamente igual ao apresentado pelos métodos de Popescul &

Ungar e dos Mais Freqüentes. Já o RLDM apresenta-se sempre na última posição, exceto

para a primeira coleção de textos (IA).

Na Tabela A.2 encontram-se resumidas as comparações múltiplas de médias para as

coleções de textos de Qúımica. Deve-se notar que a EMIM de RLUM é indiscutivelmente

maior que os demais apenas para a coleção de textos de qúımica anaĺıtica (AnaC), nas

demais coleções de textos o resultado é estatisticamente igual ao apresentado pelos méto-

dos de Popescul & Ungar e dos Mais Freqüentes. Já o RLDM apresenta-se isoladamente

na última posição ou, na melhor das classificações empatado com o Popescul & Ungar e
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Mais Freqüentes. Ainda, vale observar que, para coleção de Ciência dos Poĺımeros (Poly),

a hipótese inicial é bastante evidente. Nessa coleção, o RLUM empata com o Popescul

& Ungar e Mais Freqüentes ou pode ser considerado melhor. Isso é um grande ind́ıcio

de que, realmente, o RLUM provê um vocabulário representativo; dado que em avali-

ações subjetivas sempre foi observado que o Mais Freqüentes provê uma maior gama de

vocábulos, o que auxilia a interpretação dos tópicos Moura e Rezende (2007).

Os valores da Tabela A.3 referem-se às comparações múltiplas de médias para as

coleções de textos do domı́nio de F́ısica. Nesse domı́nio, a EMIM de RLUM foi melhor

que os demais em três das coleções de textos, empatando apenas em uma delas com os

métodos de Popescul & Ungar e Mais Freqüentes. Já o RLDM em duas coleções empatou

com os métodos de Popescul & Ungar e Mais Freqüentes, porém nas demais se apresenta

na última posição.

Finalmente, na Tabela A.4 estão resumidas as comparações múltiplas de médias para

as coleções de textos do IFM. Nessa coleção não foi posśıvel obter o valor de EMIM

para a coleção WP03; após dois dias rodando o programa ainda não havia terminado.

Para implementar a EMIM necessita-se de um algoritmo de complexidade exponencial;

logo, em uma coleção de textos com 198 textos, 9302 atributos e até 2300 elementos no

vocabulário; tem-se uma tarefa muito custosa. Como esse dado não seria responsável por

uma mudança tão grande na classificação dos métodos, foi ignorado. E, novamente, o

RLUM mostrou o mesmo comportamento que nas outras coleções.

Deve-se observar que, sempre o Popescul & Ungar e Mais Freqüentes apresentam

comportamento similar, dado que os vocabulários por eles selecionados são sempre muito

próximos. Assumiu-se o Mais Freqüentes como uma boa estimativa de variabilidade do vo-

cabulário devido às análises subjetivas anteriormente realizadas (Moura e Rezende (2007)

e Moura et al. (2008c)). E, finalmente, que a hipótese inicial (H0 : EMIM(RLUM) ≥
EMIM(P ) ≈ EMIM(M) ≥ EMIM(D)) foi confirmada em todos os experimentos.

A.2 Conjuntos de rótulos como expressões de busca

Para cada método, hierarquia e coleção de textos varia-se a expressão de busca,

podendo-se utilizar:

• rótulo genérico: todos os conjuntos de rótulos são tratados como expressões de

busca, nos quais o operador “and” é usado entre os termos de um mesmo conjunto.

Por exemplo, o conjunto de rótulos Ls(n21) = {husbandry, product} ⋃
Lg(n21) =

{pantanal, embrapa, catle, beef} é usado como uma expressão de busca da seguinte

forma: “husbandry ∧ product ∧ pantanal ∧ embrapa ∧ catle ∧ beef”.

• rótulo espećıfico: todos os conjuntos de rótulos são tratados como expressões de

busca, nos quais o operador “and” é usado entre os termos de um mesmo conjunto.

Por exemplo, o conjunto de rótulos Ls(n21) = {husbandry, product} é usado como

uma expressão de busca da seguinte forma: “husbandry ∧ product”.

Para verificar experimentalmente uma hipótese sobre o comportamento das medidas

de interesse, sobre a Tabela 5.5, para cada um dos métodos de rotulação, calculam-se
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as medidas para cada um dos nós mantidos nas quatro taxonomias. Tabulam-se essas

medidas junto ao número do nó e ao método que as gerou, e, então se ajusta um modelo

linear generalizado Searle (1971) para analisar a variância e obter estimativas para cada

medida. O modelo considera os efeitos do nó e do método de rotulação, além da média

geral:

m̂e = µ̂+ n̂ij + l̂m + ε̂

• m̂e: estimativa da medida de avaliação após ajuste do modelo para a coleção;

• µ̂: média geral do modelo, sem qualquer outro efeito, para a coleção;

• n̂ij: estimativa do efeito do nó nij, que é o quanto a medida m̂e desvia-se da média

geral devido a esse efeito, para a coleção;

• l̂m: estimativa do efeito do método de rotulação,que é o quanto a medida m̂e desvia-

se da média geral devido à aplicação de um dado método, para a coleção;

• ε̂: efeito aleatório associado a cada estimativa na coleção.

Com o uso dessas estimativas para cada medida, m̂e, para cada método de rotulação

l̂m espera-se obter comparações mais estatisticamente confiáveis. Aplicando-se os testes

de comparação múltiplas de médias a cada modelo, tem-se 128 tabelas, duas para cada

coleção e 4 para cada medida em cada caso. Os valores são resumidos nas Tabelas de A.5

a A.12. Cada pequena tabela interna às maiores contem a comparação múltipla de médias

das estimativas de uma das medidas em relação aos efeitos de cada método, para cada

coleção de textos. Essas tabelinhas contem o nome da coleção, o modelo generalizado para

a medida, a expressão de busca utilizada, o número de graus de liberdade gl utilizado na

comparação múltipla de médias, a variância média sqrt(e) utilizada pelo teste SNK, o

número de pontos n utilizado para estimar a medida em cada coleção, a estimativa da

medida em cada coleção e uma letra para grupo. Novamente, letras iguais representam

grupos estatisticamente iguais e, a ordem dos grupos é a alfabética. Ainda, quando não

foi posśıvel calcular a estimativa com o modelo, é fornecida sua média e desvio padrão dp,

ou na falta dessa estimativa o valor “.” (missing value).

A expressão de busca com o rótulo genérico é tabulada na parte esquerda das Tabelas

de A.5 a A.12. Nesse caso, observa-se a ausência de pontos calculados para a medida F

para as coleções WP01, WP03, IA, HCI, Sec, AnaC, Poly, BioP, Mech e Quan. Em geral,

isso ocorre quando a expressão de busca retorna conjuntos de resultados vazios, pois tanto

recall quanto precision ficam zeradas e a F tem seu quociente zerado. E, em alguns casos

o desbalanceamento entre o número de pontos é bem grande. Em qualquer desses casos,

o RLUM sempre apresenta valores que estão nas melhores posições. Quando o valor de

F para o RLUM não é o melhor, o número de pontos definidos para RLUM é maior que

para os outros métodos, o que compensa os grandes valores dos demais. Logo, a medida

F para o RLUM é sempre a melhor para o conjunto de rótulos genéricos.

Ainda com o rótulo genérico como expressão de busca, examinando os valores de

recall observa-se que para o RLUM ele é sempre o melhor e muito próximo a um (valor
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máximo). Enquanto o resultado de recall para os demais métodos é ruim. Observa-

se o mesmo comportamento para precision; e para o falso alarme um comportamento

bastante aceitável em todos os métodos, estatisticamente equivalentes. Logo, o RLUM

tem um melhor desempenho ao se considerar o rótulo genérico do nó como expressão de

busca.

Os resultados para os rótulos espećıficos como expressão de busca estão tabulados do

lado direito das Tabelas de A.5 a A.12. Nota-se claramente a melhoria de desempenho

do RLDM, enquanto os demais métodos mantêm seus desempenhos anteriores. Logo, o

RLDM se aproxima do desempenho do RLUM. Assim, não há outras mudanças signi-

ficativas de comportamento dos métodos e o RLUM mantém seus resultados, provando

experimentalmente ter bom desempenho também quando a expressão de busca utilizada

é apenas o rótulo espećıfico do nó.
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WP01 – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 1
√
e = 0.0282, gl = 60

método n F grupo
MostFreq 1 0.697248 a
PopeUngar 1 0.697248 a
RLDM 1 0.367816 b

FRLUM 30 1.000000 singular

método n F grupo
RLDM 30 0.807975 a
RLUM 30 0.701492 b

PopeUngar 17 0.401681 c
MostFreq 17 0.401681 c

WP01 – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0179, gl = 64
√
e = 0.0371, gl = 89

método n prec grupo
RLUM 30 0.590959 a
RLDM 6 0.166667 b

PopeUngar 31 0.032258 c
MostFreq 31 0.032258 c

método n prec grupo
RLDM 31 0.801459 a
RLUM 30 0.579107 b

PopeUngar 31 0.197366 c
MostFreq 31 0.197366 c

WP01 – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0007, gl = 89
√
e = 0.0541, gl = 89

método n rec grupo
RLUM 30 1.000000 a

PopeUngar 31 0.017265 b
MostFreq 31 0.017265 b
RLDM 31 0.007269 b

método n rec grupo
RLUM 30 1.000000 a
RLDM 31 0.848667 b

PopeUngar 31 0.326405 c
MostFreq 31 0.326405 c

WP01 – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0042, gl = 89
√
e = 0.0041, gl = 89

método n Fa grupo
MostFreq 31 0.064665 a
PopeUngar 31 0.064665 a
RLUM 30 0.056270 a
RLDM 31 0.003314 b

método n Fa grupo
MostFreq 31 0.065600 a
PopeUngar 31 0.065600 a
RLUM 30 0.059169 a
RLDM 31 0.009922 b

WP02 – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0204, gl = 82

método n F grupo
MostFreq 1 0.645833 a
PopeUngar 1 0.645833 a
RLDM 1 0.030303 b

FRLUM 30 1.000000 singular

método n F grupo
RLUM 34 0.940728 a
RLDM 34 0.856283 b

PopeUngar 26 0.781311 b
MostFreq 26 0.781311 b

WP02 – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0564, gl = 7
√
e = 0.0205, gl = 82

método n prec grupo
RLDM 1 1.000000 a
RLUM 34 0.925414 a

PopeUngar 5 0.200000 b
MostFreq 5 0.200000 b

método n prec grupo
RLDM 34 1.000000 a
RLUM 34 0.925414 a

PopeUngar 26 0.907051 a
MostFreq 26 0.907051 a

WP02 – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0014, gl = 101
√
e = 0.0582, gl = 101

método n rec grupo
RLUM 34 1.000000 a

PopeUngar 35 0.013626 b
MostFreq 35 0.013626 b
RLDM 35 0.000440 b

método n rec grupo
RLUM 34 1.000000 a
RLDM 35 0.788195 b

PopeUngar 35 0.559885 c
MostFreq 35 0.559885 c

WP02 – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0099, gl = 101
√
e = 0.0100, gl = 101

método n Fa grupo
RLUM 34 0.051110 a

PopeUngar 35 0.001891 a
MostFreq 35 0.001891 a
RLDM 35 0.000000 a

método n Fa grupo
RLUM 34 0.051110 a

PopeUngar 35 0.004620 a
MostFreq 35 0.004620 a
RLDM 35 0.000000 a

Tabela A.5: Resultados das medidas de interesse para WP01 e WP02
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WP03 – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 1
√
e = 0.0211, gl = 260

método n F grupo
RLUM 109 0.913249 a

PopeUngar 2 0.686275 b
MostFreq 2 0.686275 b

método n F grupo
RLUM 109 0.914064 a
RLDM 107 0.852992 b

PopeUngar 78 0.718027 c
MostFreq 79 0.718027 c

WP03 – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 1
√
e = 0.0221, gl = 260

método n prec grupo
PopeUngar 2 1.00000 a
MostFreq 2 1.00000 a
RLUM 109 0.895565 b.

método n prec grupo
RLDM 107 1.000000 a
MostFreq 79 0.938608 b
PopeUngar 79 0.937821 b
RLUM 109 0.893730 b

WP03 – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0017, gl = 326
√
e = 0.0533, gl = 326

método n rec grupo
RLUM 109 0.994648 a

PopeUngar 110 0.009504 b
MostFreq 110 0.009504 b
RLDM 110 0.000000 b

método n rec grupo
RLUM 109 0.997706 a
RLDM 110 0.780400 b
MostFreq 110 0.464428 c
PopeUngar 110 0.461398 c

WP03 – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.00, gl = 326
√
e = 0.000, gl = 326

método n Fa grupo
RLUM 109 0.031854 a

PopeUngar 110 0.000000 b
RLDM 110 0.000000 b
MostFreq 110 0.000000 b

método n Fa grupo
RLUM 109 0.031854 a

PopeUngar 110 0.000000 b
RLDM 110 0.000000 b
MostFreq 110 0.000000 b

WP04 – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 1
√
e = 0.00, gl = 59

método n F grupo
RLUM 26 0.986111 a

PopeUngar 2 0.476191 b
MostFreq 2 0.476191 b
RLDM 1 0.040816 c

método n F grupo
RLUM 26 0.960012 a
RLDM 27 0.890224 a

PopeUngar 18 0.690344 b
MostFreq 18 0.690344 b

WP04 – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0137, gl = 15
√
e = 0.0, gl = 63

método n prec grupo
RLDM 1 1.000000 a
RLUM 26 0.976923 a

PopeUngar 9 0.166667 b
MostFreq 9 0.166667 b

método n prec grupo
RLDM 27 1.000000 a
RLUM 26 0.938462 a

PopeUngar 20 0.760000 b
MostFreq 20 0.760000 b

WP04 – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0024, gl = 77
√
e = 0.0621, gl = 77

método n rec grupo
RLUM 26 1.000000 a

PopeUngar 27 0.025926 b
MostFreq 27 0.025926 b
RLDM 27 0.000772 b

método n rec grupo
RLUM 26 1.000000 a
RLDM 27 0.852006 b
MostFreq 27 0.455556 c
PopeUngar 27 0.455556 c

WP04 – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0004, gl = 77
√
e = 0.0005, gl = 77

método n Fa grupo
MostFreq 27 0.018075 a
PopeUngar 27 0.018075 a
RLUM 26 0.002584 b
RLDM 27 0.000000 b

método n Fa grupo
MostFreq 27 0.018880 a
PopeUngar 27 0.018880 a b
RLUM 26 0.006801 a c
RLDM 27 0.000000 c

Tabela A.6: Resultados das medidas de interesse para WP03 e WP04
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Hard – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0181, gl = 40

método n F grupo
RLUM 25 0.872534 a

PopeUngar 1 0.630769 b
MostFreq 1 0.630769 b
RLDM 2 0.521978 c

método n F grupo
RLUM 26 0.897844 a

PopeUngar 9 0.884900 a
MostFreq 9 0.884900 a
RLDM 25 0.872534 a

Hard – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0331, gl = 40

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 2 1.00000 a
RLUM 25 0.858595 b.

método n prec grupo
RLDM 26 1.000000 a
MostFreq 9 1.000000 a
PopeUngar 9 1.000000 a
RLUM 25 0.858595 a

Hard – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.00117, gl = 74
√
e = 0.0750, gl = 74

método n rec grupo
RLUM 25 1.000000 a
RLDM 26 0.039326 b
MostFreq 26 0.017718 b
PopeUngar 26 0.017718 b

método n rec grupo
RLUM 25 1.000000 a
RLDM 26 0.873941 a
MostFreq 26 0.286949 b
PopeUngar 26 0.286949 b

Hard – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0111, gl = 74
√
e = 0.0111, gl = 74

método n Fa grupo
RLUM 25 0.074451 a

PopeUngar 26 0.000000 a
RLDM 26 0.000000 a
MostFreq 26 0.000000 a

método n Fa grupo
RLUM 25 0.074451 a

PopeUngar 26 0.000000 a
RLDM 26 0.000000 a
MostFreq 26 0.000000 a

IA – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0079, gl = 100

método n F grupo
MostFreq 1 0.553846 a
PopeUngar 1 0.553846 a
RLDM 1 0.021053 b
RLUM 48 0.9178 dp = 0.2246

método n F grupo
MostFreq 27 0.953846 a
PopeUngar 27 0.953846 a
RLDM 50 0.931746 a
RLUM 49 0.923607 a

IA – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0, gl = 0
√
e = 0.0113, gl = 100

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM 1 1.000000 a
RLUM 48 0.9230 dp = 0.2398

método n prec grupo
MostFreq 27 1.000000 a
PopeUngar 27 1.000000 a
RLDM 50 0.982759 a
RLUM 49 0.911579 b

IA – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0087, gl = 146
√
e = 0.0752, gl = 146

método n rec grupo
RLUM 49 0.945578 a

PopeUngar 50 0.007660 b
MostFreq 50 0.007660 b
RLDM 50 0.000213 b

método n rec grupo
RLUM 49 0.986395 a
RLDM 50 0.928546 a

PopeUngar 50 0.500993 b
MostFreq 50 0.500993 b

IA – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0049, gl = 146
√
e = 0.0046, gl = 146

método n Fa grupo
RLUM 49 0.034920 a

PopeUngar 50 0.000000 a
RLDM 50 0.000000 a
MostFreq 50 0.000000 a

método n Fa grupo
RLUM 49 0.036507 a
RLDM 50 0.005556 b

PopeUngar 50 0.000000 b
MostFreq 50 0.000000 b

Tabela A.7: Resultados das medidas de interesse para Hard e IA
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HCI – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0106, gl = 81

método n F grupo
MostFreq 1 0.515152 a
PopeUngar 1 0.492308 b
RLDM 25 0.115385 c
RLUM 36 0.9183 dp = 0.2429

método n F grupo
RLUM 26 0.897844 a

PopeUngar 9 0.884900 a
MostFreq 9 0.884900 a
RLDM 25 0.872534 a

HCI – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0157, gl = 81

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 1 1.00000 a
RLUM 36 0.9076 dp = 0.2694

método n prec grupo
MostFreq 24 1.000000 a
PopeUngar 24 1.000000 a
RLDM 37 1.000000 a
RLUM 36 0.907559 b

HCI – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0005, gl = 107
√
e = 0.0727, gl = 107

método n rec grupo
RLUM 36 1.000000 a
MostFreq 37 0.009377 b
PopeUngar 37 0.008825 b
RLDM 37 0.001655 b

método n rec grupo
RLUM 36 1.000000 a
RLDM 37 0.921925 a
MostFreq 37 0.621989 b
PopeUngar 37 0.621438 b

HCI – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0049, gl = 146
√
e = 0.0071, gl = 107

método n Fa grupo
RLUM 49 0.034920 a

PopeUngar 50 0.000000 a
RLDM 50 0.000000 a
MostFreq 50 0.000000 a

método n Fa grupo
RLUM 36 0.046655 a

PopeUngar 37 0.000000 a
RLDM 37 0.000000 a
MostFreq 37 0.000000 a

SEC – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0164, gl = 92

método n F grupo
MostFreq 1 0.540230 a
PopeUngar 1 0.540230 a
RLDM 1 0.015625 b
RLUM 53 0.8319 dp = 0.3157

método n F grupo
MostFreq 21 0.952709 a
PopeUngar 21 0.952709 a
RLDM 54 0.895924 a b
RLUM 53 0.838208 b

SEC – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0, gl = 0
√
e = 0.0365, gl = 92

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM 1 1.000000 a
RLUM 53 0.9843 dp = 0.0818

método n prec grupo
MostFreq 21 1.000000 a
PopeUngar 21 1.000000 a
RLDM 54 0.990741 a
RLUM 53 0.814195 b

SEC – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0022, gl = 158
√
e = 0.0750, gl = 158

método n rec grupo
RLUM 53 0.984277 a

PopeUngar 54 0.006853 b
MostFreq 54 0.006853 b
RLDM 54 0.000146 b

método n rec grupo
RLUM 53 0.993711 a
RLDM 54 0.865269 b

PopeUngar 54 0.361792 c
MostFreq 54 0.361792 c

SEC – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0147, gl = 158
√
e = 0.0147, gl = 158

método n Fa grupo
RLUM 53 0.089954 a

PopeUngar 54 0.000000 b
RLDM 54 0.000000 b
MostFreq 54 0.000000 b

método n Fa grupo
RLUM 53 0.089954 a
RLDM 54 0.000448 b

PopeUngar 54 0.000000 b
MostFreq 54 0.000000 b

Tabela A.8: Resultados das medidas de interesse para HCI e SEC
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AnaC – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0206, gl = 86

método n F grupo
RLUM 50 0.922434 a
MostFreq 1 0.611111 b
PopeUngar 1 0.611111 b
RLDM 2 0.519608 c

método n F grupo
RLUM 50 0.929100 a
RLDM 50 0.914546 a

PopeUngar 20 0.912222 a
MostFreq 20 0.912222 a

AnaC – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0188, gl = 86

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 2 1.00000 a
RLUM 50 0.921118 b

método n prec grupo
MostFreq 20 1.000000 a
PopeUngar 20 1.000000 a
RLDM 50 0.988333 a
RLUM 50 0.921118 a

AnaC – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0075, gl = 149
√
e = 0.0734, gl = 149

método n rec grupo
RLUM 50 0.983333 a
RLDM 51 0.020000 b
MostFreq 51 0.008627 b
PopeUngar 51 0.008627 b

método n rec grupo
RLUM 50 0.993333 a
RLDM 51 0.873268 b
MostFreq 51 0.341961 c
PopeUngar 51 0.341961 c

AnaC – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0072, gl = 149
√
e = 0.0072, gl = 149

método n Fa grupo
RLUM 50 0.041660 a

PopeUngar 51 0.000000 a
RLDM 51 0.000000 a
MostFreq 51 0.000000 a

método n Fa grupo
RLUM 50 0.041660 a

PopeUngar 51 0.000000 a
RLDM 51 0.000000 a
MostFreq 51 0.000000 a

InoC – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0101, gl = 115

método n F grupo
RLUM 51 0.948548 a
MostFreq 1 0.689189 b
PopeUngar 1 0.689189 b
RLDM 2 0.520202 c

método n F grupo
RLUM 51 0.948548 a
RLDM 51 0.921489 a
MostFreq 34 0.907245 a
PopeUngar 34 0.907245 a

InoC – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0, gl = 0
√
e = 0.0103, gl = 115

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM 2 1.000000 a
RLUM 51 0.934309 b

método n prec grupo
MostFreq 34 1.000000 a
PopeUngar 34 1.000000 a
RLDM 51 0.990196 a
RLUM 51 0.934309 b

InoC – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0060, gl = 152
√
e = 0.0694, gl = 152

método n rec grupo
RLUM 51 1.000000 a

PopeUngar 52 0.019627 b
MostFreq 52 0.010111 b
RLDM 52 0.010111 b

método n rec grupo
RLUM 51 1.000000 a
RLDM 52 0.889179 b

PopeUngar 52 0.559791 c
MostFreq 52 0.559791 c

InoC – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0008, gl = 152
√
e = 0.0009, gl = 152

método n Fa grupo
RLUM 51 0.013860 a

PopeUngar 52 0.000000 a
RLDM 52 0.000000 a
MostFreq 52 0.000000 a

método n Fa grupo
RLUM 51 0.013860 a
RLDM 52 0.000614 a

PopeUngar 52 0.000000 a
MostFreq 52 0.000000 a

Tabela A.9: Resultados das medidas de interesse para AnaC e InoC
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OrgC – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0433, gl = 34

método n F grupo
MostFreq 1 0.544118 a
RLDM 1 0.476923 b

PopeUngar 1 0.322034 c
RLUM 35 0.8148 dp = 0.3431

método n F grupo
RLDM 36 0.866026 a
RLUM 35 0.814839 a

PopeUngar 1 0.544118 a
MostFreq 1 0.322034 a

OrgC – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0695, gl = 34

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 1 1.00000 a
RLUM 35 0.7918 dp = 0.3729

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM 36 1.000000 a
RLUM 35 0.791819 a

OrgC – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0002, gl = 104
√
e = 0.0209, gl = 104

método n rec grupo
RLUM 35 1.000000 a
MostFreq 36 0.010382 b
RLDM 36 0.008698 b

PopeUngar 36 0.005331 b

método n rec grupo
RLUM 35 1.000000 a
RLDM 36 0.809624 b
MostFreq 36 0.010382 c
PopeUngar 36 0.005331 c

OrgC – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0128, gl = 104
√
e = 0.0128, gl = 104

método n Fa grupo
RLUM 35 0.102751 a

PopeUngar 36 0.000000 b
RLDM 36 0.000000 b
MostFreq 36 0.000000 b

método n Fa grupo
RLUM 35 0.102751 a

PopeUngar 36 0.000000 b
RLDM 36 0.000000 b
MostFreq 36 0.000000 b

Poly – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0024, gl = 104

método n F grupo
MostFreq 1 0.689189 b
PopeUngar 1 0.689189 b
RLDM . . .
RLUM 47 0.9663 dp = 0.1515

método n F grupo
RLDM 46 0.978261 a
RLUM 47 0.966277 a
MostFreq 31 0.966157 a
PopeUngar 31 0.966157 a

Poly – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0, gl = 0
√
e = 0.0047, gl = 104

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM . . .
RLUM 47 0.9594 dp = 0.1732

método n prec grupo
MostFreq 31 1.000000 a
PopeUngar 31 1.000000 a
RLDM 46 0.987578 a
RLUM 47 0.959433 a

Poly – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0013, gl = 140
√
e = 0.0785, gl = 140

método n rec grupo
RLUM 47 1.000000 a

PopeUngar 48 0.010833 b
MostFreq 48 0.010833 b
RLDM 48 0.000000 b

método n rec grupo
RLUM 47 1.000000 a
RLDM 48 0.942708 a

PopeUngar 48 0.611528 b
MostFreq 48 0.611528 b

Poly – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0019, gl = 140
√
e = 0.0019, gl = 140

método n Fa grupo
RLUM 47 0.015764 a

PopeUngar 48 0.000000 a
RLDM 48 0.000000 a
MostFreq 48 0.000000 a

método n Fa grupo
RLUM 47 0.015764 a
RLDM 48 0.000614 a

PopeUngar 48 0.000000 a
MostFreq 48 0.000000 a

Tabela A.10: Resultados das medidas de interesse para OrgC e Poly
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BioP – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0092, gl = 105

método n F grupo
MostFreq 1 0.560606 a
PopeUngar 1 0.429752 b
RLDM 1 0.137255 c
RLUM 53 0.9144 dp = 0.2281

método n F grupo
MostFreq 28 0.953355 a
PopeUngar 28 0.948682 a
RLUM 53 0.914427 a
RLDM 53 0.906316 a

BioP – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0136, gl = 105

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 1 1.00000 a
RLUM 53 1.00000 dp = 0.000

método n prec grupo
MostFreq 28 1.000000 a
PopeUngar 28 1.000000 a
RLDM 53 0.982556 a
RLUM 53 0.896655 b

BioP – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0003, gl = 158
√
e = 0.0798, gl = 158

método n rec grupo
RLUM 53 1.000000 a
MostFreq 54 0.007212 b
RLDM 54 0.005068 b

PopeUngar 54 0.001365 b

método n rec grupo
RLUM 53 1.000000 a
RLDM 54 0.883155 b
MostFreq 54 0.482521 c
PopeUngar 54 0.480377 c

BioP – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0039, gl = 158
√
e = 0.0044, gl = 158

método n Fa grupo
RLUM 53 0.036176 a

PopeUngar 54 0.000000 b
RLDM 54 0.000000 b
MostFreq 54 0.000000 b

método n Fa grupo
RLUM 53 0.036176 a
RLDM 54 0.009972 b

PopeUngar 54 0.000000 b
MostFreq 54 0.000000 b

GeoP – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0007, gl = 1
√
e = 0.0172, gl = 107

método n F grupo
RLUM 50 0.916928 a
MostFreq 2 0.802159 a
PopeUngar 2 0.776120 a
RLDM 1 0.040404 b

método n F grupo
RLUM 50 0.916928 a
MostFreq 30 0.904588 a
PopeUngar 30 0.902852 a
RLDM 51 0.888623 a

GeoP – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0009, gl = 3
√
e = 0.0223, gl = 109

método n prec grupo
RLDM 1 1.000000 a
RLUM 50 0.907434 b
MostFreq 3 0.666667 c
PopeUngar 3 0.666667 c

método n prec grupo
RLDM 51 1.000000 a

PopeUngar 31 1.956989 a b
MostFreq 31 1.956989 a b
RLUM 50 0.907434 a b

GeoP – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0073, gl = 149
√
e = 0.0730, gl = 149

método n rec grupo
RLUM 50 0.996000 a
MostFreq 51 0.028098 b
PopeUngar 51 0.027087 b
RLDM 51 0.000404 b

método n rec grupo
RLUM 50 0.996000 a
RLDM 51 0.860535 b
MostFreq 51 0.510124 c
PopeUngar 51 0.509113 c

GeoP – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0076, gl = 149
√
e = 0.0076, gl = 149

método n Fa grupo
RLUM 50 0.051354 a

PopeUngar 51 0.000213 b
MostFreq 51 0.000213 b
RLDM 51 0.000000 b

método n Fa grupo
RLUM 50 0.051354 a

PopeUngar 51 0.000420 b
MostFreq 51 0.000420 b
RLDM 51 0.000000 b

Tabela A.11: Resultados das medidas de interesse para BioP e GeoP
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Mech – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0, gl = 0
√
e = 0.0116, gl = 81

método n F grupo
MostFreq 1 0.555556 a
PopeUngar 1 0.555556 a
RLDM 1 0.016949 b
RLUM 46 0.905300 dp = 0.2562

método n F grupo
MostFreq 19 0.922222 a
PopeUngar 19 0.922222 a
RLUM 46 0.905314 a
RLDM 47 0.893066 a

Mech – modelo:P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0000, gl = 0
√
e = 0.0220, gl = 81

método n prec grupo
PopeUngar 1 1.00000 a
MostFreq 1 1.00000 a
RLDM 1 1.00000 a
RLUM 46 0.8910 dp = 0.2813

método n prec grupo
MostFreq 19 1.000000 a
PopeUngar 19 1.000000 a
RLDM 47 1.000000 a
RLUM 46 0.891024 b

Mech – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0007, gl = 137
√
e = 0.0773, gl = 137

método n rec grupo
RLUM 46 1.000000 a

PopeUngar 47 0.008183 b
MostFreq 47 0.008183 b
RLDM 47 0.000182 b

método n rec grupo
RLUM 46 1.000000 a
RLDM 47 0.861529 b
MostFreq 47 0.359247 c
PopeUngar 47 0.359247 c

Mech – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0095, gl = 137
√
e = 0.0095, gl = 137

método n Fa grupo
RLUM 46 0.060359 a

PopeUngar 47 0.000000 b
RLDM 47 0.000000 b
MostFreq 47 0.000000 b

método n Fa grupo
RLUM 46 0.060359 a

PopeUngar 47 0.000000 b
RLDM 47 0.000000 b
MostFreq 47 0.000000 b

Quan – modelo: F̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.000, gl = 0
√
e = 0.0115, gl = 72

método n F grupo
MostFreq 1 0.573913 a
PopeUngar 1 0.573913 a
RLDM 1 0.047619 b
RLUM 39 0.967600 dp = 0.1414

método n F grupo
RLUM 39 0.967562 a
MostFreq 18 0.965217 a
PopeUngar 18 0.965217 a
RLDM 40 0.909484 a

Quan – modelo: P̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.000, gl = 0
√
e = 0.0078, gl = 72

método n prec grupo
MostFreq 1 1.000000 a
PopeUngar 1 1.000000 a
RLDM 1 1.000000 a
RLUM 50 0.960600 dp = 0.1718

método n prec grupo
PopeUngar 18 1.000000 a
MostFreq 18 1.000000 a
RLDM 40 1.000000 a
RLUM 39 0.960570 a

Quan – modelo: R̂ = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0011, gl = 116
√
e = 0.0846, gl = 116

método n rec grupo
RLUM 39 0.994872 a
MostFreq 40 0.010061 b
PopeUngar 40 0.010061 b
RLDM 40 0.000610 b

método n rec grupo
RLUM 39 0.994872 a
RLDM 40 0.889360 a

PopeUngar 40 0.426728 b
MostFreq 40 0.426728 b

Quan – modelo: F̂a = µ̂+ m̂+ ε̂

Lg(ni)
⋃
Ls(nij) Ls(nij)√

e = 0.0006, gl = 116
√
e = 0.0006, gl = 116

método n Fa grupo
RLUM 39 0.011072 a

PopeUngar 40 0.000000 a
RLDM 40 0.000000 a
MostFreq 40 0.000000 a

método n Fa grupo
RLUM 39 0.011072 a

PopeUngar 40 0.000000 a
RLDM 40 0.000000 a
MostFreq 40 0.000000 a

Tabela A.12: Resultados das medidas de interesse para Mech e Quan
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